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Resumo

Neste trabalho abordou-se a recuperacao de informacoes associada ao conceito de espaco
vetorial. As informagbes sdo modeladas através de uma matriz e a pesquisa do usuério
ao banco de dados é representada por um vetor. Deste modo, os documentos relevantes a
pesquisa sao identificados utilizando-se de algoritmos conhecidos da Algebra Linear Compu-
tacional. Na primeira parte da monografia mostrou-se como os fundamentos da computacao
de matrizes podem ser usados para controlar e indexar grandes quantidades de texto. Na
segunda parte, relacionou-se a experiéncia obtida no projeto de iniciacao cientifica com o
Bacharelado em Ciéncia da Computacao.

Palavras-chaves: Fatoracdo QR, decomposicao por valores singulares, recuperacao de
informacoes, latent semantic indexing, modelo vetorial.
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Parte 1

Projeto de Iniciacao Cientifica



Capitulo 1

Introducao

Com a evolugao de bibliotecas digitais e o crescimento exponencial da quantidade de docu-
mentos disponiveis na Internet, tornaram-se necessarios métodos eficazes para o armazena-
mento, o processamento e a recuperacao de informagcoes [BYRN99, KMO00]. Tais métodos
podem ser aplicados a um grande banco de dados, quando implementados em sistemas de
alta performance. Um exemplo de sistema de grande escala conhecido atualmente é o Goo-
gle [Goo04]. Seus usudrios definem perguntas e o sistema fornece conjuntos de documentos
relacionados a elas através de um processamento de dados.

Durante muitos anos, as pesquisas na area de Recuperacao de Informagoes (IR) eram
feitas por comunidade pequenas, influenciando minimamente a indtustria. As primeiras
instituicoes que adotaram um sistema de IR foram as bibliotecas. Usualmente, tais siste-
mas eram desenvolvidas por instituicoes académicas interessadas em facilitar o uso de sua
biblioteca. Inicialmente, os sistemas permitiam apenas pesquisas baseadas nos nomes do
autores e nos titulos dos documentos, e usavam basicamente a 1égica booleana [BC89].

Com o surgimento da Internet e o conseqiiente interesse do meio nao académico nessa
drea, novas funcionalidades foram adicionadas e pesquisas mais complexas tornaram-se
vidveis. Surgiram, assim, modelos de IR mais sofisticados, entre eles, o vetorial [BDJ99,
SB88]| e o probabilistico [Cro83]. Atualmente, esses modelos existentes sao adaptados a fim
de melhorar ao maximo a performance do sistema.

Na prética, melhorar tal performance nao é simples. Problemas associados a am-
bigiiidade da linguagem natural, aos diversos idiomas existentes e aos tipos de informacoes
(texto, figuras, dudio e video) obrigam os pesquisadores a estudarem diversas maneiras de
contorna-los. Indexar grandes quantidades de dados usando recursos limitados de processa-
mento e retornar documentos realmente relevantes as pesquisas sao ainda grandes desafios.

O desenvolvimento nessa drea foi consolidada pela criacao, em 1992, de um evento anual
internacional conhecido como Text REtrieval Conference (TREC) [TRE04], patrocinado
por Defense Advanced Research Projects Agency (DARPA) e por National Institute of
Standards and Technology (NIST) [HV96]. Os participantes do TREC competem entre si
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na indexacao de enormes quantidades de texto e retorno de documentos mais relevantes.

Um dos sistemas de IR mais conhecidos é o SMART (System for the Mechanical Analysis
and Retrieval of Text) [SM83], introduzido em 1983 e baseado no modelo vetorial. Tal
sistema tem se sofisticado cada vez mais com a utilizacao de vérias heuristicas [BSAS95] e
continua apresentando desempenhos surpreendentes nas conferéncias do TREC.

O modelo vetorial, objeto de estudo desse projeto de iniciacao cientifica, armazena
informacoes em uma matriz, onde cada coluna representa um documento e cada linha
estd associada a um termo do “dicionario”. A pesquisa do usudrio ao banco de dados é
representada por um vetor. Com isso, os documentos relevantes & pesquisa sao identificados
utilizando-se de conceitos simples de algebra linear. Uma variante mais recente desse modelo
é o LSI (Latent Semantic Indezing) [BDJ99, DDF 90|, onde uma aproximagao do banco de
dados é usada no lugar do original. Para isso, utilizam-se algoritmos conhecidos da Algebra
Linear Computacional, em especial, a decomposicao por valores singulares (SVD) [GL96].

1.1 A Realizacao do Trabalho

Este projeto teve como base o artigo Matrices, Vector Spaces, and Information Retrieval de
Berry et al [BDJ99]. A partir deste, outras referéncias foram encontradas a fim de comple-
mentar as idéias, entre as quais destacam-se os livros-textos do Baeza-Yates e Ribeiro-Neto
[BYRN99] e de Kowalski e Maybury [KMO00] que permitiram um conhecimento mais sélido
em Recuperacao de Informagcoes. Para um estudo mais avancado da Algebra Linear Com-
putacional, foi usado o livro do Golub e Van Loan [GL96], com apoio de Trefethen e Bau
[TB97] e Watkins [Wat91].

Diversas outras referéncias foram utilizadas durante a realizagdo da iniciacao cientifica e
serao citadas ao longo desta monografia. Nessa parte tedrica do texto, indicaremos desde os
conceitos mais basicos de dlgebra linear até idéias e algoritmos mais sofisticados. Da mesma
forma, serao mostrados os principais conceitos de Recuperacao de Informacoes, bem como
técnicas mais modernas envolvendo o modelo vetorial. Ao final, indicaremos os principais
resultados dos estudos e experimentos realizados ao longo dos semestres. Tais experimentos
foram realizados com o sistema SMART ja mencionado, além de programas implementados
em Octave [Eat02].



Capitulo 2

Conceitos Basicos e Notacoes

Neste capitulo teremos uma exibicao de alguns conceitos de Algebra Linear Computacional
necessarios para a compreensao dos préximos topicos, bem como a indicacao das notagoes
utilizadas. Para se obter maiores detalhes em relagao aos conceitos, indicamos os livros
do Golub e Van Loan [GL96], Trefethen e Bau [TB97] e Watkins [Wat91]. No capitulo 1
do livro de Golub e Van Loan podemos encontrar as principais notacoes utilizadas nesta
monografia.

2.1 Matrizes e Vetores

Utilizaremos letras maiisculas (A, B,...) para representar matrizes e letras minusculas
(a,b,...) para vetores. A dimensado de uma matriz é m X n se ela possui m linhas e n
colunas. Um wetor linha é uma matriz com m = 1, enquanto que um vetor coluna é uma
matriz com n = 1. Por conveniéncia, mencionaremos vetor como sendo de coluna.

A maioria dos conceitos que utilizaremos permite ter como universo os nuimeros com-
plexos. Visto que a Recuperacao de Informagoes nao necessita desse universo amplo, tra-
balharemos apenas com os nimeros reais. Assim, A € R™*" se A possui dimensao m xn e
seus elementos sao reais. Do mesmo modo, v € R" se v possui dimensao n e seus elementos
pertencem a R.

Cada elemento de uma matriz A da linha 7 e coluna j é denotada por a;;. Além disso,
cada coluna i de uma matriz A é denotada por a; e podemos escrever A = [ay, ...,a,]. Para
pseudocddigos, utilizaremos uma notagao semelhante a do Matlab [Mat95] e do Octave
[Eat02], duas linguagens de alto nivel voltadas para computagdo numérica. As notagoes
para elemento e coluna de A sdo, respectivamente, A(i,j) e A(:, 7). Pode-se também utilizar
A(i,:) para denotar a i-ésima linha da matriz A.

Ainda em relagao as partes de uma matriz, utilizaremos A(i1:i2, j1:j2) para representar
o bloco de uma matriz A correspondente as linhas de i; a io e as colunas de j; a jo.
Se o intervalo i1:iy indica todas as linhas da matriz, usaremos A(:, j1:j2). Analogamente,
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A(iy:i9,:) indica o bloco correspondente as linhas de i1 a i e todas as colunas de A.

Cada elemento de um vetor x € R" é indicado por x1,...,x, € sua notacao para pseu-
docddigos é dado por z(1),...,x(n). Dizemos que a superdiagonal de uma matriz A é o
conjunto dos elementos a;; tais que j = ¢+ 1, para ¢« = 1,...,n — 1. Uma matriz quadrada
que possui todos os elementos da diagonal iguais a 1 e as demais iguais a zero, é chamada de
identidade e é denotada por I. Podemos ainda indicar como I,,, se sua dimensao for m x m.
Esta matriz é usualmente definida tendo como colunas os vetores candnicos e € R™, os
quais possuem todos os seus elementos nulos, exceto na posicao k, onde o elemento é igual
a 1. Mais especificamente, I,,, = [e1, ..., €]

A transposta de uma matriz A € R™*" é uma matriz B € R"*™ onde b;; = a;;, e é
denotada por AT (i.e., B = AT). A inversa de A é uma matriz B tal que AB = I, e é
indicada por A~!'. Temos ainda que, dados A e B com dimensdes compativeis, (AB)? =
BTAT ¢ (AB)™! = B~'A~!. Uma matriz D € R™*" ¢ chamada diagonal se ela é quadrada
(i.e., m = n) e se d;jj = 0 para todo @ # j. Se di,...,d, (di = dj) sdo os elementos
da diagonal de D, entdo denotamos D = diag(dy,...,d,). Em particular, toda matriz
identidade é diagonal.

2.2 Conceitos Basicos de Algebra Linear

Um espaco vetorial V' é um conjunto fechado sobre as operacoes de adicao de vetores e
multiplicacdo por um escalar, isto é, se dois vetores u e v pertencem a V, entao u + v
também estd em V', e se o vetor u estd em V e A € R é um escalar qualquer, entao A\u
também pertence a V. Um conjunto S é chamado de subspaco de V se ele estd contido em
V' e é um espago vetorial. No contexto deste trabalho consideraremos que V = R™.

Considere aq, ..., a, vetores em R™. Uma combinacdo linear desses vetores é qualquer
vetor da forma Y ;" | Aja;, onde \; sdo escalares chamados de coeficientes da combinacao
linear. O espago formado por todas as combinagoes lineares desses vetores é definido como
espago gerado por ai, ..., a, € é denotado por (aq, ..., a,) ou span{ay, ...,a, }. Se esses vetores
correspondem as colunas de uma matriz A, o espago gerado por elas pode também ser
denotado por (A) ou span{A}. Além disso, esse conjunto de vetores é dito linearmente
dependente se existirem escalares \;, i = 1,...,n, nem todos nulos, tais que > i ; \ia; =
0. Caso contrario, ele é linearmente independente e, para que a relacdo mencionada seja
satisfeita, todos os escalares )\; devem ser iguais a zero.

Considere S como sendo o subspago de R™ e os vetores a; € R™ mencionados acima.
Definimos uma base como sendo um conjunto gerado por esses vetores que é linearmente
independente. Todas as bases de S tém o mesmo nimero de elementos, o qual é definido
como sendo sua dimensao e denotado por dim(.S).

Dois importantes subspagos associados a uma matriz A € sao a imagem de A e o
espago nulo de A. Definimos estes subspagos, respectivamente, por Im(A) = {y € R™|y =
Az para algum z € R"} e Nulo(A) = {z € R"|Az = 0}. Observe que a Im(A4) é igual ao

RmXTL
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espaco gerado pelas colunas de A, i.e., Im(A) = (aq,...,a,). O posto de A, por sua vez,
é denotado por posto(A) e é igual a dimensao da imagem de A. Dizemos também que o
posto é completo ou mdzimo se posto(A) = min{m,n}. Uma matriz é dita nao-singular
ou inversivel se ela é quadrada e possui posto completo. Caso contrario, a matriz é dita
singular. Pode-se mostrar também que para toda matriz A inversivel, det(A) # 0, onde
det(A) é o determinante de A.

2.3 Normas, Projetores e Ortogonalidade

A norma-2 de um vetor x € R™, conhecida também como norma euclidiana, é dada por
l ~ . ~ . .

lz||2 = (221 |:EZ|2) 2. Se z e y sao dois vetores em R™, entao o produto interno desses dois

vetores é dado por 21y = yTx = 3" x;y;. Note que ||z]s = VaTz. O cosseno do dngulo

. . T 7 .
a entre = e y pode ser escrito da seguinte forma: cos(a) = m Além disso, a norma-2
: . : A . .
de wma matriz A ¢é definida como sup, ””;IE'llQ = maX|g||,—1 [|Az[]2. Definimos ainda a

norma de Frobenius de uma matriz A como ||Al|p = /3212, >0 af; = /tr(AT A), onde

tr(AT A) é o traco de AT A, ou seja, a soma dos elementos da diagonal de AT A.

Dois vetores x e y em R™ sao ortogonais se o produto interno entre eles for nulo. Dizemos
ainda que um conjunto de vetores é ortogonal se todos os elementos sdo ortogonais entre
si. Se, além disso, todos os vetores tiverem norma igual a 1, dizemos que esse conjunto de
vetores é ortonormal. Uma matriz Q € R™*™ é ortogonal se Q7 = Q~1, ou seja, QTQ = I.
Nesse caso, as colunas de () sao ortogonais entre si e formam uma base ortonormal de R"™.
Observe também que ||Ql2 = 1 e que det(Q) = £1.

Ainda em relacao a ortogonalidade, sabe-se que a multiplicacdo por uma matriz orto-
gonal tem o efeito de preservar a norma e o angulo de vetores. Ou seja, dada uma matriz
ortogonal @ e dois vetores x e y com dimensdes compativeis, temos que (Qz)T(Qy) =
2Q"Qy = z"y e [|Qz2 = [Ql2llz]2 = [[xl2-

Uma matriz quadrada P é dita de projecdo se P2 = P. Observe que se v € Im(P),
entao a aplicacao de uma projecao sobre ele resulta no préprio v. Matematicamente, temos
que se v € Im(P), entdo v = Pz para algum = e Pv = P2z = Pz = v. Temos ainda que se
P é uma matriz de projecao, entao I — P é sua projecao complementar, a qual projeta no
Nulo (P) e Nulo (I — P) = Im (P).

Uma matriz de projecao separa R em dois espacos S, o espaco no qual se projeta, e
S5, as direcbes por onde se projeta. Uma matriz de projecdo ortogonal P é aquela em que
S1 e Sy sdo ortogonais entre si e que satisfaz a igualdade P = PT. Se as colunas de uma
matriz V = [v1, ...,v;] formam uma base ortonormal de um subspaco S, entdo P = VV7T é
uma projecao ortogonal em S. Note que se v € R™, entao P = % é a projecao ortogonal
em S = span{v}.
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Fatoracao QR

RmXTL Rme

Dada uma matriz A € ,m > n, existe uma matriz ortogonal () € e uma matriz

triangular superior R € R™*™ tais que
A=QR. (3.1)

Esta decomposicao é dita fatoracio QR de A. Vejamos, nesse capitulo, como obter essa
fatoracao.
Sejam a1, as, ..., a, as colunas da matriz A e a seqiiéncia de subspagos gerados por elas:

(a1) C (a1,a2) C ... C (a1, ag, ..., an)

Uma idéia da fatoragdo QR estd na construcao de uma seqiiéncia de vetores q1, g2, ..., Gn
ortonormais que geram essa mesma seqiiéncia de subespacgos, ou seja, tais que:

(a1, a2, ...;a;) = (q1,G2, -, i), i=1,..,n.

Dizemos que se A possui posto maximo, entdo as n colunas de ) formam uma base
ortonormal da imagem de A. Para que a; seja combinacao linear de g1, devemos ter um
escalar r17 tal que a3 = r11¢q;. Analisaremos agora o caso (a1,a2) = (q1,q2). Temos que
tia1 +toas = t3q1 +t4qe, para t;, i = 1,...,4, escalares. Substituindo a; por r11¢g1, podemos
escrever: ag = ri9qi + T22q2, com ri9 € T9o escalares. Analogamente, temos:

ay = T1141,
az = T12q1 + 72242,
an = Tinq1 + T2nq2 + ...+ Tnndn-

Observe que as equacoes acima podem ser escritas utilizando matrizes () ortogonal e R
triangular superior tais que A = QR, i.e:
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™M1 Ti12 ... Tin
22 ... Ton

ap | az (... |an | = . . a9 |---|4n
Tnn

Note que Q € R™*" ¢ R € R™ ", Esta é a fatoracdo QR reduzida de A. Para obtermos
a fatoracao QR completa de A (conforme enunciado no comego do capitulo), devemos
adicionar m — n colunas ortonormais em Q, obtendo-se uma matriz ) quadrada (m x m) e
ortogonal. Além disso, obtemos R adicionando-se m — n linhas nulas a R. Desse modo as
colunas adicionadas de () serao multiplicadas por zero, obtendo-se a matriz A desejada.

A figura 3 ilustra a fatoracdo QR de uma matriz A. A regiao hachurada representa
quaisquer elementos de uma matriz, enquanto que a regiao nao hachurada representa os
elementos nulos. Os retangulos tracejados mostram as colunas de @) e as linhas de R que
foram adicionadas para obtermos a fatoracao QR completa de A.

C——
1 |
e
= I |
1 [ N
1 [ |
| I — I ——
A Q R

Figura 3: Fatoracdo QR completa de A (m > n)

Devemos observar também que as colunas g; para ¢ > n sao ortogonais a imagem de
A. Considerando n igual ao posto de A, estas colunas constituem uma base ortonormal de
Im(A)*, ou equivalentemente do Nulo(AT).

Descreveremos a seguir dois métodos para computar a fatoracao QR - por reflexao de
Householder [GL96, Capitulo 5], [TB97, Capitulo 10] e por rotagoes de Givens [GL96,
Capitulo 5] - e posteriormente discutiremos a fatoracdo QR com pivotamento de colunas
[GL96, Capitulo 5.4].

3.1 Reflexao de Householder

A idéia da reflexao de Householder estd em triangularizar a matriz A introduzindo zeros
apropriadamente em cada coluna. Isto é feito obtendo-se matrizes ortogonais Q) tais que
Qn...Q2Q1 A é triangular superior. Uma matriz (Jj, € escolhida de modo a zerar os elementos
abaixo da diagonal principal da coluna k. Um exemplo é mostrado a seguir:
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X X X X X X X X X X X X
X X X 0 X X 0 X X 0 x x
X X X Q1 0 X X 9z, 0 0 x Qs, 0 0 X
X X X 0 X X 0 0 x 0 0 O
X X X 0 X X 0 0 x 0 0 O

A Q1A Q2014 Q3Q2Q1A

Cada matriz Q; zera elementos da coluna k correspondente de maneira a nao modificar
as k — 1 colunas zeradas anteriormente. No exemplo acima, os elementos em negrito sao
aqueles que foram modificados de uma iteracao a outra pela matriz QQ;. Considerando-se
isso, é natural pensarmos que (); possui o seguinte formato:

Qr = [ é g ] ;

onde I é a matriz identidade (k—1) x (k—1) e F' é uma matriz ortogonal (m—k+1) x (m—
k+1). Observe que a matriz identidade I é, de fato, a responsavel por evitar a modificacao
citada durante o processo de triangularizagdo. De modo geral, uma matriz ) opera nas
linhas k, ...,m e no comeco do passo k a matriz possui as k — 1 primeiras colunas zeradas.

A matriz F' € R™" deve ser entdo a responsavel por zerar os elementos das colunas
desejados. Considere que = seja o vetor formado pelos elementos abaixo da diagonal de
uma coluna k. A matriz F', chamada de refletor de Householder, devera efetuar a seguinte
transformagao:

x [zl ]
X 0
x=| X L Fr= 0 = ||x||2e1.
L >< - L 0 -

-
-
-
-

Figura 3.1.1: Reflexdo de Householder

Quando um vetor x é multiplicado por F', ele é refletido em um hiperplano ortogonal
av = |zl]eg —z. A figura 3.1.1 ilustra a idéia. Observe que cada ponto de z contido
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em um lado do hiperplano H ¢ refletido na sua imagem Fz. Para deduzirmos a férmula
correspondente a F', utilizaremos o conceito de projecao, dado anteriormente no capitulo
2. Vimos, que para qualquer vetor x,

T
VU
Pr=(l—-— |z
é a projecao ortogonal de x no espaco H. Para que z seja refletida no hiperplano, devemos
percorrer nessa mesma dire¢do em dobro. Assim, F' difere de P simplesmente pela adigao

do fator 2 na férmula:
B voT

Além disso, note na figura 3.1.1 que esse método faz com que Fz seja igual a ||z|e;.
No entanto, existe mais de uma reflexao possivel que permite zerar os elementos desejados.
A figura 3.1.2 mostra as duas possiveis reflexdes através dos hiperplanos H* e H~. Com
isso, Fx = s||z|le1, sendo que s = +1.

O sinal s deve ser estabelecido de modo a minimizar os erros de cancelamento e sua
conseqiiente instabilidade numérica [OveOl]. Isso nos obriga a escolher o vetor Fx menos
préximo a z. Quando x estd no primeiro quadrante, a escolha deve ser s = —1. Por outro
lado, tomamos s = 1 se z estiver no segundo quadrante. Com isso pode-se adequadamente
adotar s como sendo igual ao sinal oposto ao primeiro componente de x (denotado por z1).
Portanto, temos:

v = sign(z1)||z[lze1 + =,

considerando-se sign(z1) = 1 quando z; = 0.

Figura 3.1.2: Escolha do vetor de reflexao

Mostraremos a seguir o algoritmo da reflexao de Householder. Conforme mencionado
anteriormente, no capitulo 2, usaremos a notagao semelhante a do MATLAB [Mat95] e do
Octave [Eat02].

Algoritmo 3.1.1. Dado um vetor x € R", esta funcao devolve v € R™ tal que I — %U’UT

€ o refletor de Householder correspondente a x.
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function[v] = house(x)
v = sign(z1)||z||2e1 +
v =v/[vl2

end

Algoritmo 3.1.2. (Fatora¢io QR por reflexées de Householder) Dada uma matriz A €
R™*™ " com m > n, o algoritmo devolve R € R™*™ triangular superior (sobrescrito na parte
triangular superior de A) e @ € R™*™ ortogonal tais que A = QR. O j-ésimo vetor de
Householder é armazenado em A(j + 1:m,j), 5 < m. A fun¢ao house usada € dada pelo
algoritmo 5.1.1.

fork =1in

vr = house(A(k:m, k))

A(k:m, kn) = A(k:m, kn) — 2vg (vl A(k:m, k:n))
end

Note que este algoritmo nao constroi a matriz () explicitamente. Vale indicar ainda que
sua complexidade é de 2n?(m —n/3) flops. A demonstracio disto pode ser vista em [TB97,
Capitulo 10].

Veremos agora como construir a matriz ). Para evitar um consumo de tempo desne-
cessario, sua construcdo nao serd baseada na formacao de todas as matrizes Q) seguida
de sucessivas multiplicagoes. Um método de construcao implicita de () esta relacionado ao
fato de que um sistema do tipo Ax = b pode ser resolvido utilizando-se da fatoracao QR
de A.

Observe que Az = b < QRz = b < Rx = QTb. O tnico momento em que foi usada
a matriz @, foi no computo de Q7b. Como QT = Q,Qn_1...Q1, podemos usar as mesmas
operacoes do processo de triangularizar a matriz A em b, isto é:

Algoritmo 3.1.3. Cdlculo implicito do produto Qb

fori=1mn
b(izm) = b(i:m) — 2v;(vIb(izm))

Podemos, além disso, obter o calculo implicito de Qz simplesmente executando o algo-
ritmo acima em ordem reversa, como pode ser observado no préoximo algoritmo. A notacgao
“for ¢ = n:—1:1” usada abaixo indica que i, inicialmente igual a n, é decrementado a cada
iteracao. O processo para quando 7 = 1.

Algoritmo 3.1.4. Cdlculo implicito do produto Qx

fori: =n:—1:1

z(itm) = z(izm) — 2v; (v} z(i:m))
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Finalmente, para obtermos a matriz ) explicitamente, basta utilizarmos o algoritmo
3.1.4 acima para construir QI (onde I é a matriz identidade), calculando-se Qe; para
1 < i < m. Este algoritmo é dado a seguir. Sua complexidade é de 4(m?n — mn? 4 n?/3)
flops [GL96, Capitulo 5.1].

Algoritmo 3.1.5. Cdlculo explicito da matriz ortogonal Q.

Q = Im
forj =1:m
x=q(:,7)
fori: =n:—1:1
z(izm) = z(itm) — 2v; (vl z(i:m))
end
q(1,j) ==
end

3.2 Rotagoes de Givens

Ao contrério das reflex6es de Householder, as rotacdes de Givens permitem zerar elementos
de uma matriz de uma maneira mais seletiva. A cada passo do algoritmo teremos matrizes
G; responsaveis por zerar um elemento da matriz, conforme o exemplo abaixo:

X X X ] [ x x x ] [ x x x ]

X X X G1 X X X Go X X X Gs

X X X X X X 0 X X

X X X | 0 X X | | 0 x x|

X X X | [ x x  x ] [ x x x]

0 X X Gy 0 x X Gs 0 X X Gs R
0 x X 0 X X 0 0 X

0 x x| | 0 0 Xx | | 0 0 x|

Com isso, obtém-se R triangular superior tal que Q7 A = R, onde Q é obtida através das
chamadas rotacoes de Givens, isto é, Q = G1...G¢, com t sendo o numero de rotagoes apli-
cadas durante o processo. Para entendermos qual o formato de cada matriz G, considere
inicialmente uma matriz W € R?*? que possui a seguinte forma:

cos(f) sen(f)

W= —sen(f) cos(0)

(3.2)
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Seja € R? um vetor qualquer. Se y = W7z, entdo, claramente, y corresponde ao
vetor x rotacionado de um angulo 6 (no plano do R?) no sentido anti-horério, conforme
figura 3.2.1. Observe que podemos escolher 6 apropriadamente de modo que y seja igual a

(llzll2, 0)*

T2

Jd

Yy T

Figura 3.2.1: Rotacdes de Givens: R? Figura 3.2.2: Rotacoes de Givens: R?

Sabemos entao como obter, a partir de um vetor de dimensao 2 e de uma transformagao
ortogonal, um outro com a mesma dimensao e a segunda coordenada nula. Considere agora
um vetor z € R3. Queremos, a partir do vetor x, obter um vetor da forma (||z||2,0,0).
Para isso, podemos usar duas rotacoes: a primeira rotaciona x de uma angulo #7; em um
plano de coordenadas de modo a obter w = (w1, ws,0)?, para algum w; e ws; e a segunda
rotaciona esse w de um angulo f3 em um outro plano de modo a obter y = (||z/|2,0,0)”
(veja figura 3.2.2).

De modo geral, um vetor x € R" terd seus n — 1 elementos zerados utilizando-se de
n — 1 rotagoes. Como cada rotacao estd associada a um plano de coordenadas (i, k), isto é,
a apenas dois eixos, basta colocarmos os elementos da matriz 3.2 nas posigoes (i,1), (i, k),
(k,i) e (k, k). Para desconsiderarmos os outros eixos, utilizamos a matriz identidade. Desse
modo, cada rotacao de Given tem o seguinte formato:

1 ... 0 ... 0 ... 0
0 c s 0 i
G(i, k,0) = :
0 -5 c 0 k
0 ... 0 ... 0 ... 1]
) k

onde ¢ = cos(#) e s = sen(f) para algum 6. Note que rotacoes de Givens sao ortogonais.
Como o produto de matrizes ortogonais é ortogonal, temos também que Q = G1...G; é
ortogonal. Observe ainda que cada rotacao modifica apenas duas linhas da matriz, corres-
pondentes aos dois eixos associados ao plano. Isto pode ser observado no exemplo dado no
comeco desta secgao, para cada iteracao, em negrito.
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Multiplicacdes & esquerda por G(i,k,#)T geram uma rotacdo em sentido anti-horério de
6 radianos no plano de coordenadas (i, k). Seja x € R" e y = G(i, k,0)T z. Entdo:

cT; — ST, sej =1
Y; =1 Ssx;+cr, sej=k
zj, caso contrario

Além disso, para que y; seja igual a zero, devemos ter:

ZT; — Tk
= — §= —.
/.2 2 /.2 2
T Ty + oy,
Baseado-se nesses fatos, chega-se aos seguintes algoritmos:

Algoritmo 3.2.1. Dados escalares a e b, a fun¢do givens calcula ¢ = cos(f) e s = sen(6)
tal que:

BRI

function|c, s] = givens(a, b)

if b=0
c=1;5=0
else
if [b] > |a|
r=—a/b;js=1/V1+r2c=sr
else
r=—blajc=1/V1+r¥s=cr
end
end
end

Algoritmo 3.2.2. (Fatora¢io QR por rotagées de Givens) Dada uma matriz A € R™*",
com m > n, o algoritmo calcula R triangular superior e QQ ortogonal tais que A = QR.

forj=1mn
fori =m:—1:5+1
¢, s] = givens(A(i — 1, ), A(i, 7))
T

A(i — 1:d, jin) = [ } A(i — 1:4, jin)

end

c S
—S C
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end

Observe que o algoritmo 3.2.1 requer 5 flops e uma unica raiz quadrada. O algoritmo
3.2.2, por sua vez, tem o custo de 3n2(m —n/3) flops conforme pode ser visto em [GL96,
Capitulo 5.2].

3.3 Fatoragao QR com Pivotamento

Se uma matriz A € R™*™ e posto(A) < n, entao a fatoracdo QR de A nao necessariamente
produz uma base ortonormal para a Im(A). Considere como exemplo a matriz abaixo e sua
fatoracao QR usual:

1 11
A=la, a0, 03] =[q1, 2, 3] | 0 0 1
0 0 1

Claramente, posto(4A) = 2, mas a imagem de A nao é equivalente a nenhum dos
subspagos span{qi, g2}, span{qi, q3} ou span{gs, q3}. Descrevemos, entdo, como esse pro-
blema pode ser resolvido calculando-se a fatoracao QR de A com suas colunas permutadas
(i.e., com pivotamento de colunas) [GB65]. Tal fatoragao é dada por AP = QR, onde Q e
R sao matrizes usuais de uma fatoragdo QR e P é uma matriz de permutagao.

Seja r4 o posto de A, com r4 < n. Sabemos que a imagem de A é o espaco gerado
por 74 colunas de A definidas como ac,,Gcy, ..., ae, , - Considere a matriz cujas primeiras
colunas de A sao exatamente essas colunas. Para obtermos essa matriz, multiplicamos A
por uma matriz P (chamada matriz de permutagao), que é a matriz identidade com colunas
adequadamente trocadas. Temos, portanto:

AP = [ac,, ey ey ey e, ]

Sabemos que Im(A4) = (ac,,ac,, .-, ac,,) € que uma idéia da fatoragao QR estd em
construir vetores ortonormais qi, ..., ¢, tais que (ac,, ey, ..., ac,) = (q1,q2; ..., qk) Para k =
1,..,74. Uma idéia natural seria tentarmos obter uma fatoragao tal que

Ri1 Rpo ] _

Q:[Qla“‘7QTA7Q7”A+17“‘7Qm] (S R:|: 0 0

onde Ry; € R™4%74 ¢ triagonal superior e ndo-singular, e Riy € R™4*(=74)  Note que
com isso teremos uma matriz resultante QR com posto igual a r, e imagem igual a
(q1,42,---,qr,)- Isto significa que Im(A) = span{qi, ..., ¢, }. Observando também que

min{r4,k}

Qe = Z Tikq; € Span{(h, ”'7Q7“A}7

=1
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para k = 1:n, podemos concluir que AP = QR.

Mostremos agora que uma modificacdo simples no algoritmo do Householder é o sufi-
ciente para obtermos a fatoracao AP = (QR. Considere que no inicio de uma iteragao k,
temos as matrizes ortogonais (Q1, ..., Qr_1 € as de permutagao P, ..., Pr_1 tais que

k—1 k—1
Ry R )]

1. QDA(P...P_1) = RFD =
(Qr—1.--Q1)A(Py...Py_1) 0 Ré2

onde Rﬁ_l) é uma matriz de dimensao (k — 1) x (k — 1), ndo-singular e triangular superior
e Ré’;_l) é uma matriz de dimensdo (m —k+1) x (n —k+1).

. k—1 k—1 k—1 e .
Considere que RéQ ) = [z,g ), o zﬁL )]. A idéia é, basicamente, mover a coluna de
(k—1) . - .
Ry de maior norma para a posi¢ao corrente e zerar os elementos desejados, como no

Householder usual. Em outras palavras, devemos procurar um indice p tal que k <p <ne
k—1 k—1 k—1
el = masx {J15" " oo 2Vl }

Em seguida, considerando P, a matriz identidade n X n com as colunas p e k trocadas,
determinamos a matriz Qj, tal que R®) = Q. R%*~1) P, possui todos os elementos da coluna
k e linhas de £+ 1 a m iguais a zero. Por fim, temos que @ = Q1...Q,, e P = P..P,,.

Observe que a escolha do indice p exige o computo das normas das colunas de Rg;_l)
para cada iteragdo. Sabemos, no entanto, que a multiplicacdo por uma matriz ortogonal

preserva a norma. Desse modo, temos que

T G-1) — | Thi |1 D2 = ,6-D)2 _ ;2
e | P e el B
ou seja, obtemos a nova norma da coluna a partir da norma anterior. Baseando-se na
discussao acima, obtemos o algoritmo a seguir:

Algoritmo 3.3.1. (Fatoragao QR com Pivotamento de Colunas) Dada uma matriz A €
R™*™ com m > n, o algoritmo computa uma matriz ortogonal Q = Q1...Qy,, uma matriz
de permutacao P = P1..P., e uma matriz triangular superior R sobrescrita na parte tri-
angular superior de A tais que AP = QR. A matriz Q ndo € dada explicitamente, mas o
J-ésimo vetor de Householder é armazenada em A(j + 1:m,j). A permuta¢ao P, por sua
vez, € obtida através do vetor de inteiros piv, sendo que P; € a maitriz identidade com as
linhas i e piv(i) trocadas. A fung¢ao house € dada pelo algoritmo 3.1.1.

forj =1mn
e(4) = A1, )T A(Lim, j)
end
r = 0;7 = max{c(1),...,c(n)}
Encontrar menor k, com 1 < k <mn tal que c(k) =7
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while 7 > 0
r=r+1
piv(r) = k; A(Lm,r) < A(1:m, k);c(r) < c(k)
v = house(A(r:m,r))
A(rim,rn) = A(rim,rin) — 2v(v” A(rim, rin))
A(r+ 1m,r) =v(2m —r+1)
fori=1r+1mn
c(i) = c(i) — A(r,i)?
end
ifr<n
T =max{c(r +1),...,¢(n))}
Encontrar menor k com r + 1 < k < n tal que c¢(k) = 7.
else
T=0
end
end

A complexidade do algoritmo é de 4mnr 4 — 2T?4(m +n) —1—47’5’1 /3 flops, onde r 4 é o posto
da matriz A [GL96, Capitulo 5.4].



Capitulo 4

Decomposicao SVD

Dada uma matriz A € R™*™ existem matrizes ortogonais U € R"™*™ e V € R™" e uma
matriz diagonal 3 € R™*™ tais que

A=UxvT, (4.1)

Esta fatoragao é tnica e é dita decomposi¢cao por valores singulares (ou SVD) de A. A
demonstracao da existéncia e da unicidade de tal decomposicao de matriz pode ser vista
em [TB97, Capitulo 4] e [GL96, Capitulo 2.5]. Mencionaremos a seguir a sua idéia e suas
propriedades, bem como a maneira de computéa-la.

Considerando o universo dos nimeros reais, a existéncia do SVD esté associada ao fato
de que a imagem de uma esfera unitaria sob uma matriz m x n é uma hiperelipse no R™.
Esta, por sua vez, se refere a uma generalizagao de uma elipse. Ela pode ser definida
por vetores ortonormais wi,us, ..., u, € R™ e escalares o1, 09,...,0, tais que o;u; sao os
semi-eixos de comprimento o;, i = 1,...,n. Do mesmo modo, uma esfera unitaria pode ser
definida por vetores ortonormais vy, ve, ..., v, € R™.

g AS

& o2U
Vo A 2U2

NIV

Figura 4.1: SVD de A € R

A figura 4.1 mostra a transformacao da esfera unitaria S em um espaco n-dimensional
por A. Considere AS como a imagem dada por tal transformagao. Definiremos agora
algumas propriedades da matriz A em termos de AS. Considere ainda que A tem posto
maximo.

20
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Os comprimentos dos semi-eixos de AS, dados por 01,09, ...,0,, sao ditos valores sin-
gulares de A. E conveniente defini-los de forma a estarem em ordem decrescente isto é,
01> 09 > ...> 0, > 0. Além disso, define-se os vetores singulares a esquerda como os ve-
tores unitarios w1, ue, ..., u, € 0s vetores singulares a direita como vi,vs, ..., v, € S, também
unitarios. Observe que desse modo, Av; = o;u;, i = 1,...,n.

Estas n equacoes podem ser escritas como AV = UX, ou, equivalentemente, A =
UXV~!, onde U é a matriz com colunas u;, V é a matriz com colunas v; e ¥ é diagonal,
contendo os valores singulares ¢; em ordem crescente. Da maneira que definimos v;, temos,
claramente, que V é ortogonal. Portanto, podemos escrever: A = UXV 7T,

Esta é a decomposicao SVD reduzida. Note que U € R™*™ V € R™" ¢ ¥ € R*"*",
ou seja, as dimenstes de U e de ¥ sao diferentes do que definimos no inicio deste capitulo.
Mostraremos agora como transformé-la em uma decomposigao dita completa (i.e., conforme
equagcao (4.1)).

Considerando ainda que A tem posto completo, sabemos que as colunas de U sao vetores
ortonormais em um espaco m-dimensional. Sabemos que, a nao ser que m = n, elas nao
formam uma base de R™ e U nao é uma matriz ortogonal. Basta, entdo, introduzirmos
m — n colunas em U para que ela seja ortogonal. No entanto, essa modificacao exige que
mudemos também a matriz X. Para que o produto dessas matrizes nao se altere, as m —n
colunas de U adicionadas devem ser multiplicadas por zero. Logo, incluimos m — n linhas
zeradas em Y e temos o SVD completo de A.

A idéia acima é mostrada na figura abaixo. A representacao de matrizes é a mesma da
figura do QR completo do capitulo anterior. A regiao nao hachurada da matriz ¥ representa
os elementos nulos e as linhas tracejadas indicam as colunas de U e as linhas de Y que foram
adicionadas.

il
|
|

L - _—__

I VT

A U by
Figura 4.2: SVD Completo de A € R™*" m > n.

Finalmente, observa-se que a decomposicdo SVD mencionada pode ser utilizada para
uma matriz A sem que seja necessariamente de posto maximo. Seja r4 o posto de A. Para
construir U, basta adicionarmos m —r 4 colunas e para construir V incluimos n—r 4 colunas
ortonormais. A matriz X terd r4 entradas positivas e n — r 4 elementos iguais a zero.

4.1 Aproximacao Para Um Menor Posto

Um dos aspectos que valorizam ainda mais o SVD é sua capacidade de lidar com o conceito
de posto de matriz. Muitos teoremas de &dlgebra linear mostram suas afirmagoes com a
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suposicao de que a matriz tenha posto completo. No entanto, problemas de computacao
numérica, como os erros de arredondamento, fazem com que seja dificil determinar precisa-
mente tal posto. Nesta seccao mostraremos que o SVD é uma chave para esse problema por
caracterizar eficientemente uma aproximacao de matrizes de um posto definido. Considere,
inicialmente o seguinte teorema:

Teorema 4.1.1. Seja ULV 0 SVD de uma matriz A € R™*", com ¥ = diag(o1,09, ..., 0p).
Temos, entao, que ||A|ls = o1.

Demonstragdo. Sabemos que |Ul|2 = |[|[VT |2 = 1 porque U e V sdo ortogonais. Assim,

Jalla=1 \ <

n 1/2
142 = [0SVl = [T B2V 1l = 1Z]l2 = max <Z(0ixi)2) = o1

O
A propriedade do SVD que nos interessa é dada pelo seguinte teorema:

Teorema 4.1.2. Considere o SVD de A € R™ " como sendo A = USVT. Para todo
0 < k < posto(A) =14, definimos:

k
AL = E aiuwiT.
i=1

Entao, temos:
[A=Agllz = inf [[A=Bl2= o0k
BGRMX n
posto(B)<k

Demonstragcdo. Como UT ALV = diag(oy, ..., 0,0, ...,0), temos que posto(A) = k. Além
disso, como UT(A — Ag)V = diag(0, ...,0,0%41,...,0.,) entdo ||[A — A2 = o441. Note a
diferenca entre essa afirmacao e o teorema 4.1.1 citado anteriormente. Suponha agora que
exista uma matriz B com posto(B) < k tal que ||[A — B2 < ||A — Agll2 = ok+1. Entao
existe um subspagco W de R™ que é (m — k)-dimensional e tal que w € W = Bw = 0.
Assim, para todo w € W, temos Aw = (A — B)w e

[Awllz = [[(A = B)wllz < [|A = Bll2llwll2 < ogt1][wl]l2-

Dessa forma, W é um subspaco (m — k)-dimensional onde ||Aw|s < opi1||w]|2. Mas
existe um subspago (k + 1)-dimensional onde ||Aw|s > ori1||w]2, que é o espago gerado
pelas primeiras k + 1 colunas de V. Como a soma das dimensoes desses espagos é maior
que m, chega-se a uma contradicao e completamos a prova do teorema. O
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Pode-se provar, de maneira anéloga, o seguinte resultado [Mir60]:

_ : _ 2
|A~Adlp = inf A~ B|r= N

Rmxn

posto(B)<k

O teorema 4.1.2 possui uma interpretacao geométrica que responde a seguinte pergunta:
Qual a melhor aproximagao de dimensao k (com k < m) de uma hiperelipse no R™? Observe
que a resposta dada pelo teorema a essa pergunta é a mesma que temos intuitivamente,
ou seja, tomamos a hiperelipse gerada pelos maiores eixos em mddulo. Mais precisamente,
pegamos os eixos correspondentes aos k maiores valores singulares da matriz. Note que
quando k = posto(A), capturamos toda a matriz A.

Uma aplicagao interessante da aproximagao do posto de matriz usando o SVD esta na
compressao de imagens [AP75]. Sabemos que uma imagem pode ser representada por uma
matriz de posto p. Se, ao invés disso, armazenarmos tal imagem em uma matriz de posto
k < p (i.e., usarmos a aproximagao de menor posto da matriz, é intuitivo pensarmos que a
imagem originada desta serd menos nitida que a original, j4 que foram retirados p — k eixos
(que representam “informacoes” na imagem) da hiperelipse. A figura 4.1 ilustra esse fato.

(a) Aproximagao de posto k = 3 (b) Aproximacao de posto k = 10

(¢) Aproximacao de posto k = 20 (d) Figura original de posto p completo

Figura 4.1: Compressao de imagens usando SVD.
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4.2 Auto-Valores: Conceitos e Algoritmos

Alguns tépicos serdo abordados nesta seccdo para compreender claramente o algoritmo
SVD. Indicaremos apenas os conceitos que estejam relacionados diretamente ao SVD,
omitindo-se, portanto, varias propriedades e resultados existentes. Maiores detalhes para
os itens podem ser obtidos em [GL96, Capitulos 2 e 7] e [TB97, Secgoes I e V].

Auto-valores e Auto-vetores

Seja A € R™*™ uma matriz quadrada. Um vetor nao nulo z € R™ é um auto-vetor de A,
e A € R é seu auto-valor correspondente, se

Az = d\x.

A idéia por tras dessa igualdade é que, em certos casos, a acdo de uma matriz A em um
subspaco de R™ pode ser dada por uma simples multiplicacdo por um escalar. Algumas
utilidades dos auto-valores e auto-vetores serao mostrados ao longo do texto.

Transformacao de Similaridade

Se X € R™™ ¢ ndo singular, entdo o mapeamento A — X 'AX é chamado de trans-
formacgao de similaridade de A. Dizemos ainda que duas matrizes A e B s&o similares se
existe uma matriz X ndo singular tal que B = X "'AX. Uma propriedade compartilhada
entre matrizes similares pode ser vista no teorema abaixo:

Teorema 4.2.1. Se X ¢ ndo-singular, entdo A e B = X "1AX possuem os mesmos auto-
valores.

Demonstracao. Considere A um auto-valor de A associado a um auto-vetor z. Entao:
Ar =Xz & AX Xz = XXz o XAX ' Xz = \Xz < BXz = \Xz,
ou seja, A é auto-valor de B correspondente a um auto-vetor Xzx. ]

Decomposigao por Auto-valores

Considere uma matriz quadrada A € R™*™. Sua decomposi¢ao por auto-valores é dada
por:
A=XAX"1,

onde X é uma matriz nao-singular que possui como colunas os auto-vetores de A, e A é
uma matriz diagonal com os elementos sendo os auto-valores de A.

Observe que A = XAX ™! é equivalente a AX = AX e que esta pode ser escrita
como m equacgoes do tipo Ax; = A\;x;. Desse modo, a i-ésima coluna de X é o auto-vetor
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correspondente a i-ésima entrada de A (auto-valor). Vale indicar também que mesmo que os
elementos de A pertencam a R, muitas vezes os auto-valores correspondentes sdo complexos
€ nao reais.

Vimos que qualquer matriz possui uma decomposicao SVD. O mesmo nao ocorre, no en-
tanto, para a decomposicao por auto-valores. Mais precisamente, esta decomposicao existe
apenas para a classe de matrizes chamadas nao-defectivas (ou diagonalizaveis), ou seja,
aquelas que possuem multiplicidade algébrica e geométrica iguais para cada um dos seus
auto-valores. As definicGes desses termos e as propriedades relacionadas podem ser vistas
em [TB97, Capitulo 24].

Fatoragao de Schur

Rme

Dada uma matriz quadrada A € , sua fatoracdo de Schur é dada por

A=QTQ",

onde ) é uma matriz ortogonal e T é triangular superior. Como T possui essa forma
triangular superior, seus auto-valores correspondem necessariamente aos elementos da sua
diagonal. No entanto, como A e T sdo similares, pelo teorema 4.2.1, elas possuem 0s mesmos
auto-valores.

Ao contrario da decomposicao por auto-valores, a fatoragdo de Schur existe para qual-
quer matriz quadrada. A demonstragao da existéncia pode ser vista em [TB97, Capitulo
24]. Veremos posteriormente que essa fatoragao serd uma das bases para o algoritmo QR,
que computa auto-valores.

Reducgao a4 Forma Hessenberg

Para compreender o algoritmo SVD, deve-se estudar o algoritmo QR, que veremos no
préximo item desta seccao. Antes disso, no entanto, indicaremos uma estratégia - a ser
usada no algoritmo QR - para transformar uma matriz quadrada qualquer na forma Hes-
senberg. Uma matriz A estd na forma Hessenberg (ou Hessenberg superior) se a;; = 0 para
i > j + 1, conforme o exemplo abaixo:

S

I
oo o Xx X
oo X X X
o X X X X
X X X X X
X X X X X

A reducao a forma Hessenberg [MWG68] estd baseada na chamada decomposicdo de
Hessenberg dada por: H = QT AQ, com A € R™*™ e onde Q é uma matriz ortogonal e H
estd na forma Hessenberg.
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Para computar essa decomposigao, pode-se utilizar os refletores de Householder (vistos
na secgao 3.1). Inicialmente, seleciona-se um refletor QlT responsavel por zerar as linhas
3,...,m da primeira coluna. Isso é feito sem alterar a primeira linha da matriz. Natural-
mente, quando se multiplica @)1 a direita de Q{A, a primeira coluna permanece inalterada
e os zeros introduzidos anteriormente permanecem. Esta idéia se repete para zerar as de-
mais colunas, até obtermos a matriz com o formato desejado. Um exemplo do processo é
ilustrado a seguir. Em negrito podem ser observados os elementos da matriz alterados em
cada iteragao:

X X X X X [ X X X X X ] [ x X X X X ]
X X X X X T X X X X X Q X X X X X
X X X X X =1 0 X X X X =1 0 X X X X
X X X X X 0 X X X X 0 X X X X
X X X X X | 0 X X X X | | 0 X X X X |
A QA QT AQ:
[ x X x x x| [ x x X X X
- X X X X X X X X X X
Q2
=2, 0 X X X X LN 0 x X X X
0 0 X X X 0 0 X X X
| 0 0 X X X | 0 0 X X X |
Q3 Q1 AQ: Q3 Q1 AQ1Q2
[ X X X X X ] [ X X X X X |
or X X X X X 0 X X X X X
LN 0 X X X X =3, 0 X X X X
0 0 X X X 0 0 x X X
| 0 0 0 X X | 1 0 0 0 X X |
QTQIQTAQ1Q- QTQTQTAQ1Q2Q;5

Assim, definimos @ = Q1Q5...Qm—_2 e temos H = QT AQ. O algoritmo é formulado a
seguir. Vale indicar que seu custo é de 10m3/3 flops.

Algoritmo 4.2.1. (Redu¢ao a forma Hessenberg usando refletores de Householder) Dada
uma matriz A € R™ ™ o sequinte algoritmo sobrescreve A com H = QTAQ, onde H é
uma matriz no formato Hessenberg superior e QQ € o produto de refletores de Householder.
A fung¢do house € dada pelo algoritmo 3.1.1.

function hessenberg(A)
fork =1m —2
v = house(A(k + 1:m, k))
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Ak + 1:m, k:m) = (I — 2v0T)A(k + 1:m, k:m)
A(lim, k + 1:m) = A(Lim, k + 1:m)(I — 2vv7)
end
end

Terminaremos esse tépico indicando um teorema [Dem97, Capitulo 4.4] que serd impor-
tante para o algoritmo SVD. Tal teorema é valido para matrizes de Hessenberg irredutiveis,
ou seja, que nao possuem zeros na superdiagonal.

Teorema 4.2.2. (Q Implicito) Seja QT AQ = H wma matriz de Hessenberg superior irre-
dutivel. Entao as i-ésimas colunas de Q, para i = 2,...,n, sio determinadas unicamente (a
menos de sinal) pela primeira coluna de Q.

Demonstracio. Considere QT AQ = H e VT AV = G matrizes de Hessenberg irredutiveis,
com () e V ortogonais e tal que g1 = v1. Queremos mostrar que ¢; = £v; para todo ¢ > 1,
ou, equivalentemente, que W = VT'Q = diag(=£1, ..., £1). Temos que:

W=VIQ=GW=GvVTQ=VvTAQ =VTQH = WH.

Além disso, se GW = W H, entao:

i+1 %
Gwi = (GW)Z = (WH)Z = Zhjz-wj = hi+17,’wi+1 = G’LUZ' — Z hjz-wj,
j=1 j=1

sendo que (GW); e (WH); correspondem as i-ésimas colunas das matrizes GW e WH
respectivamente. Como w; = [1,0,...,0]7 e G é da forma Hessenberg, podemos usar
inducdo em ¢ para mostrar que w; é nao nulo apenas nos seus primeiros i elementos.
Desse modo, W ¢ triangular superior. Como W é também ortogonal, entao, claramente,
W = diag(+1, ..., £1). O

Quociente de Rayleigh

Considere uma matriz A € R™*". O quociente de Rayleigh de um vetor z € R™ é um
escalar definido por
2l Ax
r(z) =
A férmula acima visa responder a seguinte questao: dado x, que escalar o “seria seu
auto-valor” de modo a minimizar ||Az — ax||2? Pode-se provar também que o gradiente
de r(z), denotado por Vr(zx), é tal que Vr(z) = %(Aa: —r(z)zr) e se Vr(z) = 0, com
x # 0, entdo = é um auto-vetor e r(z) é seu auto-valor correspondente. Outras propriedades
envolvendo o quociente de Rayleigh podem ser vistos em [TB97, Capitulo 27].

Tz
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Métodos da Poténcia e da Iteracao Inversa
Considere uma matriz A € R™*" e um vetor v(?) com [[v(0|| = 1. O método da poténcia
[PP73] produz uma seqiiéncia v® que converge para o auto-vetor correspondente ao maior
auto-valor de A. Tal método serd uma das bases para a demonstracdo da convergéncia do
algoritmo QR, o qual veremos posteriormente. O algoritmo do método da poténcia é dado
abaixo:

Algoritmo 4.2.2. (Método da Poténcia) Dada um matriz A € R™*" este algoritmo produz
uma seqiiéncia v que converge para o auto-vetor correspondente ao maior auto-valor dessa
matriz A.

00 = algum vetor com norma igual a 1
fork=1,2,...

w = Av(k+1)

v®) = w/||wl|

Ak = (v(k’))TAv(k’)
end

A anélise do procedimento acima é simples. Podemos escrever v(®) como combinacio
linear de auto-vetores ortonormais ¢;, ou seja, v(9 = ajq1 + a2qa + ... + Am@m. Como v*) é
um multiplo de A¥v(©), temos, para alguma constante c*:

o)k gky(©)
= ck(al)\'fql + ag)\gqg + o am A )
= M (arqr + a2(X2 /M) g2 + o+ am(Am /A1) am).

Note que para |[A1] > [Az| > ... > |An| > 0, temos que v(*) tende ao auto-vetor correspon-
dente ao auto-valor A\; quando k — oo.

Um outro método similar ao método da poténcia é chamado de método da iteracdo
inversa. Para todo escalar p que nao é auto-valor de A, os auto-vetores de (A — pulI)~!
sao idénticos aos auto-vetores de A e seus auto-valores correspondentes sdo dados por
{(A\i — )1}, com {\;} sendo os auto-valores de A. Desse modo, fixando um escalar s,
temos um auto-valor \; mais préximo a ela, e (A\; — p)~! serd maior que (\; — u)~! para
todo i # I. Se aplicarmos, entdo o método da poténcia para (A—pul) !, o processo converge
rapidamente para o auto-vetor correspondente a A; e a convergéncia é mais rapida quanto
melhor for o p escolhido. Esta é a idéia da iteracao inversa.

Algoritmo QR
O algoritmo QR serd uma base importante para computarmos o SVD. A idéia basica deste

algoritmo é calcular, para cada passo k, a fatoracao QR da k-ésima poténcia da matriz. A
versao mais basica do algoritmo QR e uma breve explicacao desta sao dadas a seguir.
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Algoritmo 4.2.3. (Algoritmo QR Simples) Dada uma matriz A € R™*™  este algoritmo
retorna (no préprio A) uma matriz triangular superior com os elementos da diagonal con-
vergindo para os auto-valores de A. Utiliza-se da funcao qr, dada pelo algoritmo 3.1.2 ou

A0 = 4

fork=1,2,...
Q") R®)] = qr(A®=1)
A — RIIQWK)

end

O algorimo acima converge a matriz para sua forma de Schur, ou seja, a forma triangular
superior se A for arbitraria e para uma forma diagonal se A for simétrica. Esta convergéncia
seria util para encontrarmos os auto-valores da matriz. Para isso, seria necessario usarmos
transformagoes de similaridade. Note, no entanto, que o algoritmo tem como operacao
justamente esse tipo de transformacao, pois Ak = RF) Q) = (Q(k))TA(k_l)Q(k) e QW ¢
nao singular.

Para que o algoritmo QR com matrizes simétricas seja utilizada na pratica, algumas
estratégias adicionais sao conferidas. Os seguintes itens sao tuteis para que a convergéncia
da matriz seja cubica:

1. Antes de comecar a iteracao do algoritmo em si, a matriz é reduzida para a forma
tridigonal. Isto é feito utilizando-se o algoritmo 4.2.1.

2. Para cada iteracdo, a matriz a ser fatorada serd dada por A% — y®) 1 onde p®) ¢
um auto-valor estimado (que chamaremos de shift).

3. Quando um auto-valor é encontrado, o problema é “reduzido”, dividindo-se a matriz
A®) em submatrizes.

Sabemos que o item 1 requer O(m3) flops. A diagonalizacio de uma matriz a par-
tir de uma matriz na forma Hessenberg é dada, na pratica, com O(m) iteragdes. Como
cada iteracio requer O(m?) flops, temos uma complexidade total ciibica. Caso o item 1
nao seja realizado, cada iteracdo necessitard de O(m?) flops por usar a matriz inteira e a
complexidade total seria de O(m*). Isto mostra a importancia do item 1.

O item 3, por sua vez, mostra a reducao do problema em dois subproblemas e isso
naturalmente diminui o custo do algoritmo. O item 2 serd discutido posteriormente. O
algoritmo que incorpora as modificacGes citadas é dado abaixo:

Algoritmo 4.2.4. (Algoritmo QR “Pratico”) Dada uma matriz A € R™*™ simétrica, este
algoritmo retorna (no prdprio A) uma matriz diagonal com os elementos convergindo para
os auto-valores de A. Utiliza-se aqui a funcdo qr, dada pelo algoritmo 3.1.2 ou 3.2.2 e a
funcao hessenberg, dada por 4.2.1.
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[A©) Q)] = hessenberg(A)

fork=1,2,...
Escolher um shift (¥ (que sera discutido posteriormente).
QK RW)] = qr(AF—1D — uF)])
Ak) = RBQK) 1 (k) 1

if um elemento A(-k)

Gt for suficientemente perto de zero

Coloque A;j ;1 = Ajy1; = 0 para obter [ /(1)1 j ] = Ak ¢
2
aplique o algoritmo QR para A; e As.
end
end

O algoritmo €, essencialmente, uma implementagao de um procedimento conhecido como
iteragao simultinea [TB97, Capitulo 28], que é uma extensao do método da poténcia [TB97,
Capitulo 27], [GL96, Capitulo 7.3], mencionado em um tépico anterior desta mesma secgao.

A idéia da iteragao simultanea é aplicar o método da poténcia em véarios vetores de uma

© 0

unica vez. Considere um conjunto de vetores vy ’, ..., linearmente independentes. Se

Akvgo) converge para o maior auto-valor de A quando k — oo, é natural pensarmos que o
espacgo <Akvgo), . AR %(10)> deve convergir para o espago (qi, ..., qn ), gerado pelos auto-vetores
q1,---,qn de A correspondentes aos n maiores auto-valores da matriz.

O algoritmo da iteragao simultanea define uma matriz com as colunas correspondentes

aos vetores UZ(O), 1 = 1:n. Tal matriz é escrito como Q(O) no pseudo-cédigo a seguir:
Algoritmo 4.2.5. lteracdao Simultanea

Escolher Q) € R™*" com as colunas ortonormais.

fork =1,2...
Z = AQ*-1)
Q(k‘)_]ﬁz(k) =27
end

Comparando o algoritmo da iteracao simultanea com o algoritmo QR simples, temos,
claramente, que este é equivalente ao outro quando se escolhe como matriz inicial a iden-
tidade, ou seja, Q(O) = I. Para uma demonstragao mais detalhada, veja [TB97, Capitulo
28]. Isto mostra que o algoritmo QR de fato computa os auto-valores de uma matriz.

Discutiremos agora a escolha de um shift no algoritmo QR. Assim como o computo de
auto-valores é justificado pelo método da poténcia, a escolha do shift pode ser explicada pelo
método da iteragao inversa. Note que neste ultimo método, a convergéncia serd dada por
um tempo arbitrario, devido a dependéncia do valor de um shift . No caso do algoritmo
QR, a idéia é escolhermos um shift que garanta e acelere tal convergéncia.
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Essa escolha do shift pode ser dada por diversas maneiras. Um dos métodos é usar o
chamado shift de Wilkinson. Considere B como a submatriz A®)(m — 1:m, m — 1:m):

B— |: Am-1 bm—1 :| '

bm— 1 Qo

O shift de Wilkinson é definido como o auto-valor de B mais préximo de a,,. Se os dois
auto-valores de B forem igualmente préximos de a,,, a escolha serd dada arbitrariamente.
Uma férmula para o shift de Wilkinson é:

W= am + 6 —sign(8)y/6% + b2,

onde § = (am—1 — am)/2. Se 6 = 0, entdo sign(d) pode ser definido de modo arbitrario
como 1 ou —1. Wilkinson (1968) mostrou em [Wil68] que o shift definido acima atinge, em
média, uma convergeéncia ctibica e usou heuristicas para dizer que tal shift deve ser usado
preferencialmente.

4.3 Computo do SVD

Uma maneira de computar o SVD de uma matriz é utilizar a decomposicao por auto-valores
de uma matriz simétrica correspondente. O modo mais simples de fazer isso é descrito a
seguir. Considere, inicialmente, o seguinte teorema:

Teorema 4.3.1. Os valores singulares ndo-nulos de uma matriz A sdo as raizes quadradas
dos auto-valores nao-nulos de AT A (ou AAT).

Demonstracao. Temos que
ATA = UsvhHT(uzvh) =veTutusv? =ve?vT,

Entdo AT A é similar a X2, e pelo teorema 4.2.1, eles possuem os mesmos n auto-valores.

Claramente, os auto-valores da matriz diagonal X2 séo a%, O'%, - ag com n — p auto-valores

nulos adicionais quando n > p. A prova para a matriz AAT é similar. O

Considere agora uma matriz A € R™*" com m > n e sua decomposi¢ao SVD como
sendo A = USVT. Sabemos que ATA = V¥2VT. Utilizando-se a idéia do teorema
mencionado acima, podemos calcular a decomposi¢ao SVD de A da seguinte forma:

1. Seja C = AT A.

2. Use o algoritmo QR (4.2.4) para computar a decomposi¢ao por auto-valores de C, ou
seja, C = VAVT, com A = diag(c?).

3. Considere ¥ como sendo a matriz que contém as raizes quadradas dos elemetos de A.
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4. Utilize a fatoracdo QR com pivotamento para obter U tal que UX = AV P, sendo P
uma matriz de permutacao.

Apesar desse algoritmo ser usado com uma certa freqiiéncia, ele possui o problema de
ser instavel. A transformacao de um problema de SVD a um problema de decomposicao
por auto-valores faz com que o nimero de condi¢ao do problema se eleve ao quadrado,
ou seja, a sensibilidade & perturbagdes aumenta bastante [Ove0l]. Uma outra maneira de
computar o SVD, com estabilidade garantida, é dada a seguir.

Considere uma matriz A € R™*" quadrada. Esta suposicao nao afeta o resultado que
queremos, pois os valores singulares de uma matriz retangular pode ser reduzida aos valores
singulares de uma matriz quadrada. Seja H uma matriz simétrica de dimensao 2m x 2m:

[ o AT
ne 04

Sabemos que A = ULVT = AV = UX e que ATU = VT = V. Essas igualdades
podem ser rearranjadas do seguinte modo:

o ATJ[v Vv] [Vv V][ o0
o e wl=le w)le =)

Note que isso correponde justamente a decomposicao de auto-valores de H. Temos ainda
que os valores singulares de A s&o os valores absolutos dos auto-valores de H e que os vetores
singulares de A podem ser facilmente obtidos dos auto-vetores de H. O algoritmo padrao
do SVD, descrito por Golub e Kahan (1965) em [GK65], utiliza essa idéia. Veremos, no
entanto, que nao sera necessaria formarmos a matriz H de dimensao m + n explicitamente.

A técnica utiliza duas fases. A primeira é responsavel pela transformacao da matriz A
na forma bidiagonal e serve para diminuir a complexidade do algoritmo final. A segunda,
por sua vez, consiste na aplicagdo do algoritmo QR implicito em H, conforme mencionado
acima. Esse algoritmo QR implicito é uma adaptacao do algoritmo QR que vimos, com
a vantagem de que a matriz A®~1) — 4#) ] nio é formada explicitamente, para cada k.
Discutiremos a idéia de tal algoritmo no préprio computo do SVD, na seccao 4.3.2.

4.3.1 Bidiagonalizagao

A primeira etapa da decomposicado SVD de A envolve o computo de matrizes U e V' tais
que UTAV é uma matriz bidiagonal. Um método conhecido como bidiagonalizacio de
Golub-Kahan [TB97, Capitulo 31] utiliza reflexdes de Householder a direita e a esquerda
alternadamente. Cada refletor a esquerda zera uma coluna abaixo da diagonal e cada
refletor a direita zera os elementos da linha a direita da superdiagonal correspondente. Um
exemplo é mostrado a seguir:

Observe que neste processo n refletores sao aplicados a esquerda e n — 2 sao aplicados a
direita. A matriz U é entao obtida multiplicando-se todos os refletores a esquerda, ou seja,
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X X X X X X X X x X 0 O
X X X X 0 X X X 0 X X X
X X X X vt 0 X X X 1% 0 X X X
— —
X X X X 0 X X X 0 X X X
X X X X 0 X X X 0 X X X
| X X X X | | 0 X X X | | 0 X X X |
A UITA UlTAVl
[ x x 0 0] [x x 0 0]
0 X X X 0 x x 0
vl 0 0 X X Vo 0 0 X X
— —
0 0 X X 0 0 x X
0 0 X X 0 0 X X
| 0 0 X X | | 0 0 X X |
U2TU1TAV1 U2TU1TAV1V2
[x x 0 0] [x x 0 0]
0 x x 0 0 x x 0
uf 0 0 X X uy 0 0 x x
— —
0 0 0 Xx 0 0 0 X
0 0 0 Xx 0O 0 0 O
| 0 0 0 x| L 0 0 0 0 |
Uy Uy U AV Vy UL U Uy Ul AVi Vs

U = U;...U,. De modo andlogo, temos que V = V;...V,,_9. O algoritmo é dado a seguir.
Vale indicar que seu custo é de 4mn? — %n?’ flops.

Algoritmo 4.3.1. (Bidiagonalizagdo de Golub-Kahan) Dada uma matriz A € R™™ com
m > n, o algoritmo fornece uma matriz bidiagonal B = UT AV (sobrescrito em A), onde
U eV sao ortogonais.

forj =1mn

v = house(A(j:m, j:n))

A(jm, jin) = (Iyp—j+1 — 200T) A(jim, jin)

A(j+1m,j) =v(2m —j+1)

ifj<n-2
v = house(A(j:m, j:n)T)
A(jm, j + Lin) = A(jim, j + 1) (I,—j — 200T)
A(,7 +2m) = v(2m — )T

end
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end

Uma outra alternativa para o processo é utilizar a bidiagonalizacao Lawson-Hanson-
Chan (ou LHC), que envolve a fatoragao QR, a qual zera os elementos abaixo da diagonal
principal. Inicialmente, obtém-se a fatoracdo QR de A, isto é, A = QR. Em seguida, usa-se
a bidiagonalizacdo de Golub-Kahan em R, ou seja, B = UTRV. Este processo é ilustrado
na figura 4.3.1.1. A fatoracdo QR tem o custo de 2mn? — §n3 flops e 0 Golub-Kahan requer

Ann? — %n?’ = %n?’ flops. Deste modo, o custo total é de 2mn? + 2n? flops.

| ep—|

A QTA  UTQTAV

Figura 4.3.1.1: Bidiagonalizacao de Lawson-Hanson-Chan

Observe que a bidiagonalizaggo LHC tem menor custo que o Golub-Kahan quando
4mn? — %n?’ > 2mn? +2n3 & m > %n

Discutiremos agora um outro processo de bidiagonalizacao que generaliza a idéia do
LHC, mas que possui o custo menor para qualquer m > n. Tal procedimento é chamado
de bidiagonalizacdo em 3 passos e consiste em aplicar o processo do Golub-Kahan no inicio
e, em um dado momento, aplicar o LHC. Considere r = (m — k)/(n — k), como sendo a
razdo entre o numero de linhas restantes (i.e., ndo diagonalizadas) e o nimero de colunas
restantes no passo k. Para cada passo, computa-se r e quando r = 2, utiliza-se o LHC
[TB97]. A idéia do algoritmo é mostrado na figura 4.3.1.2.

— —1
! | | -
L_y

b
| |
| |
| |
t—

A Uf Ay QTUL AVy UTQTUT AViV,

Figura 4.3.1.2: Bidiagonalizacao em 3 Fases

2 3

_ 4,3 3
3N

wino

Desse modo, a bidiagonalizagao em 3 fases possui custo de 4mn (m—n)

que é uma diminuicao pequena, porém consideravel para n < m < 2n.

, O

4.3.2 Golub-Kahan

O passo que serda dado iterativamente no algoritmo SVD é conhecido como o passo de
Golub-Kahan. Conforme mencionado anteriormente, esta etapa consiste na aplicagdo do
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algoritmo QR implicito. Considere B como a matriz bidiagonal obtida pela fase anterior
tirando-se os elementos nulos, ou seja, tal que UEAVB = [B,0]T.

O problema da decomposicao da matriz A reduziu-se, portanto, em um problema de
SVD de B. Definimos dy,ds, ...,d, € f1, f2,..., fn_1 como sendo os elementos da diagonal
e da superdiagonal de B respectivamente. Mostraremos agora o algoritmo QR implicito
aplicado na matriz tridiagonal T'= BT B:

1. Computar o auto-valor A\ de

i+ fiy a1 fa-
ot = [

mais préximo de d2 + f2_; (i.e., o shift de Wilkinson de T)).

2. Computar ¢; = cos(61) e s; = sen(61) tal que

|: § 1 :| |: % ' :| |: :|
—S1 C1 dl 71 0 ’
Definiremos G1 = G(l, 2, 01)

3. Computar rotacoes de Givens G, ..., G,_1 tais que QTTQ é tridiagonal quando Q =
G1...Gp_1, sendo que a primeira coluna de ) e (G; sao iguais.

Note, no entanto, que esse tiltimo passo requer a formacao explicita da matriz T = BT B,
0 que nao garante estabilidade. Uma alternativa para isso é discutida a seguir. Suponha
que (G1 seja aplicada em B diretamente. Esse resultado é ilustrado com o exemplo abaixo:

BG, =

o o + X
S O X X
o X X ©
X X © O

Note que, a nao ser pelo elemento indicado pelo sinal de soma, a matriz é bidiago-
nal. Para que ela tenha de fato esse formato, basta determinarmos rotacées de Givens
Ui, Vo,Us, ...,V _1,U,_1 conforme podemos observar abaixo:

Assim, temos uma nova matriz bidiagonal B = UTBV tal que U = U1Us...U,_1 e
V = G1Vs..V,_1. Como cada V; é tal que V; = G(i,i +1,0;), i = 2,....,n — 1, entdo

Ver = Qep. Pelo teorema do Q implicito (4.2.2), temos que V e @ sdo essencialmente
iguais. Toda essa idéia do passo de Golub-Kahan é dada pelo algoritmo abaixo:

Algoritmo 4.3.2. (Golub-Kahan SVD) Dada uma matriz bidiagonal B € R™*™ sem ele-
mentos nulos na diagonal e na superdiagonal, o algoritmo fornece wma matriz bidiagonal
UTBV (sobrescrito em B) onde U e V sdo ortogonais.
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x x 0 0 x x 4+ 0 x x 0 0
G + x x 0 uf 0 x x 0 Vs 0 x x 0
B = N
0 0 x X 0 0 x x 0 + x X
| 0 0 0 x| | 0 0 0 x| | 0 0 0 x|
BG4 Ul BG4 Ul BG1V,
[ x x 0 0] [ x x 0 0] [ x x 0 0]
vl 0 x x + Vs 0 x x 0 vy 0 x x 0
— —
0 0 x X 0 0 x X 0 0 x X
| 0 0 0 x | | 0 0 + x| 0 0 0 x|
UQTUITBGJQ U2TU1TBG1V2V3 UgUQTUlTBGlIéV},

Ache p o auto-valor da submatriz de T = B'B (i.e, T(n — 1:n,n — 1:n))
mais préximo de T'(n,n).

y=t11)—p
z=1(1,2)
fork=1n-1

Determine ¢ = cos(f) e s = sen(f) tal que
c s
CS I I S R
B = BG(k,k+1,0)
y="0b(k,k); z="b(k+1,k)
Determine ¢ = cos(f) e s = sen(f) tais que

T
c s y| | =

RN
B=G(k,k+1,0)'B
ifk<n-1

y=>blk,k+1); z=>blk,k+2)
end

end

4.3.3 Algoritmo do SVD

Vimos que o algoritmo da decomposicao de valores singulares consiste em computar a bidi-
agonalizacao da matriz e em aplicar o passo de Golub-Kahan em cada iteracao. Considere
ainda as definicoes de matrizes da seccao anterior. Uma condigdo necessdria para que se
possa aplicar o passo de Golub-Kahan é que a matriz tridiagonal seja irredutivel. Obser-
vemos, portanto, a existéncia de elementos nulos na diagonal e na superdiagonal de BT B.
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Se fr = 0 para algum k, entao montamos a seguinte matriz bloco-estrutural:

[ B 0 k
b= [0 Bg} n—k

kn—k

E quebra-se o problema original em dois outros sub-problemas envolvendo as matrizes
Bi e By, de dimensao menor. Se dj = 0 para algum k < n, pode-se zerar o elemento fj
usando rotacoes de Givens. Esta idéia é semelhante a do passo de Golub-Kahan.

x x 0 0 0 x x 0 0 0
0 0 x 0 O c2.361) 0 0 0 + O
B = 0 0 x x 0 Rk it 0 0 x x 0
0 0 0 x x 0 0 0 x x
L 0 0 0 0 x| 0 0 0 0 x
[ x x 0 0 0] x x 0 0 0
0 0 0 0 + 0 0 0 0 O
GRAR) g 0 x o x 0| BB 1o 0 x x 0
0 0 0 x x 0 0 0 x x
| 0 0 0 0 x| 0 0 0 0 x
Se d, = 0, entao a ultima coluna é zerada com uma série de rotagoes nos planos

(n—1,n),(n —2,n),...,(1,n). Desse modo, os casos em que fr = 0 ou di = 0, para algum
k, sao facilmente tratados. Combinando o algoritmo da bidiagonalizacao, o algoritmo do
passo de Golub-Kahan e a idéia mencionada acima, temos, finalmente, o algoritmo do SVD:

Algoritmo 4.3.3. (Algoritmo SVD) Dada uma matriz A € R™™ com m > n e um
e, miltiplo pequeno do € da mdquina [Ove0l1], o seguinte algoritmo calcula S = UT AV
diagonal (sobrescrito em A), onde U € R™*™ ¢ V € R™ "™ sao ortogonais.

Computar bidiagonalizagdo abaixo (com algoritmo 4.3.2):

[ ﬁ } e (U1 U)T A3 Vo)
while ¢ #n
fori=1mn—1
if [b(i,7 + 1) < e(|b(i,2)] + [b(G + 1,7+ 1)])
b(1,1+1)=0
end
end

Encontrar maior ¢ e o menor p tal que se
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B11 0 0 P
B = 0 Bos 0 n—p—q
0 0 B33 q

p n—=—p—q (¢
entao Bss é diagonal e By nao tem elemento nulo na superdiagonal.
ifg<n
if existe elemento nulo na diagonal de Bao
Zerar o elemento da superdiagonal da mesma linha.
else
Aplicar algoritmo 4.3.2 em Bogy
B = diag(1,, U, Iy4m—n)T Bdiag(I, V, 1,)
end
end

O algoritmo acima tem como custo 4mn? 4+ 8mn? + 9n? quando computamos explici-
tamente a matriz de valores e vetores singulares. Quando se requer apenas a matriz de
valores singulares, o custo diminui para 4mn? — %n?’ [GL96, Capitulo 5].



Capitulo 5

Recuperacao de Informacoes

A recuperagao de informacoes (IR, information retrieval) lida com a representagao, o ar-
mazenamento, a organizacao e o acesso as informagoes. Nesse contexto, tais informagoes
sao compostas por textos, imagens, audios, videos e outros objetos de multimidia. Apesar
destes diversos formatos, um sistema de IR manipula essas informagoes como se fossem
apenas textos.

Neste trabalho, usaremos a palavra usudrio para se referir aos usudrios de tais sistemas,
que nao necessitam de conhecimentos profundos de computacao ou tépicos relacionados.
O termo item, por sua vez, serd usado para representar uma pequena e completa unidade
manipulada pelo sistema. A definicdo desta unidade, porém, varia com o tipo de mani-
pulacao de informagao. Documentos completos, tais como livros, revistas e jornais, podem
ser tratados como itens. Em outras ocasioes, um item seria um capitulo de livro ou um
artigo.

As palavras termo e palavra-chave serao usadas para representar uma unidade associada
a um determinado conceito. Podemos imagina-las como sendo palavras de um dicionario.
O termo documento serd usado de modo similar ao termo item. Além disso, ambas sao
representacoes do conceito de um item, estabelecido pelos varios termos associados.

Um sistema de IR consiste em um programa que facilita usudrios a encontrarem in-
formacgoes desejadas. Ele pode usar um hardware convencional ou especializado que su-
porte as fungoes de pesquisa e de conversao de objetos de multimidia para dados textuais.
Seu principal objetivo é de minimizar o trabalho de um usudrio durante a pesquisa da
informacao desejada. Esse trabalho pode ser expresso pelo tempo gasto durante a busca e
pela qualidade da informacao obtida.

39
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Sistema
Pesquisa
Armazenamento | Banco de dados ‘ﬁ
Processamento Documentos
N + 4
Recuperagao Termos

Documentos (relevantes?)

Figura 5.1: Sistema de recuperacao de informacoes.

Claramente, o sucesso e a eficiéncia de um sistema de IR sao medidos de maneira
subjetiva. Em algumas circunstancias, as informacoes desejadas sao todos os dados que o
sistema possui relacionados a pesquisa do usudrio. Em outros casos, o usuario deseja apenas
algumas informagoes que sejam suficientes a ele, e o retorno de todos os dados relevantes
do sistema poderia atrapalhé-lo.

No contexto em que trabalhamos, o termo relevante se aplica a todos os itens contidos
no sistema que representam as informacoes desejadas pelo usuario com sua pesquisa. Do
ponto de vista do usudrio, relevante e necessdrio sao sinénimos. Por outro lado, na visao
do sistema, algumas informacoes nao relevantes para o usudrio sao consideradas relevantes
por esse. Como exemplo, temos casos em que o usuario ja conhece uma dessas informacgoes
consideradas relevantes ao sistema.

Relevantes nao retornados

Relevantes

retornados

Nao-relevantes

Nao-relevantes

retornados nao retornados

Figura 5.2: Possiveis efeitos de uma pesquisa sobre o espaco total de documentos.

Para uma certa pesquisa, o sistema retorna alguns documentos, relevantes ou nao ao
usudrio. Além disso, no seu banco de dados temos duas particoes de documentos: os
relevantes e os nao relevantes. A figura 5.2 ilustra o conjunto total de documentos e suas
divisoes para uma pesquisa. Levando-se isso em consideracao, temos duas medidas comuns
associadas a sistemas de IR - a precisao e o retorno - as quais sao definidas abaixo:

Numero de documentos relevantes retornados

Precisao =
Numero total de documentos retornados

Numero de documentos relevantes retornados

Retorno = — —.
Numero total de documentos relevantes possiveis
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Intmeros outros conceitos e tépicos de recuperacao de informacoes nao serao abordados
neste trabalho, que foca essencialmente em um tinico modelo de sistema de IR - o modelo
vetorial. Outros detalhes que envolvem IR podem ser obtidos em [BYRN99, KM00, vR79].

5.1 Modelagem

Nesta seccao, apresentaremos brevemente os modelos classicos de IR existentes. Para
isso, devemos dizer claramente o que é tal modelo. Sua definicdo formal é dada por uma
quadrupla (D, P, F,sim) onde:

a) D é o conjunto de documentos da colegao;
b) P é o conjunto de pesquisas (queries) possiveis;

c) F é o sistema usado para modelar as representagoes de termos, documentos, pesquisas
e suas relagoes;

d) sim : (P,D) — R é uma funcao que para cada pesquisa p; € P e cada documento
d; € D, tem-se um ntmero real sim(p;,d;) correspondente. Este ntimero indica o
quanto um documento d; estd relacionado a uma pesquisa p;. Também pode indicar
a posigao (ranking) que um documento tem em relagdo aos outros com a pesquisa
correspondente. Denotamos tal niimero como sendo a similaridade de p; e d;.

Veremos que esses quatro itens sao essenciais para todos os modelos descritos a seguir.
Os modelos cléssicos de IR consideram que cada documento é representado por um conjunto
de termos semanticamente relacionados. Considerando-se todas as palavras-chaves do sis-
tema associadas a um documento, observa-se que nem todas sao 1teis para descrevé-lo. Por
exemplo, considere uma colecao de cem mil documentos. Uma palavra que descreve todas
elas nao seria 1til pois nao fornece nenhuma informacao para decidir quais documentos o
usuério deseja.

Formalmente, seja m o nimero de termos (ou palavras-chaves) do sistema e t; um termo
qualquer. O conjunto de todos os termos é dado por {ti...,t,,}. Um peso a;; > 0 mede o
quanto um termo t; estd relacionado semanticamente a um documento d;. Se tal termo nao
tiver qualquer relacao com tal documento, a;; = 0. Desse modo, um documento d; pode
ser representado por um vetor (aij, ag;, ..., amj)T. Ademais, definimos f; como sendo uma
funcao que dado um documento, retorna o peso associado ao termo t; (i.e., fi(d;) = aij).

Vejamos agora um modelo simples e intuitivo: o booleano, cuja base estd na teoria de
algebra booleana. Para esse modelo, todos os pesos sao varidveis bindrias, ou seja, a;; €
{0,1}. A pesquisa, por sua vez, serd dada por uma expressao booleana, essencialmente na
forma normal disjuntiva (DNF) 1. Considere, por exemplo, uma pesquisa p = [t1A(taV—t3)].

'Uma expressdo estd em DNF se for uma disjuncido de conjuncdes de literais, ou seja, da forma
Vit, /\;;1 ti;. Um literal, por sua vez, é uma expressdo que é uma varidvel ou a negacao de uma variavel.
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Ela pode ser escrita como:
p= (tl N tg) V (tl A —\tg) = (tl Nita N tg) V (tl Nita A —|t3) V (tl N —tg A —|t3).

Desse modo, temos que ppyr = [(1,1,1)V(1,1,0)V(1,0,0)], onde cada elemento p’, y
da disjuncao é um vetor de pesos associados a tripla (f1,t2,t3). A similaridade de um
documento d; com uma pesquisa p definida acima é dada por:

7 0 caso contrario

Se sim(d;,p) = 1, entdo o modelo booleano considera que o documento d; é relevante
a pesquisa p. Caso contrério, é considerado nao relevante. Observe que neste modelo, nao
existe a nocao do quanto um documento é relevante a uma pesquisa. Essa pouca informagao
fornecida é uma das principais desvantagens de se usar o modelo booleano. Uma vantagem,
no entanto, é sua simplicidade e formalismo que esta por tras do modelo.

Ao contréario do modelo booleano, o modelo probabilistico nos permite obter informacao
sobre a relevancia dos documentos retornados com a pesquisa. Essencialmente, esse modelo
responde a questao: “Qual a probabilidade de um certo documento ser relevante a uma
dada pesquisa?” Considere uma pesquisa representada por p = (p1,p2,...,Pm). Todos os
pesos sao também bindrios, ou seja, a;; € {0,1} e p; € {0,1}. Temos ainda R, como sendo
o conjunto de documentos relevantes para uma pesquisa p. Seu complementar é denotado
por Rp.

Definimos P(R,|d;) como sendo a probabilidade de que o documento d; seja relevante
a pesquisa p e P(Rp|dj) como a probabilidade de d; nao ser relevante a p. A similaridade
entre um documento d; e uma pesquisa p é dado pela razao:

P(Rp‘dj) P(dj‘Rp)P(Rp)

sim(d;,p) = P(Rp|dj) - P(dj|Rp)P(Rp)

P(d;j|Rp,) denota a probabilidade de selecionar o documento d; entre o conjunto R, de
relevantes. Além disso, P(R)) indica a probabilidade de selecionar um documento relevante
na colegao total. Os significados de P(d;|R,) e P(R,) sao andlogos para os complementares.

Como P(R,) e P(R,) sao idénticos para todos os documentos, entao:

i P(d;|Ry)
sim(d;, p) oc ——L =L,
’ P (dj|Rp)

Para facilitar, redefinimos o valor de sim(d;,p) como sendo a razio P(d;|R,)/P(d;|R,)
acima. Assumindo ainda que os termos sao independentes, podemos escrever:

(ITj,a)=1 Pl R) (T 1, (a;)=0 P(Eil p))

J

(I 4, )=1 Pl Bp)) T 1,020 P (il Bp))

J

sim(dj, p) =
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A probabilidade de um termo ¢; estar relacionado a um documento selecionado ale-
atoriamente do conjunto R, é denotado por P(t;|R,). Seu complementar é represen-
tado por P(f;|R,). Analogamente, P(t;|R,) e P(t;|R,) sao as probabilidades do termo
t; estar e nao estar relacionado a um documento de Rp, respectivamente. Sabendo que
P(t;|Ry) + P(t;|Ry) = 1 e que P(t;|R,) + P(t;|R,) = 1, podemos ainda escrever, tomando-
se logaritmos das expressoes:

- m P(t:|R,) 1— P(ti|Ry)
d;,p) = iaij | 1 ! R
sim(d;, p) ;P aiy ("g [=P(tIR,) 5 PR,

Temos, assim, a funcao de similaridade mais usada para o modelo probabilistico. Note,
no entanto, que o conjunto R, nao ¢ conhecido inicialmente, o que exige a busca por
alternativas no computo das probabilidades P(t;|R,) e P(t;|R,). Maiores detalhes em
relac@o a isso poderao ser vistos em [vR79].

O terceiro modelo classico de IR é o modelo vetorial [Ber0l], que veremos com deta-
lhes na proxima seccdao. Comparando-se os modelos citados acima, podemos dizer que o
booleano é considerado o mais simples, porém o mais fraco, justamente por nao permitir
compararmos os documentos relevantes retornados.

Existe uma controvérsia em relacao aos modelos probabilistico e vetorial. Croft [Cro83]
realizou experiéncias, concluindo que o probabilistico possuia melhor performance que as
demais, incluindo o vetorial. Em contrapartida, experimentos feitos por Salton e Buckley
[SB88] mostraram que o modelo vetorial supera o probabilistico em colegoes gerais.

5.2 Modelo Vetorial

No modelo de espaco vetorial, os itens ou documentos da colecao sao representados por
um vetor, e cada componente de tal vetor corresponde a um termo (ou palavra-chave)
associada. O valor associado a essa componente, o peso, reflete a importancia do termo na
representagao semantica do documento. Considere a matriz A de termos por documentos
abaixo:

i d; i
a1 ai; G1n
A= ail Qg Qin t;
_aml cee Qmy ... Amn i

Conforme descrito acima, temos que a;; é¢ o peso do termo ¢; associado ao documento
dj paral <i<m, 1< j <n,comm e n sendo o niimero de termos e de documentos,
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respectivamente, contidos no banco de dados do sistema. Considere ainda p como sendo o
vetor de pesquisa, representado por p = (p1,p2, ..., Pm)-

Os pesos a;; podem ser representados de diversas formas. Usualmente, cada elemento
a;; pode ser decomposto em duas partes [;; e g; tais que a;; = [;;9;. Nesse caso, g; denota a
influéncia global que um termo ¢; tem sobre todos os documentos. Por sua vez, [;; é o peso
local que um termo ¢; possui sobre um documento d;.

Suponhamos, por exemplo, um conjunto de documentos com conteiido matematico. O
termo “matematica”’, nesse caso, teria uma influéncia global, sobre todos os documentos.
Como a inclusao de tal termo na descrigdo desses documentos ndo é muito importante,
¢é suficiente termos um valor de g; pequeno. A palavra “geometria”, por sua vez, é mais
especifica. Nem todos os documentos iriam tratar disso, por isso é apropriado termos pesos
l;; diferentes para cada documento d;. Os fatores [;; podem ser dadas de formas variadas,
algumas das quais sao listadas abaixo:

a) Pesos bindrios: 1 se o termo ¢; tiver relacdo com o documento d; e 0 caso contrario.
b) Ntdmero de vezes que o termo t; aparece no documento d;, denotado por tfj;.

c) Freqiiéncia em que o termo ¢; aparece no documento d;, isto ¢, tfi; /(> tfi;)-

d) Freqiiéncia de termo aumentado e normalizado, ou seja, 0.5 4+ 0.5(tfj;/ max tfj;).

Outros formatos de [;; mais sofisticados envolvem freqiiéncias inversas, logaritmos de
termos de freqiiéncias e certas normalizacoes. Detalhes relacionados podem ser observados
em [SB88, SJ72].

Considerando a existéncia de muitas palavras-chaves manipuladas por um sistema de
IR, é natural que o niimero de termos relacionados a um documento é pequeno em relagao
ao niimero total de termos na colecdo. A matriz A é, portanto, esparsa 2, bem como o vetor
p. Veremos depois que essa caracteristica ajuda na elaboracao de sistemas mais eficientes.

Tendo-se a matriz A, a pesquisa p e os pesos conforme discutido acima, falta indicarmos
a medicao da similaridade de um documento d; com uma pesquisa p. Sabendo que d; e
p sao representados por vetores, podemos pensar que a similaridade esta relacionada ao
cosseno do angulo formado por estes vetores. Se nao tiverem relagao alguma, os vetores sao
ortogonais entre si e o cosseno serd zero. De maneira geral, temos:

T m
alp L
Sim(dj,p) = COS(Qj) = J _ 27,_1 ;5P

laillallole S o 5o, 2

para j = 1,...,n e sendo 0; o angulo formado pelo vetor de documento d; e pela pesquisa
p. Essa é a maneira mais simples de calcularmos similaridades. Note que como p e A sao

2Uma matriz é esparsa se muitos dos seus elementos forem iguais a zero.
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esparsos, os produtos e calculos de normas sao consideravelmente baratos de computar.
Observe ainda que ||a;||2 nao precisa ser recomputada a cada pesquisa realizada.

Quanto maior o valor de sim(dj,p), mais d; e p estao relacionados. Para indicar o
conjunto R, de documentos relevantes a pesquisa p, basta escolhermos um limiar L ade-
quadamente. Assim, R, = {d;|sim(d;,p) > L}. Esse valor de L é usualmente definido
através de experimentos e é dependente do tipo de colecao que se esta trabalhando. De
forma geral, um bom limiar para a similaridade mencionada acima é 0.9 [BDO95].

Um Exemplo

Mostraremos agora os conceitos vistos anteriormente com um pequeno exemplo. O espaco
vetorial, nesse caso, terd dimensao 7. Considere, inicialmente, m = 7 termos da colecao:

T1: surrealis(mo,ta)
T2: exposig(ao,oes)
T3: Salvador

T4: Miro

T5: obra(s)

T6: subconsciéncia
T7: arte

Observe que os termos sao indicados pela radical da palavra. Por essa razao, “surre-
alismo” e “surrealista” sdo semanticamente equivalentes e identificadas de maneira tnica.
Do mesmo modo, o plural de uma palavra é identificada juntamente com seu singular cor-
respondente. Sejam os n = 5 documentos existentes no sistema dados por:

D1: As principais exposi¢des no centro de Salvador.

D2: Agenda de exposicoes do ano.

D3: Ezxposicao no Museu X: o surrealista Joan Mird.

D4: Historia da arte de Salvador.

D5: Surrealismo e subconsciéncia de Salvador Dali e Joan Mirs: melhores obras da ez-
posicao de arte de 2004.

A matriz de termos x documentos é dada por:

0 S

Il
OO O = O = =
_ o O O = OO
el e e e T S

OO OO~
O O O o o
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Usamos, nesse caso, pesos bindrios, com 1 se o termo estiver relacionado ao documento e
zero caso contrario. Normalizando as colunas de A, obtemos:

[0 0 05774 0  0.3780
0.7071 1.0000 0.5774 0  0.3780
0.7071 0 0  0.7071 0.3780

A= 0 0 05774 0 03780 (5.1)
0 0 0 0  0.3780
0 0 0 0  0.3780
0 0 0  0.7071 0.3780 |

Considere o seguinte vetor de pesquisa, que representa a busca pelas palavras “surrealismo”
e “Miro”:
T
p1=[1001000]. (5.2)

O vetor de cossenos, que mede a similaridade entre a pesquisa p; e os 5 documentos, é a
seguinte:
cos(f)=[0 0 08165 0 0.5345 |" .

Considerando que os numeros de termos e de documentos desse exemplo sao pequenos,
escolhemos um limiar ndo muito grande de L = 0.4. Conclui-se, nesse caso, que os docu-
mentos D3 e D5 sao relevantes. Os demais documentos foram corretamente considerados
como nao relevantes. Considere agora um outro vetor de pesquisa, que representa a busca
pela palavra “Miré”, apenas:

pp=[0 00100 0], (5.3)

O vetor de cossenos, que mede a similaridade entre a pesquisa po e os documentos da
colecao, é dado por:
cos(§)=[0 0 05774 0 0.3780 | .

Observe que um limiar de L = 0.4, faz com que apenas o documento D3 seja relevante.
O documento D5, que possivelmente é do interesse do usudrio, nao foi retornado como
relevante.

Diversos tipos de técnicas sao utilizados para evitar esse tipo de erro, comum no mo-
delo vetorial. Um método recente, chamado Latent Semantic Indexing (LSI), diminui a
probabilidade de obter erros pela troca da matriz original por uma aproximada. O pro-
cesso serd demonstrado nas préximas secgoes, inicialmente com a fatoracao QR e depois
com a decomposicao SVD, esta ultima usada de fato pela comunidade IR e desenvolvedores
do LSI.



5.3. Fatoragao QR 47

5.3 Fatoracao QR

A fatoracao QR pode ser uma ferramenta ttil para identificar e remover informacoes re-
dundates da matriz A de termos por documentos utilizada no sistema de IR. Em outras
palavras, usaremos essa fatoracdo para identificar a melhor aproximacao de A de posto
reduzido. Considere, AP = QR como sendo a fatoracdo QR de A (a mesma matriz dada
na sec¢ao anterior) com pivotamento de colunas tais que:

[ —0.3780 —0.4364  0.2801 —0.1297  0.2673 | —0.4516  0.5441 T
—0.3780 —0.4364 —0.5601  0.2593 —0.5345 0 0
~0.3780  0.3273 —0.6301 —0.2593  0.5345 0 0
Q= | —03780 —0.4364 0.2801 —0.1297 0.2673 | 0.4516 —0.5441 |,
—0.3780  0.3273  0.2100  0.4537 0| —05441 —0.4516
~0.3780  0.3273  0.2100  0.4537 0| 05441  0.4516
| —0.3780  0.3273  0.2100 —0.6482 —0.5345 | —0.1185 0
T 26457 —1.1339 —0.7559 —0.7559 —0.3780 T
0 —1.3093 —0.1091  0.6547 —0.4364 00100
0 0 —1.1902 —0.4201 —0.5601 00001
R= 0 0 0 —0.9075 02593 | eP=|01 0 0 0
0 0 0 0 —0.5345 00010
0 0 0 0 0 10000
i 0 0 0 0 0|

Podemos particionar a matriz R em duas partes: uma correspondente as linhas nulas
de R e outra relacionada aos elementos restantes, que denotamos por R 4. As colunas de @)
correspondentes a R4 formam uma submatriz que chamaremos de Q4. A submatriz que
completa () e que estd associada as linhas nulas de R é dado por Qj Com isso, podemos
escrever:

A=1]Qa Q,J&][IBA]:QARA'

Claramente temos que Qj nao contribui para os valores de A e que os postos de A e R4
sao iguais. Denotamos tal posto por r4. Sabe-se que as colunas de ()4 por si s6 formam
uma base para o espaco gerado pelas colunas de A de posto 4. Além disso, as colunas de
Qﬁ formam uma base para o complementar ortogonal do espago gerado pelas colunas da
matriz AP.

Para facilitar, usaremos a matriz A no lugar de AP. Tendo a fatoracao QR da matriz,
podemos escrever a similaridade entre um documento d; e uma pesquisa p com sendo:

T T(NHT
sim(dy.p) = cos(ty) = 2P~ _Qar)'p__ 1 (@ap)
g D Tasllaliele ~ TQarslaliole ~ Tkl
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Ao utilizar o cédlculo de similaridades acima, observa-se que o vetor de cossenos continua
o mesmo. Ou seja, nao houve perda de informagao conforme se previa. Note agora que se
uma matriz é ortogonal, temos:

1=QRT=[Qs Q5]1[ Qs Q5] =QhQa+QiQD".

Podemos, entao, escrever o vetor de pesquisa p como a soma da projecao ortogonal de
p no espaco gerado pelas colunas de A com a projecao ortogonal complementar de p no
espaco gerado pelas mesmas colunas, ou seja:

p=1Ip=QQ"p=(QaQ% + Q4(Qx)")p = QaQ%p + Qx(Q%)"p.

Definindo pyq = QAQZ;p e pj = Qj(QJA;)Tp, podemos dizer que p4 é a melhor apro-
ximacao de p no espaco gerado pelas colunas de A. Substituindo p pela expressao pa + pi;,
temos que a similaridade de p com um documento d; é dada por:

alpa+alpy  ajpa+al Qi(Q41)"p

Simd.7p = COS 9 — g
(d;j,p) (6;) la; 2Tl llajli2llpll2

Como a; é ortogonal as colunas de QL. temos que a;Q+ = 0 e assim:
J g A q 7 A

T
a;pPA

cos(f;) = ———.
©5) = Ta lallell

(5.4)

Esta tdltima formulacao do vetor de cossenos sugere que o uso da fatoracao QR nos
oferece automaticamente vetores de pesquisa mais compativeis que a original dada pelo
usudrio. A componente pj da pesquisa, que nao estd associada ao espago gerado pelas
colunas de A, sao ignoradas. Levando-se tal observacao mais adiante, podemos ter uma
nova medida de similaridade, com a comparag¢ao na projecao do vetor de pesquisa no espago
gerado pelos vetores de documentos:

T
a; pA
cos(0%) = —L— (5.5)
77 agllzllpallz
A relagao entre 5.4 e 5.5 é verificada a seguir:
cos(0;) = cos(07) Ipall2 _ cos(07) [pallz = cos(t;) < cos(0;).

- J
Ipll2 Ipall3 + [lp:4113

Isso mostra que usar a similaridade 5.5 pode retornar mais documentos relevantes ao
sistema que 5.4. Na pratica, isso implica que pode-se também aumentar o ndmero de
documentos nao relevantes no conjunto dos retornados. Usando-se a terminologia de IR
vistos no comeco desse capitulo, temos um aumento de retorno sob o risco de reduzir a
precisao.
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5.4 Aproximacao de Posto de Matriz

Um banco de dados de um sistema IR representado pela matriz de termos x documentos
pode ser construido por um longo tempo, por intiimeras pessoas de opinioes e conhecimentos
distintos. Todas essas incertezas sao refletidas na matriz. Um bom meio de contornar esse
problema é usar a fatoracao QR ou a decomposicao SVD da matriz. Veremos nessa sec¢ao
como a fatoracao QR pode lidar com essas incertezas, auxiliando no retorno de documentos
mais relevantes para uma pesquisa. Posteriormente, em outra sec¢ao, descreveremos o uso
da decomposicao SVD nesse mesmo contexto.

Vimos na seccao 3.3 que a fatoracdo QR com pivotamento de uma matriz A fornece
matrizes P, () e R tais que AP = QR e que as primeiras k£ colunas de () formam uma
base do espaco gerado pelas primeiras k colunas de AP. Além disso, as primeiras k linhas
de R fornecem os coeficientes das combinagoes lineares dos vetores dessa base. Em outras
palavras, se Qi é a matriz m X k com as primeiras k colunas de @) e r; representa a i-ésima
coluna de R, entao APe; = @ ar;. Definimos agora uma matriz Ay tal que:

Ay = QrRp P

onde (i e Ry correspondem as primeiras k colunas de () e as primeiras k linhas de R,
respectivamente. Denotamos esse A como sendo a aprorimacao de A de posto k.

As incertezas da matriz original A fazem com que possamos substitui-la por uma outra,
A — F, onde FE seria uma “matriz de incertezas”, ou seja, que corresponde as mudancas
feitas para que as informacgoes incompletas e duvidosas diminuam. Veremos que essa troca
serd dada justamente por uma matriz aproximada de A. Considere, entdo, o exemplo
das secgoes anteriores (matriz 5.1) e a fatoragdo QR dada. Particionamos a matriz R da
seguinte forma:

[ —2.6457 —1.1339 —0.7559 | —0.7559 —0.3780
0 —1.3093 —0.1091 | 0.6547 —0.4364
0 0 —1.1902 | —0.4201 —0.5601 BB
R= 0 0 0 —0.9075  0.2593 :[ 51 Rm]
0 0 0 0 —0.5345 22
0 0 0 0 0
I 0 0 0 0 0

Uma matriz Ag, ou seja, uma aproximagao de A de posto 3, pode ser contruida sim-
plesmente zerando a matriz Res. Observe agora que a matriz £ é dada por:

A4 Ry Rip| [ Ru R _ 0 0

Além disso, temos que

Bl =] o g | = Rl

“Il5 =]
P _0 Roo

F
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Sabemos também que ||A||p = ||R||p. Portanto, a mudanca relativa entre uma matriz
aproximada Ay e a original A é dada por:

127 _ A~ Akllr _ [[Balr
1Al 1Al [2diia

No exemplo, ||E||r/||Allr = 32.7%, ou seja, uma mudanca de 32.7% na matriz original
faz com que o posto diminua de 2. Usando-se a nova matriz As, podemos calcular o vetor
de similaridades para a pesquisa ps. O resultado é o seguinte:

cos(0) = [0 0 05774 0 04472 ],

Usando-se o mesmo limiar anterior, isto é, L = 0.4, observa-se que o documento D5, que
nao tinha sido retornado anteriormente, aparece corretamente como um dos documentos
relevantes. Isto mostra que aparentemente Ag representa melhor o banco de dados que a
matriz original A, de posto 5.

Considere agora uma aproximacao de A de posto 2 (i.e., Ag). Nesse caso, ||E||r/|Allr =
55.4% e o vetor de cossenos para a pesquisa p2 é dada por:

cos(f) = [ 0.3652 0.5774 0.5774 0 0.4472 | .

Note que agora temos um documento a mais - D2 - retornado como relevante. No
entanto, este nao tem relacao alguma com a pesquisa, o que nos leva a conclusao de que
uma mudanca de 55.4% na matriz é inaceitdvel.

Em geral, nao é possivel explicar a razao de uma variante da matriz ser melhor que
outra para um conjunto de pesquisas dado. Observamos, porém, que uma diminuicao
razovelmente pequena do posto da matriz pode melhorar a performance do sistema. Expe-
rimentos mostraram que em sistemas reais de IR com uma colecao consideravelmente rica
e no contexto cientifico, deve se ter uma exatidao de aproximadamente 0.1% [BDO95].

5.5 Decomposicao por Valores Singulares

Um outro meio de contornar o problema dos erros e incertezas do banco de dados é usar a
decomposicao SVD da matriz de termos x documentos. Essa é a base do Latent Semantic
Indexing (LSI) [BDJ99, BDO95, HSDO01]. O SVD possui uma propriedade interessante
(teorema 4.1.2): a facil obtengdo da melhor aproximagdo de uma matriz de um posto
definido. Outra diferenca entre o SVD e a fatoracao QR é que a primeira, ao contrario
da segunda, oferece nao apenas uma reducao de posto da base das colunas, mas também
informacoes sobre o espaco gerado pelas linhas da matriz.

Em outras palavras, se QR é a fatoracdo QR de A e se ULV T é sua decomposicdo SVD,
temos que Q e U possuem colunas que geram o mesmo espago gerado pelas colunas de A.
O SVD, no entanto, fornece também a matriz V', cujas colunas geram o mesmo espaco das



5.5. Decomposigcao por Valores Singulares 51

linhas de A. Isso é uma vantagem, ja que dessa forma poderao ser feitas comparacoes entre
termos (veja secgao 5.6 desse texto).

Vejamos agora, utilizando-se a matriz 5.1, as vantagens de se usar essa decomposicao.
Do mesmo modo que a fatoracdo QR, cria-se uma matriz Ay, denotada por aproximacao de
A de posto k. Note que essa idéia ja foi abordada na seccao 4.1 e que uma das aplicagoes
estd na compressao de imagens. A idéia aqui é analoga. Considere, entao, a decomposicao
SVD de A dada por ULV tais que:

[ —0.2672  0.1448 —0.5725 —0.2807 —0.3298 —0.5319 —0.7051 ]

—0.7548 04762  0.3851  0.1582  0.1740 0 0
—0.4537 —0.6326  0.2438 —0.3361 —0.4708 0 0
U= —-02672 0.1448 —-0.5725 —0.2807 —0.3298 0.0532  0.7051 |,

-0.1131 —-0.0678 —0.2257  0.5712 —0.3246 —0.7051  0.0532
—0.1131 —-0.0678 —0.2257  0.5712 —0.3246  0.7051 —0.0532

| —0.2369 —0.5675 —0.1867  0.2277  0.7315 0 0
1.6696 0 0 0 0]
0 1.0958 0 0 0
0 0 0.8547 0 0
> = 0 0 0 0.3972 0|e
0 0 0 0 0.3513
0 0 0 0 0
i 0 0 0 0 0 |

[ —0.5118 —0.1009  0.5203 —0.3167 —0.5974
—0.4527  0.4346  0.4506  0.3983  0.4951
V=1 —04458 0.4034 -0.5133 —-0.5861  0.1775
—0.2925 —-0.7743  0.0472 —-0.1929  0.5248
| —0.4994 —-0.1966 —0.5105  0.6003 —0.3018

Vimos no teorema 4.1.2 que uma aproximagao de A de posto k < posto(A) = r4 é dada
por A, = UpS VI = Zle uiaiviT , onde U e Vi, correspondem as primeiras k colunas de
U e V, respectivamente e X é a matriz k X k com os k maiores valores singulares de A.
Note que para formar Ag, basta zerar os ultimos m — k valores singulares em Y. Assim, a

mudanca relativa de A para A é dada por:

1Elr _ [[A=Akllr _
1Al [A]l

No nosso exemplo, temos que ||A — As||p/||Allr = 23.7% e que ||A — As||r/||AllF =
45%. Conforme se esperava, as mudancas relativas de 23.7% e 45% usando a decomposicao
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SVD sao inferiores as mudangas de 32.7% e 55.4% necessédrias usando-se a fatoragao QR.
Considere as matrizes A3 geradas por cada fatoragao:

0 0 05774 0 0.3780
0.7071 1.0000 0.5774 0 0.3780
0.3535 0 0 0.7071 0.3780
ARR) 0 0 0.5774 0 0.3780
0 0 0 0 0
0 0 0 0 0

| 0.3535 0 0 0.7071 0.3780 |

[ —0.0422  0.0501  0.5141 —0.0154 0.4414
0.7635  0.9447  0.6033 —0.0200 0.3587
0.5660  0.1351 —0.0489  0.7681 0.4082

ASYP = | —0.0422 00501 05141 —0.0154 0.4414

0.0037 —0.0339  0.1532  0.1036 0.2074

0.0037 —0.0339  0.1532  0.1036 0.2074

0.1822 —0.1633  0.0074  0.5897 0.4012

Observe que a matriz A original é visualmente mais semelhante & aproximagao dada pela
fatoracao QR. Isso mostra que nao se pode assumir nada simplesmente pela aparéncia da
matriz. Uma outra observagao interessante estd no fato de que alguns elementos de A éSVD)
sao negativos. Isto nao é um problema, ja que tais elementos sao combinagoes lineares dos
elementos de A. Devemos lembrar também que o modelo vetorial leva em consideragao as
relagoes geométricas dos vetores de documentos e nao seus componentes individuais.

Vejamos agora como usar a decomposicao por valores singulares para achar a simila-
ridade entre documentos e uma pesquisa. Sejam A a matriz de termos x documentos

aproximada com posto k e p o vetor de pesquisa. Entao:

sim(d;.p) = cos(8,) = —AreDP___(USVile)p ¢ Vimu(Uyp)
& D= Taeslallell: ~ T0SVE e lliolz T2V e alipll

para j = 1,...,n. Considere s; = ZkaTej. Logo, para j = 1,...,n, temos:

_ 5 (Up)
Isill2llpll2

Note que 5.6 pode ser computado sem formar a matriz Ay explicitamente e que |[s;| é
calculada apenas uma vez para cada matriz de termos X documentos e independemente da
pesquisa.

Sabemos que UkT Are; = ZkaTej, ou seja, os k elementos de s; sao as coordenadas da
j-ésima coluna de Ajp na base definida pelas colunas de Ui. Além disso, os k elementos
de U, ,? p sao as coordenadas na base da projecao U,U ,? p do vetor de pesquisa p no espaco

cos(6;) (5.6)
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gerado pelas colunas de Aj. A partir dessas observagoes, podemos criar uma nova medida
de similaridade:

sT(Ulp)
cos(0%) = —I k7 5.7
) = e lalUT ol (&1
Observe ainda que:
T
cos(6;) = cos(@j)% = cos(f;) < cos(0;),

0 que mostra que o uso da similaridade 5.7 pode retornar mais documentos que usando 5.6,
ou seja, aumenta-se o retorno sob o risco de diminuir a precisao.

Na prética, no LSI [BDS95, BF96], usar a matriz aproximada diminui o custo de ve-
rificacao dos documentos relevantes durante a pesquisa. O custo diminui mais ainda se
levarmos em conta que a decomposicdo completa de A nao precisa ser computada. E
suficiente selecionar apenas os valores e vetores singulares que formam Uy, ¥ e V.

Voltando a pesquisa p2 do exemplo deste capitulo, usando a aproximacao de posto 3
(mudanca de 23.7%), temos o seguinte vetor de similaridades como resultado:

cos(0) = [ —0.0436 0.0516 0.5297 —0.0158 0.4572 |" .

Note que, utilizando-se o mesmo limiar de L = 0.4 anterior, apenas os documentos D3 e
D5 sao identificados como relevantes, como queriamos. Para uma aproximacao de posto 2,
temos:

cos(f) = [ 0.2464 0.3032 0.3037 0.0078 0.2225 ]T.

De modo anélogo ao que vimos na fatoracao QR, uma mudanca muito grande na matriz
(de 45% usando o SVD) faz com que tenhamos um resultado nao desejavel. Nesse caso,
todos os documentos foram considerados nao relevantes.

5.6 Agrupamento de Termos

O conceito de agrupamento (clustering) de termos se origina pela criacao de thesauri. Um
thesaurus, por sua vez, consiste em uma lista de palavras importantes de um dominio de
conhecimento onde cada palavra possui uma lista de termos relacionados. Dizemos que
uma palavra esta relacionada a outra se possuem um grau alto de similaridade, ou seja, se
sao sinbnimas ou se possuem significados razoavelmente proximos. Denotamos ainda uma
classe como sendo um conjunto de termos relacionados.

Segundo Foskett [For97], as principais utilidades de um thesaurus sao, basicamente: (i)
possuir um vocabuldrio padrao (ou sistema de referéncias) para indexacdo e pesquisa; (ii)
auxiliar usudrios a localizar termos com formulagoes de pesquisas préprias; (iii) e obter
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classificacoes hierarquicas que permitem ampliar ou reduzir dados de pesquisas de acordo
com as necessidades dos usuarios.
O processo de agrupamento segue os passos abaixo:

a) Definir o dominio em que se da os agrupamentos, ou seja, identificar o escopo dos
objetos que serao usados no processo de agrupamento.

b) Determinar os atributos dos objetos a serem agrupados. Se um thesaurus estd sendo
criado, deve-se especificar as palavras a serem usadas no processo de agrupamento.

¢) Determinar os pesos dos atributos, ou seja, verificar quais objetos sdo sinénimos ou
0 quanto eles estao relacionados.

d) Aplicar um algoritmo para determinar as classes que cada item pertence.
Cada classe deve ainda possuir certas caracteristicas, as quais sao listadas a seguir:

a) Cada classe deve possui uma definicao semantica “bem definida”. A existéncia de
classes “computador” e “hardware”, por exemplo, pode confundir um usudrio inte-
ressado por “memoria de computador”.

b) As classes devem ter a mesma ordem de grandeza em relagdo ao tamanho. Uma classe
que contém 90% das palavras seria pouco Ttil.

c) Um objeto de uma classe nao deve domina-la. Considere uma classe que contém as
palavras “microprocessador”’, “processador 286” e “processador 386”. Se o termo
“microprocessador” é encontrado em 85% das vezes e os outros sao encontrados ape-
nas em 5% das vezes, existe uma grande possibilidade de que “processador 286” e
“processador 386” sejam sinonimos de “microprocessador”. Seria melhor, dessa ma-
neira, criarmos uma classe separada para o termo “microprocessador”.

d) Um objeto pode ser colocado em classes distintas até certo ponto. Colocar uma
palavra em vérias classes facilita a especificacdo de sua semantica, mas dificulta a
criacdo e a manutencao das classes em que ela foi inserida.

Todas essas caracteristicas desejaveis de classes dificultam o modo de crid-las. A criagao
de um thesaurus com a intervencao humana possibilita diferentes relacoes entre palavras.
Aitchison e Gilchrist [AGBO00] especificam trés tipos de relacionamentos: equivalentes,
hierdrquicos e mao-hierdrquicos. A equivaléncia a é representacdo mais comum para oS
sinénimos e palavras de significados préximos. A relacao de hierarquia, por outro lado,
associa uma classe geral com uma especifica. O exemplo citado anteriormente, com a classe
geral “computador” e especifica “hardware” ilustra esse tipo de relacao. Demais tipos de
relacionamentos sao classificados como sendo nao-hierarquicos.

Uma outra dificuldade estd na existéncia de homdgrafos, ou seja, palavras que possuem
mais de um significado. Tais tipos de palavras dificultam o processo de recuperacao de
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informagoes. Um possivel modo de determinar seu verdadeiro significado em um documento
é comparando-o com outros termos da pesquisa. Limitar o dominio do thesaurus também
pode auxiliar a driblar esse tipo de problema.

Naturalmente, a obrigacao de lidar com a ambigiiidade de palavras dificulta o processo
de agrupamento de termos. Um bom agrupamento envolve, entre outras coisas, a selecao de
uma boa medida de similaridade e a existéncia de um bom algoritmo de insercao de objetos
em classes. Mesmo depois disso, deve-se ter ainda a preocupagao de que um aumento do
retorno ocasionado pelo agrupamento pode gerar uma diminuicao na precisao.

5.6.1 Agrupamento Automatico de Termos

Veremos, nesta seccao, uma série de algoritmos de agrupamento de termos, cujas utilidades
e dificuldades foram discutidas anteriormente. Todos os algoritmos criardo as classes a
partir de uma matriz de termos X documentos. Usaremos a seguinte matriz m X n como
exemplo:

0 3 3 0 2
4 1 01 2
0 4 00 2
0 3 0 3 3
A= 01 3 01 (5.8)
2 2 0 0 4
103 20
13 1 0 0 2]
A funcao de similaridade de dois termos a ser usada aqui é dada por:
n
sim(termo 7, termo j) = Z ik (5.9)
k=1

Utilizando-se essa funcio, cria-se uma matriz A de termos x termos, onde cada elemento
(i,7) corresponde & similaridade entre um termo ¢ e um termo j. Note que a férmula acima
é reflexiva, ou seja, sim(termoi, termoj) = sim(termo j, termoi), entao a matriz é simétrica.
Além disso, os elementos da diagonal, por relacionarem um termo com ele préprio, serao
deixados em branco. No exemplo, essa matriz é dada por:

r 7 16 15 14 14 9 7 ]

7 8 12 3 18 6 17

16 8 18 6 16 0 8

i |15 12 18 6 18 6 9
14 3 6 6 6 9 3

14 18 16 18 6 2 16

9 6 0 6 9 2 3
7 17 8 9 3 16 3 |
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O préximo passo é selecionar um limiar L que determina se dois termos sao suficiente-
mente similares. Cria-se uma nova matriz de termos x termos A de modo que se a;; > L,
entao a;; = 1 e caso contrario, a;; = 0. O resultado do exemplo, considerando L = 10, ¢é
dado a seguir:

0111100
0 010101
10 10100

i_|tt1 o100

1000 000
11110 01
000000 0
(01 00010 |

O 1ltimo passo é determinar as classes em que os termos devem pertencer. Para isso,
veremos que existem varios algoritmos diferentes, com qualidades e caracteristicas distintas.
A primeira metodologia a ser vista é a do cligue. Nesse caso, todos os termos agrupados
devem ser similares aos demais do grupo. Considere o seguinte algoritmo:

Algoritmo 5.6.1. (Método do Clique)

1. Sejai=1;

2. Selecione um termo ¢ e coloque-o em uma nova classe;
3. Comece pelo termo k, onde r =k =1+ 1;
4

. Coloque o termo k na classe corrente se ele tiver relagdo com todos os termos dessa
classe;

Sendo, k =k + 1;

ot

6. Se k > m (nimero de termos), entao:
r=r+1;
Se r = m, entdao vé para o passo T;
Senao: k=r;
Crie uma nova classe contendo o termo i;
V4 para o passo 4;
Senao va para o passo 4;

7. Se a classe atual tem apenas o termo i e ndo existem outras classes contendo esse
termo, entao:
Apague a classe corrente;
Sendo i =i+ 1;
8. Se i = m + 1, entao va para o passo 9;
Senao, va para o passo 2;

9. Elimine classes duplicadas ou que estejam contidas em outra.
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Aplicando o algoritmo acima para o nosso exemplo, obtemos as seguintes classes:

Classe 1: termo 1, termo 3, termo 4, termo 6
Classe 2: termo 1, termo 5

Classe 3: termo 2, termo 4, termo 6

Classe 4: termo 2, termo 6, termo 8

Classe 5: termo 7

Note que os termos 1 e 6 aparecem em mais de uma classe, isto é, essa técnica permite
inserir termos em mais de uma classe. O algoritmo acima pode ser explicado observando-se
um diagrama de relacionamentos de termos. A figura 5.6.1.1 corresponde ao diagrama do
nosso exemplo. Em termos de teoria de grafos, cada vértice estd associada a um termo e
existe uma aresta que liga dois vértices se, e somente se, tais termos correspondentes sao
similares.

Observe que a técnica do clique 3 tem esse nome justamente porque ela devolve, para
cada vértice, o clique maximal  que a contém. Note, por exemplo, que o clique maximal
que contém o vértice T'1 (bem como os vértices T3, T4 e T6) é formado pelos termos 1, 3, 4
e 6, o que corresponde a classe 1 formada anteriormente. Os cliques maximais que contém
T2, por sua vez, sao justamente as classes 3 e 4. Por fim, os cliques maximais que contém
T5 e T'7 correspondem as classes 2 e 5, respectivamente.

T3

T1 @

@' @)
T6 @

Figura 5.6.1.1: Grafo de Similaridades de Termos.

Uma segunda metodologia é conhecida como single link. Nesse caso, um termo similar
a qualquer termo da classe pode ser inserida nela. Ao contrario da técnica do clique, ela
nao permite que termos estejam contidas em mais de uma classe. Seu algoritmo é dado
por:

3Um clique em um grafo néo-dirigido é um conjunto de vértices dois a dois adjacentes.
4Um clique C é maximal se ndo existe um outro clique que seja superconjunto préprio de C.
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Algoritmo 5.6.2. (Método do Single Link)

1. Selecione um termo que nao estd numa classe e coloque-o em uma nova classe;
2. Coloque nessa classe todos os outros termos que sao relacionados a ele;
3. Para cada termo colocado nessa classe, va para o passo 2;

4. Quando nenhum termo novo é identificado no passo 2, va para o passo 1.

Eis o resultado dessa técnica no exemplo:

Classe 1: termo 1, termo 3, termo 4, termo 5, termo 6, termo 2, termo 8
Classe 2: termo 7

Observe que, comparado ao método do clique, o single link resulta em poucas classes.
Além disso, no nosso exemplo, grande parte dos termos foram agrupados em uma unica
classe. Vejamos agora a chamada técnica Star. Seu algoritmo é dado abaixo:

Algoritmo 5.6.3. (Método Star)

1. Se existe um termo ¢ que nao esta contido em nenhuma classe,
Coloque-o em uma nova classe;
Senao termine o algoritmo;

2. Adicione nessa classe todos os termos relacionados ao termo i;

3. V4 para o passo 1.

No algoritmo acima, um termo pode estar contido em multiplas classes. Essa carac-
teristica pode ser mudada se tivermos uma condigao de adicionar um termo em uma classe
apenas se ela nao foi inserida anteriormente em outra. Observe também que existem varios
conjuntos de classes diferentes que podem ser construidos utilizando-se essa técnica. Se
considerarmos no passo 1, a escolha de um termo com menor indice, obtemos o seguinte:

Classe 1: termo 1, termo 3, termo 4, termo 5, termo 6
Classe 2: termo 2, termo 4, termo 8, termo 6
Classe 3: termo 7

Um outro agrupamento possivel seria considerar a escolha de uma termo de maior indice
no passo 1:

Classe 1: termo 8, termo 2, termo 6
Classe 2: termo 7
Classe 3: termo 5, termo 1
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Classe 4: termo 4, termo 1, termo 2, termo 3, termo 6

O 1ultimo método que veremos relaciona-se ao algoritmo abaixo:

Algoritmo 5.6.4. (Método do String)

1. Se existe um termo i que néo estd contido em nenhuma classe,
Coloque-o em uma nova classe;
Senao, termine o algoritmo;

2. Se existe um termo k similar a i e que nao esté contido na classe corrente,
Coloque-o nessa classe;
Sen&o, v4 para o passo 1;

3. i=k;

4. Va para o passo 2.

Observe que assim como a técnica Star, o algoritmo String pode retornar diferentes
conjuntos de classes, dependendo da escolha dos termos no passo 1 e 2. Se o critério de
escolha for o termo de menor indice, temos no nosso exemplo, o seguinte resultado:

Classe 1: termo 1, termo 3, termo 4, termo 2, termo 6, termo 8
Classe 2: termo 5
Classe 3: termo 7

Um outro resultado possivel é dado a seguir. Nesse caso, o termo inicial é definido como
sendo o termo 5 e o critério de escolha no passo 2 continua sendo a de menor indice:

Classe 1: termo 5, termo 1, termo 3, termo 4, termo 2, termo 6, termo 8
Classe 2: termo 7

Note que este agrupamento é idéntico ao dado pelo método do single link.

Comparando-se as quatro técnicas vistas, pode-se dizer que a do clique é a que produz
maior grau de similaridade entre os termos de uma mesma classe. Ela também é a que
fornece, em média, maior nimero de classes. Em contrapartida, a técnica do single link
produz o menor nimero de classes em média e com o menor grau de relagao entre os termos
de uma classe [Sal72, Sal75, SJ71]. No entanto, esta requer apenas O(n?) comparacdes
[Cro77], enquanto que a do clique possui um gasto de O(n3) [KMO00].

Observa-se também que o método do String é, em média, um pouco melhor que a do
single link. A técnica Star, por sua vez, fornece resultados consideraveis, com desempenho
situado entre o método do String e do clique. A escolha do algoritmo a ser usado deverd
ser feita de acordo com os resultados desejados e com o limite do tempo de processamento
que se possui [KMOO].
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5.6.2 Agrupamento de Termos Usando Classes Existentes

Um método alternativo para criacao de classes de termos semelhantes estd na utilizagao
de classes ja existentes. Tal técnica reduz o nimero de cédlculos de similaridades e estd
baseada no conceito de centrdide. Considerando o espaco determinado pelos n vetores de
documentos, o centréide seria um ponto n-dimensional que representa o “centro de massa”
(ou a média) de alguns desses vetores.

Mais precisamente, um centréide esta associado a uma tnica classe e ele representa a
média dos termos contidos nessa classe. A cada passo, a similaridade entre os termos e os
centréides sao calculados. A seguir, associa-se cada termo com o centrdide (ou classe) que
ofereceu a maior similaridade. O processo continua até que se estabilize. O gasto desse
processo é de apenas O(n).

Apliquemos agora o processo descrito com a matriz 5.8, dada na seccdo anterior. Supo-
nha que temos as seguintes classes existentes iniciais:

Classe 1: termo 1, termo 2
Classe 2: termo 3, termo 4
Classe 3: termo 5, termo 6

Conforme vimos, um centréide ¢ é um vetor n-dimensional correspondente a uma classe
C%, onde cada elemento do centréide ¢; é dado por:

m
C; = Z A jgs izl,..,n.
j=1
TjECk
Portanto, no exemplo, os centréides de cada classe sao:
Classe 1: 4/2,4/2,3/2,1/2, 4/2

Classe 2: 0/2, 7/2,0/2, 3/2, 5/2
Classe 3: 2/2, 3/2, 3/2,0/2, 5/2

A similaridade de cada centréide ¢ e cada termo i (7T3;) é calculada de modo anélogo ao
de termos (veja igualdade 5.9 da secgao anterior):

n
Sim(c, Tz’) = Z CjQij.
j=1

O computo de todas as similaridades nos fornece uma matriz de classes x termos abaixo:
29/2 29/2 24/2 27/2 17/2 32/2 15/2 24/2

31/2 20/2 38/2 45/2 12/2 34/2 6/2 17/2
28/2 21/2 22/2 24/2 17/2 30/2 11/2 19/2
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Com isso, podemos associar cada termo com a classe que possui o melhor grau de simi-
laridade:

Termo 1 | Termo 2 | Termo 3 | Termo 4 | Termo 5 | Termo 6 | Termo 7 | Termo 8
Classe 2 | Classe 1 | Classe 2 | Classe 2 | Classe 3 | Classe 2 | Classe 1 | Classe 1

Note que o termo 5 poderia ter sido associado a classe 1 ou 3. Tendo-se as novas classes,
podemos calcular os novos centrdides:

Classe 1: 8/3, 2/3, 3/3, 3/3, 4/3
Classe 2: 2/4, 12/4, 3/4, 3/4, 11/4
Classe 3: 0/1, 1/1, 3/1, 0/1, 1/1

A nova matriz de similaridade entre termos e centrdides é dada por:

23/3 45/3 16/3 27/3 15/3 36/3 23/3 34/3
67/4 45/4 70/4 78/7 33/4 T2/4 17/4 40/4
12/1 3/1 6/1 6/1 11/1 6/1 9/1 3/1

A associagao de cada termo a uma classe é dada na tabela a seguir:

Termo 1 | Termo 2 | Termo 3 | Termo 4 | Termo 5 | Termo 6 | Termo 7 | Termo 8
Classe 2 | Classe 1 | Classe 2 | Classe 2 | Classe 3 | Classe 2 | Classe 3 | Classe 1

Nessa ultima iteragao do processo, apenas o termo 7 mudou de classe. Isto é razodvel, ja
que ele realmente nao possui relacao com os termos da classe 1. Um problema do processo é
que o numero de classes nao pode mudar. Isso pode forcar um termo a estar em uma classe
nao muito desejavel. Apesar disso, a complexidade do algoritmo é bastante motivador.

Vimos alguns métodos de agrupamentos de termos, com e sem classes iniciais. Essas
técnicas poderao ser facilmente adaptadas para fazer agrupamento de documentos. Os
detalhes poderao ser vistos em [KMO00, Capitulo 6], com apoio de [Dam95, Coh95].

5.6.3 Agrupamento de Termos Usando SVD

Conforme vimos anteriormente, para obtermos um bom agrupamento, é necessario termos
uma boa medida de similaridade. O exemplo da seccao 5.6.1 mostra uma medida simples
de similaridade. No contexto do modelo vetorial e, particularmente do LSI, essa medida
sera dada pelo cosseno do angulo entre os vetores de termos. Considere um par de termos
i e j. A similaridade serd, portanto:

(e] A)(ATe;)
[ATeill2]| ATejl2”

sim(termo %, termo j) = cos(ai;) =
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parai,j = 1,...,m. Utilizando agora uma aproximacao de A de posto k e sua decomposicao
SVD correspondente, UkaVkT, obtemos:
(ef Uk Vi) (Vi Bk U} ej) (e UpZi) (kU e5)

cos(a;;) = = .
i) = ST el Vsl e s~ ToxUTer 2 a0

para i,j = 1,...,m. Seja s; = EkUkTej. Entao,

T,.
Si S5

cos(a;;) = —————
@) = ol Tsi

1,7 =1,...,m.

Com isso, pode-se criar a matriz A de similaridades entre termos, aplicar os algoritmos
vistos na secgao 5.6.1 e assim obter um agrupamento de termos. Geometricamente, o calculo
de similaridades acima mostra que dois vetores de termos sao relacionados se eles estao
suficientemente préximos no espago gerado pelas linhas da matriz de termos x documentos.
Além disso, eles ndo tém relagdo alguma se forem ortogonais entre si.

5.7 Expansao de Pesquisa

Para que um sistema de IR seja eficiente, ele deve obter alta precisao e alto retorno durante
as pesquisas, ou seja, deve identificar todos os documentos relevantes sem retornar os nao
relevantes. Sabemos, no entanto, que isso nao é possivel devido as “incertezas” do banco de
dados e da prépria pesquisa. Ainda assim, é possivel aumentar essa precisdo com técnicas
baseadas na expansdo (ou transformagao) de pesquisa, que consiste em substituir o vetor de
pesquisa original por um outro através da andlise prévia de documentos e termos da colegao.

A expansao de pesquisa automaética tem sido objeto de estudo de pesquisadores de IR
nas ultimas décadas. A idéia mais simples estd em obter documentos relevantes através
da expansao baseada na co-ocorréncia de termos. Os véarios métodos propostos podem ser
classificados em quatro grupos listados abaixo:

a) Utilizagdo simples da co-ocorréncia: Inicialmente, calcula-se as similaridades entre
termos e os agrupa em classes. Para cada termo do vetor de pesquisa, adiciona-se
todos os termos que fazem parte da sua classe [MWZ72, SIB71]. Ao final do processo,
o numero de termos na pesquisa pode ser muito alto, sem que todas elas sejam de fato
relacionadas. Por essa razao, esse método é considerado “ingénuo” [MWZ72, SJ91].

b) Utilizacao da classificagao de documentos: Inicialmente, os documentos sao classifica-
dos utilizando-se de um algoritmo dado. Os termos freqiientes encontrados em uma
classe de documentos sao considerados similares e colocados em uma classe de termos.
Substitui-se, entdo, o termo pela sua classe na indexacao de documentos e pesquisas
[Cro90]. Nesse caso, a eficiéncia depende de parametros dificeis de determinar. Além

disso, o custo pode ser alto, por ser proporcional ao niimero de documentos da colecao
[CY92].
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c¢) Uso do contexto sintatico: A relacao entre termos é gerada com base na lingiiistica e
estatisticas relacionadas a co-ocorréncia [Gre92]. Nesse caso, usa-se a gramética e o
diciondrio para extrair, para cada termo, uma lista de termos que estao relacionados a
ele. As similaridades sdo, portanto, calculadas baseando-se em tais listas e a expansao
da pesquisa é feita adicionando-se os termos mais similares & pesquisa. Experimentos
mostram que a utilizagdo desse novo vetor de pesquisa oferece uma melhora muito
pequena em relacao ao original [Gre92].

d) Uso de informagoes relevantes: Informacgoes relevantes sdo usadas para construir es-
truturas globais, tais como thesaurus [Sal72, Sal80, Qiu92] e drvore geradora méxima
[SvCR83]. A expansao de pesquisa é baseada nas informagcoes dadas por essas estru-
turas. A eficiéncia deste método depende, por exemplo, das informacoes relevantes
dadas pelo usudrio na sua pesquisa.

Uma abordagem conhecida é a expansao semi-automética de pesquisas [ERW92, HB92].
Nela, o usudrio escolhe os termos a serem adicionados através da lista de termos forneci-
dos por um dos métodos acima. Discutiremos essa técnica para o modelo vetorial na
seccao 5.7.1.

Abordagens totalmente automaticas podem envolver dois tipos de estratégias distintas:
a global [BYRN99] e a local [AF77]. Na primeira, todos os documentos do sistema sao
utilizados para determinar um thesaurus de termos. Na outra, os documentos retornados
com uma dada pesquisa sao examinados em tempo de execucao para que se possa determinar
os termos utilizados na modificacdo de pesquisa. A expansao local serd discutida na secgao
5.7.2.

Na seccao 5.7.3 veremos métodos modernos de expansao global de pesquisa, baseados
na adicao de termos que sao mais similares ao conceito de uma pesquisa ao invés de termos
mais similares aos termos dessa pesquisa [QF95, QF93]. Este capitulo se encerra com a
utilizagao do SVD nesse contexto, na seccao 5.7.4.

5.7.1 Expansao Semi-Automatica

Na expansao semi-automatica de pesquisas, o usudrio recebe uma lista de documentos
retornados para uma pesquisa e, depois de examind-las, seleciona aqueles que considera
realmente relevantes. Isso faz com que novos termos importantes sejam selecionados e
associados a nova pesquisa. No modelo vetorial, reformulamos o vetor de pesquisa de modo
com que este fique mais préximo do espaco dado pelos documentos relevantes.

Antes de indicar o processo de expansao, considere as seguintes defini¢oes: D), como
o conjunto de documentos retornados pela pesquisa original e identificados pelo usuério
como sendo relevantes; D,, como sendo o conjunto de documentos nao relevantes entre os
documentos retornados; e C, como o conjunto dos documentos relevantes entre todos os
documentos da cole¢ao. Além disso, sejam |D,|, |D,| e |C;| os nimeros de documentos
contidos em cada um desses conjuntos.
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Suponhamos inicialmente que se conhece todos os documentos relevantes da colecao
para uma pesquisa p. Seja m o numero total de documentos da colecao. Um vetor de
pesquisa novo que, nesse caso, diferencia os documentos relevantes dos nao relevantes, é
dado a seguir:

pezp—T Z d |C‘ Z d (510)

d eC, d;gCr

O problema dessa formulacao é que nao conhecemos C). a priori. A idéia é, entao,
modificar o vetor de pesquisa original e utilizar os conjuntos D, e D, que conhecemos.
Uma adaptacao da equagao 5.10, proposta por Rochio [Roc71], é dada por:

pe:z:p:ap_"l)i Z d ‘ Z d]a

d €Dy,

sendo «a, (e v constantes positivos definidos pelo sistema.

O termo ap aparece na formulacao porque, na pratica, o vetor p original contém algumas
informagoes importantes. Além disso, usualmente as informagoes contidas nos documentos
relevantes sao mais importantes que dos nao relevantes. Isto sugere uma atribuicao de ~y
a um escalar menor que (3. Outras duas formas cldssicas de expansao de pesquisa foram

dadas por Ide [Ide71]:
pe:cp:ap_"ﬂ Z dj_fy Z dj’
d;eD, d;€Dn,

Deap = p+ 3 Z d; ’ymaxd],
d;eD,

onde maxg,ep, d;j se refere ao documento mais nao relevante possivel. Considera-se atu-
almente que as trés formas de expansao indicadas oferecem resultados semelhantes. Para
obter mais informagoes em relacao a essas formulagoes, veja [Ide71].

As principais vantagens dessa expansdo semi-automatica estd na simplicidade e nos
resultados razoavelmente bons, comprovados experimentalmente. A desvantagem, por sua
vez, estd na necessidade de intervencao de um usudrio no processo.

5.7.2 Expansao Automatica Local

Uma outra abordagem de modificacao de pesquisa consiste em obter uma classe de docu-
mentos relevantes em tempo de execucao e sem a intervencao do usudrio, ou seja, de modo
totalmente automatico. O sistema identifica os termos que estao relacionados aos termos
contidos na pesquisa original e elabora uma estrutura a partir dos documentos retornados.
Indicaremos trés tipos de agrupamentos de termos possiveis.

A primeira, denominada de agrupamento por associagao, é baseada na co-ocorréncia de
termos em documentos. Seja D; o conjunto dos documentos retornados com a pesquisa
original. A idéia é que termos que co-ocorrem freqlientemente em documentos pertencentes



5.7. Expansao de Pesquisa 65

a Dy podem ter significados préximos. Considere a matriz de termos X documentos usual,
ou seja, com a;; indicando o peso do termo ¢; no item d;. A matriz S = AAT é denotada
matriz de similaridade local de termos. Cada elemento s,, indica a correlagao sim(t,,t,)
entre termos dada por:

sim(ty, ty) = E Ay Oy -
djEDt

Podemos definir a matriz S como sendo nao normalizada, ou seja, Sy, = sim(ty,t,).
Para S normalizado, temos:
sim(ty, ty)
sim (ty, ty,) + sim(ty, t,) — sim(ty, )

Suv =

O agrupamento por associacao estd baseado na co-ocorréncia de termos, mas nao leva
em consideragao onde os termos ocorrem em um documento. Por outro lado, o agrupamento
métrico estd baseado na idéia de que dois termos que co-ocorrem em uma mesma sentenca
sao mais relacionados que dois termos de um documento distantes entre si.

Seja V(s) o conjunto de palavras semanticamente idénticas a um radical s mas grama-
ticalmente distintas. Exemplificando, se s = filme, entao:

V(s) = {filme, filmar, filmando, filmado,...}.

Considere ainda d(k;, k;) como sendo a distancia entre as palavras k; e k;, dada pelo nimero
de palavras do documento contidas entre esses termos. Se k; e k; nao estiverem em um
mesmo documento, d(k;, kj) = oo. A similaridade entre termos t,, e t, é a seguinte:

sim(ty, t,) = Z Z )

ki €V (tu) kj eV(tv

Da mesma forma que vimos anteriormente, podemos definir a matriz de similaridade
local S como sendo nao normalizada, ou seja, Sy, = sim(t,,t,). Para S normalizado, temos:

R sim(ty,, t,)
V)V ()]

O terceiro tipo de método é chamado agrupamento escalar e sua idéia é que duas
palavras com vizinhangas parecidas sao similares entre si. Para isso, é necessario termos
uma matriz S pré-estabelecida. Considere s; como o vetor contendo os n maiores valores
da i-ésima linha de S, para um dado n. Quantificar vizinhancas de dois termos s, € s, €
medir a similaridade entre eles. Uma maneira de fazer isso é verificar o cosseno do angulo
entre esses vetores. A nova matriz S é tal que:

sl's,

S = CO8(8u; $0) = T T T
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Construindo-se a matriz de similaridade local S, pode-se usar um dos agoritmos vistos
na seccao 5.6.1 para estruturar as classes de termos semelhantes. A modificacdo de pesquisa
sera dada a partir dessas classes, adicionando-se no novo vetor de pesquisa alguns elementos
de classes correspondentes aos termos da pequisa original.

Na expansao automatica local, operacoes sao realizadas em tempo de execugao. O
acesso ao texto dos documentos retornados, no entanto, consome um tempo consideravel,
o que faz com que essa estratégia nao seja recomendada para todos os tipos de sistemas.
Na internet, por exemplo, o tempo consumido deve ser obrigatoriamente pequeno, ji que
varias pesquisas devem ser processadas em um mesmo segundo. No entanto, a abordagem
pode ser 1til em intranets ou em sistemas contendo documentos especializados.

5.7.3 Expansao Automatica Global

Uma outra abordagem de modificagao de pesquisa consiste em construir as similaridades
entre termos utilizando-se da colecao total de documentos. Até o comeco da década de
90, a analise global era considerada um fracasso para colecoes gerais. Entretanto, com o
aparecimento de variagoes modernas, a metodologia tornou-se promissora. Tais variacoes
se baseiam na utilizacao de termos mais similares ao conceito de uma pesquisa.

Vimos, até agora, que cada documento esta associado a varios termos, que oferecem, em
conjunto, o conceito de tal documento. Uma idéia alternativa estd na importancia que um
documento tem na representacao de um termo. Note, no entanto, que o fato de um termo
descrever adequadamente um documento nao implica necessariamente que esse documento
representa bem o significado de tal termo.

Com essas observagoes, pode-se criar uma nova estrutura de comparacao de termos,
denotada de thesaurus de similaridades. Ao contrario das matrizes de termos X termos que
vimos anteriormente, essa estrutura estd baseada na maneira com que os termos de uma
colecao sao indexados pelos documentos. Em outras palavras, os termos fazem o papel de
itens a serem retornados e os documentos sao os indexadores desses termos.

A construcao do thesaurus envolve, entao, a estimativa do peso de um documento na
representacao do significado de um termo. Os seguintes itens sao importantes para isso:

a) Um documento pequeno tem papel mais importante que um longo, ji que este possui,
em média, mais tépicos. Ou seja, se dois termos co-ocorrem em um documento
grande, a probabilidade desses dois termos serem similares é menor que no caso de
co-ocorréncia em um documento pequeno.

b) Quanto maior o nimero de ocorréncias de um termo em um documento, maior a
probabilidade desse documento representar o significado de tal termo.

¢) Se um termo aparece em varios documentos, ele pode tanto representar um tnico
conceito, quanto ter varios significados diferentes.
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Sejam m o ntiimero de termos na colecao, n o nimero de documentos e f;; a freqiiéncia
de ocorréncia do termo t; no documento d;. Considere ainda |d;| como o nimero de termos
indexadores distintos do documento d;. A freqiiéncia inversa de termos de um documento
d; é definido por:

itf(d;) = log —— |d k ji=1,..,n.

Uma maneira [BYRN99, QF95] de definir o peso de um documento dj, na representagao
de um termo t; é dada a seguir:

(6(tis i) it1(dr) ) [/ Cyer, (008, ) ith(d1))°, se f(ti,dy) >0

w(ti,dk) =

0, caso contrario.

onde 6(t;,d;) = 0.5 + O5n{;}t:;83) e max f(t;) = max{f(t;,dx)|dr € t;}. A partir disso,
representa-se um termo no espaco vetorial de documentos, representado por todos os itens

da colecao:
T
ti = [ w(ti,dl) w(ti,dg) . w(ti,dn) ]
Finalmente, a similaridade entre termos ¢; e t; pode ser dada pelo produto interno entre
os vetores correspondentes:

n

sim(ti ;) =t t; = > wlti,dp) wty,de) = Y wlti, dyp) w(ty,dy).

k=1 di € t;Nt;

Observe que os vetores de termos sao normalizados. Isso significa que a similaridade
acima é igual ao cosseno do angulo entre esses vetores. Assim, construimos a matriz S de
thesaurus de similaridades global com

Sij = sim(ti,tj), ’57] = 1’ e, M

Considere agora p = [p1,p2, ..., pm]’ como sendo o vetor de pesquisa no espaco vetorial
dos termos da colecao. Assim como a matriz de thesaurus de similaridades, mapeamos o
vetor p no espago vetorial de documentos. Dessa forma, pode-se estimar as similaridades
entre os termos e a pesquisa. A representacao do vetor de pesquisa no espago de termos é

a seguinte:
De = sz' Ui
t;€p

Sabendo que p e ¢ sdo normalizados, a similaridade entre eles é dada pelo cosseno do
angulo ou o produto interno entre p. e ¢, ou seja:

sim(p, t) = plt = (sz Z)t = Zpi (th't) = Zpi sim(t;,1)

ti€p ti€p tiep
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Todos os termos da colegao podem ser ordenados de acordo com os valores de sim(p, t;),
i = 1,...,m calculados. Seja R um conjunto de cardinalidade r contendo os termos de
valores mais altos. Tais termos podem, entao, serem adicionados no vetor de pesquisa. A
razao de estabelecer r ao invés de escolher os termos maiores que um limiar é que nesse
ultimo caso o numero de termos adicionados nao é fixo, podendo ser incofortavelmente
grande.

Os pesos dos termos adicionados podem ser dados da seguinte forma:

sim(p, t)
0(p,t) = =,
Ztiep Di

o isto implica que 0 < 0(p,t) < 1. O vetor de pesquisa a ser adicionado serd dado por:

pe=[pt P2 ... pn ",

onde
i O(p,t;), set; € R
€ 0, caso contrario.

Finalmente, o novo vetor de pesquisa é dado por

pezp:ap‘f’ﬂpe, a, 8 €R.

Os valores de a e (§ sao definidas experimentalmente. No entanto, muitos pesquisadores
da area adotam o = # = 1 com o argumento de que valores 6timos desses parametros
encontrados para uma classe de pesquisa nao necessariamente continuam étimos para uma,
outra classe. Mostramos, dessa forma, como fazer a expansao de pesquisa global usando
um thesaurus de similaridades.

Discutiremos agora uma extensao dessa técnica proposta por Qiu e Frei [QF95]. No
modelo original, o conceito de uma pesquisa é representada pelo seu centréide. Sabemos, no
entanto, que a pesquisa pode conter “incertezas”, e isto faz com que o centréide achado nao
corresponda necessariamente ao conceito que queremos. FEm outras palavras, é preferivel
que alguns dos termos da pesquisa sejam inutilizados. Determinar tais termos nao é facil.
Considere as duas suposigoes a seguir de um sistema IR:

1. A distribuicao dos termos de pesquisa em documentos relevantes é diferente da dis-
triubuicao dada pelos nao relevantes.

2. Os termos similares a um termo de um documento relevante sao mais provaveis de
ocorrerem em documentos relevantes. Da mesma forma, termos similares a um termo
de um documento nao relevante tém maior probabilidade de ocorrerem em documen-
tos nao relevantes.
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Seja Z o conjunto dos documentos mais relevantes possiveis, com cardinalidade definida.
A idéia do método é indicado pelos passos a seguir: (i) Para um pesquisa p, ordene os
documentos retornados em ordem de relevancia e a partir disto crie o conjunto Z. (ii)
Agrupe em G; os termos da pesquisa original que ocorrem em documentos de Z (estes sao
considerados termos “bons”). (iii) Encontre a similaridade sim(p,t) entre uma pesquisa p
e cada termo t € Gy. (iv) Crie o conjunto de termos com maiores valores de sim(p,t) e a
partir disso estabeleca 0(p,t), t € G; da mesma forma que vimos anteriormente. (v) Crie
ge € faca a expansao de pesquisa utilizando-se sempre termos de G;.

As abordagens descritas nesta seccao foram testadas por Qiu e Frei e o resultado é bem
satisfatorio. Conforme se previa, a extensao do modelo de expansao global automatica
melhorou a performance durante a busca. Informacoes detalhadas das experiéncias podem
ser obtidas em [QF95].

5.7.4 Expansao Automatica Usando SVD

Nesta seccao, descreveremos como fazer a expansao de pesquisa utilizando-se da decom-
posicao SVD ja calculada. Considere Ay a aproximacao de posto k da matriz de termos x
documentos da colecao e p um vetor de pesquisa. Inicialmente, projeta-se o vetor p no
espaco gerado pelas colunas de Ay, ou seja, toma-se p «— UkU,? p. Isso é feito para que a
pesquisa e os documentos possam ser descritos na mesma base desse espaco.

Observe que as coordenadas do vetor de pesquisa sao os elementos do vetor U g pe
as coordenadas da j-ésima coluna de UkEkaTej da matriz Ay sdo os elementos do vetor
ZkaTej. Considere primeiro o caso em que hd apenas um documento a; retornado com a
pesquisa original. Uma maneira simples de definir o novo vetor de pesquisa é:

Peap = a U UEp+ B aj = a UpULp + B ULELV e = Up(a UL'p + B X3 Vil ej),

onde « e 3 sao escalares definidos pelo sistema, da mesma forma ao que vimos na secgao
anterior. Para um numero qualquer de documentos retornados, basta definirmos a expansao
de pesquisa da seguinte forma:

Peap =ap+ > wia; =aUp(Ulp+ BTV w), (5.11)
j=1

onde wj, j = 1,..,n é igual a 1 se a; é relevante e 0 caso contrério.

Uma variacao de 5.11 considera escalares (§ diferentes para cada documento retornado.
A idéia é que documentos de similaridades com a pesquisa p mais altas tenham um valor
de B maior que os documentos menos relevantes. Assim, temos:

n n
Pesp = ap+ ) _ Bjwja; = Uy (a Uip+) 5iwiEkaT€j> ’
i=1 =1
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com 3;, j = 1,...,n correspondendo a um documento a;.
Sabe-se que o novo vetor de pesquisa pe.p definido pode aumentar a performance do
sistema baseado no LSI. Andlises de alguns experimentos podem ser vistos em [Dum91].

5.8 Gerenciamento de Colecoes Dinamicas

Grande parte dos sistemas de IR precisam lidar com as constantes mudancas do seu banco de
dados. Na Internet, por exemplo, informagoes sao retiradas ou adicionadas a cada segundo.
Para o modelo LSI, essas atualizagbes podem ser facilmente dadas recomputando-se o SVD
da matriz de termos x documentos. Essa estratégia, no entanto, sé seria recomendada para
colecoes bem pequenas, ja que o custo para isso é alto em tempo e em espaco.

O primeiro método para gerenciar colegoes dinamicas é denominado folding-in. Sua
aplicacao é computacionalmente barata, mas ele devolve uma representacao inexata do
banco de dados. Esse método sera discutido na seccao 5.8.1. Uma outra técnica, que serd
dada na seccao 5.8.2, é denominada SVD-updating e, apesar de ter um custo maior que a
anterior, preserva a representacao do banco de dados. O capitulo termina com a seccao
5.8.3, onde teremos justificativas tedricas das metodologias apresentadas em 5.8.2.

5.8.1 Folding-In

O fato do processo folding-in resultar em uma representagao inexata do banco de dados faz
com que ele seja apropriado apenas ocasionalmente. Porém, se combinarmos essa técnica
com o SVD-updating, seu uso poderd ser mais freqiente. Considere, por exemplo, um
sistema de uma empresa utilizado por funcionarios durante o dia. Supondo que a quantidade
de dados retirados ou armazenados seja grande, o folding-in poderia ser aplicado a cada
hora e o SVD-updating somente a noite, quando poucos funciondrios trabalham.

O primeiro passo do folding-in de um documento dé projetar esse vetor no espaco gerado
pelas colunas da matriz de termos X documentos. Seja Ay = UkEkaT a aproximagao de
posto k dessa matriz. A projecao d de d em tal espaco é dado por d = UkUch. Note que as
coordenadas de d na base Uy sao dadas pelos elementos do vetor U, g de que as coordenadas
da i-ésima coluna de Aj sdo os elementos de EkaTei.

O novo documento é, entao, adicionado na colecdo guardando-se o vetor U,Z d como
uma nova coluna de EkaT. Esta matriz, no entanto, ndo é computada explicitamente. A
solugao para isso esta em adicionar dATUkZIZI como uma nova linha de Vi, formando a nova
matriz Vi. O produto ¥,V dado implicitamente é o resultado desejado.

Observe que a matriz V}, ndo é ortogonal e que o espaco gerado pelas colunas dessa
matriz nao representa o espaco gerado pelas linhas da nova matriz de termos x documentos.
Além disso, para casos em que o vetor d é quase ortogonal as colunas de Uy, a maioria das
informacoes contidas de d sio perdidas durante a projecao.
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Considere agora o problema de adicionar um novo termo £ na colecdo. A idéia para isso
é ansloga a de documentos. Inicialmente, projeta-se o vetor ¢ no espaco gerado pelas linhas
de Ag, ou seja, t = VkaTf. A adicao do termo sera dada, portanto, com a colocacao de Vka
em U}, como uma nova linha. Isso forma a matriz niao ortogonal Uz, cujos espacos gerados
pelas suas colunas diferem do espaco gerado pelas colunas da nova matriz de termos X
documentos. Anélises detalhadas do folding-in podem ser obtidas em [BDO95, O’B94].

5.8.2 SVD-Updating

Veremos nesta seccao como realizar a atualizacao de colegbes dinamicas com modelo LSI
utilizando-se de uma técnica conhecida como SVD-updating [BDJ99, BDO95, ZS99]. Ao
contrario do folding-in, essa abordagem mantém a ortogonalidade das matrizes. Além disso,
o espaco gerado pelas colunas da matriz de vetores singulares a esquerda é a mesma do
espaco gerado pelas colunas da matriz de termos x documentos. O mesmo ocorre com as
linhas dessa matriz e a matriz de vetores singulares a direita. O SVD-updating abrange
trés possiveis passos: atualizacao de termos, de documentos e de pesos dos termos.

Atualizacao de Termos

Considere A, = UkaVkT € R™*™ a aproximacao de posto k da matriz de termos X
documentos da colecdo. Para uma adicdo de ¢ termos, monta-se uma matriz T € R?*",
onde cada linha corresponde a um desses termos. A nova matriz de termos x documentos
de dimensao (m + ¢) x n é dada por:
B= [ A } :
T

Mostraremos agora como obter By, i.e., a aproximacao de B de posto k eficientemente,
sem precisar recalcular a decomposicao SVD. Utilizando o SVD de A que conhecemos,
temos as seguintes igualdades:

B — (AL _[USV ] _ [ Uk O SV
| T T 0 I T
_ —Uk O_ Zk T 0
“lo I_<[TVk]Vk+[T(I—VkaT)]>
U 01 2% 0 VI
L0 I TV, I T(I - Vvl
[ U, 0 Y. O T
= [T‘Z I} [ Ve I-WVDTT .

Dessa forma, B é dada como produto de trés matrizes, sendo que a primeira é ortogonal
e a segunda é triangular inferior. Seja Vi = (I — VkaT)TT. Observa-se que, apesar de Vj
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nao ser ortogonal, suas colunas pertencem a projecao ortogonal complementar do espaco
gerado pelas colunas de TT. Seja 7, o posto de ‘N/k. Para transformar Vk em uma matriz
ortogonal, usa-se sua fatoracao QR com pivotamento de colunas, dada por Vi Py = Vqu,
onde P, € R?7%? é uma matriz de permutacio, Vi € R¥"™ & ortogonal e R, € R™x49 ¢
triangular superior. Assim,

[ Vi I-WVDTT | =[ Vi ViR,PI ],

e B pode ser escrito na seguinte forma:

| U O e O N 71T
B _[0 IHTVk IMV’f ViRoP) |

(U 0 Sk 0 v.r
0 I TV PURqT VkT '
Note que agora tanto a matriz da direita quanto da esquerda sao ortogonais. Definimos,
agora, a decomposicao SVD da segunda matriz do produto por

) 0 . .0
e o | EDmowEL | e et )

com Wy € RE+tOxk o 0, e REFI*E grtogonais e 3p € RF*F. Portanto, a melhor
aproximacao de posto k de B é dada tomando-se X, = 0:

T o N
=G s ne)”
q

E assim obtemos By = UBZBVBT tais que:

ur o

:|Wk7 Ve=[Vi i |Qr e Ip=3

Atualizacao de Documentos

O método de adicido de documentos novos na colecio é andlogo a de termos. Seja D € R™*P
a matriz cujas colunas representam os p documentos adicionados. A matriz de termos X
documentos resultante é a seguinte:

B=[A: D].

Note que B € R™*("+P) § yuma matriz de posto maior ou igual a k. Usando a decomposicao
SVD de Ag, temos:
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B =[A D]=[UZSV] D]=][UZy ][ }
— (0 [= UID ]+ [0 (I-GUF)D [VS 0]
=[U (U-GUND] [?6’“ U%D} VS H

Considere a fatoracdo QR com pivotamento de Uj, = (I — UkUg)D, de posto r, dada por:
UpP, = (I — UyULYDP, = UyR,,

onde P, € RP*P é uma matriz de permutagao, R, € R™*P é triangular superior e UkT €
R™*Tw & ortogonal. Desse modo, pode-se escrever:

- S, UID v oo
B=[A, D]=[Uy Uk][ 0 prgH 0 Ip]'

Definindo o SVD da segunda matriz do produto acima, temos:

Y, UI'D ] . 3. 0 T
EARETS Er

com Wy € RETPIXE o 0 € RETPIXE oriooonais e 3, € RF*F diagonal. Entdo, a melhor
aproximagao de posto k de B é dada por:

T
- o Vi 0
Br=[ U U] Wk&e([ Ok 7 ]Qk) :
p
Por fim, obtemos By, = UBEBVE:;F tais que:
Up=[U, Uy ]Ws, VB:|:O I]Qk e  Xp=2k.
p

Atualizacao de Pesos de Termos

Sejam j o nimero de termos cujos pesos serdo modificados, Z € R™*J uma matriz que
especifica as diferencas entre os pesos antigos e novos dos j termos, e Y € R™*J uma matriz
de selecdo ® que indica os j termos de A a serem ajustados. Considere as fatoracoes QR
com pivotamento de (I — UxUL)Y e de (I — V;,V,1)Z

(I —UxUL)Y Py = QyRy,
(I-ViVI)ZPs; = QzRz,

5Seja A uma matriz de selecdo. Dizemos que a;; € selecionado se a;; = 1. Caso contrario, a;; = 0.
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com Ry e Ry triangulares, Py e Pz de permutacdo, e Qy e (Qz ortogonais. Utilizando
essas fatoragoes e sabendo que Ay = UkaVkT, pode-se verificar que:

B=[U, QM([ZO’“ 8]+[§;;T][ZTV;€ PZRE]HS%]

Assim, B é escrito como produto de trés matrizes: a primeira, de dimensao m x (k+ j)
é ortogonal, a segunda é uma matriz diagonal (k + j) x (k + j) e a tultima é uma matriz
(k+ j) x n com linhas ortonormais. Seja B definido por:

~ | X 0 Urly
BZ[ : o]*[prg][ZTVk PRL .

Se a decomposicao SVD de B for dada por

. L S0 NN
B-[o 001 T e

a melhor aproximacao de B de posto k é dada quando f]j =0, i.e.,
Br=UpSVa = ([ Us Qv JUx) Sk ([ V& Qz ] Vk)T-

5.8.3 Justificativas do SVD-Updating

Seja A € R™*™ a matriz original de termos X documentos e D € R™*P a matriz cujas
colunas correspondem aos p documentos adicionados. Durante a atualizacao de documen-
tos, vimos que a nova matriz de termos x documentos é dada por [ A, D ] ao invés de
[ A D ] Nesta secgao veremos que o uso da aproximacao A de posto k ao invés de A
é perfeitamente vidvel, nao acarretando erros [ZS99]. Primeiro compararemos os valores
singulares de [ besty(A) D ] e [ A D ] Para isso, enunciaremos trés lemas tteis.

Lema 5.8.1. Seja A € R™*™ eV ortonormal. Entao:
oi(AVT) = 0;(A), i=1,..,m.
Demonstragdo. Seja A= UXV{l sua decomposicio SVD. Temos que
AVT =usvIivt =usivn)T =usvy.

Sabemos que V5 é ortogonal, pois é produto de duas matrizes ortogonais. Pela unicidade do
SVD, U EV2T é a tnica decomposicido SVD de AVT. Desse modo, observa-se que os valores
singulares de A e AVT sao iguais. O

Lema 5.8.2. Seja A € R™™ ¢ P € R™™ wuma matriz de permutagdo. Entao, o;(A) =
0;(AP) para todo i = 1,...,n.
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Demonstracio. Seja A = USVT a decomposicio SVD de A. Entdo, AP = USVTP.
Considere V5 = PTV. Como a decomposicido SVD de uma matriz é tinica a menos de sinal,
temos que AP = UXV, é 0 SVD de AP. Logo, o;(A) = 0;(AP) para todo i = 1,....,n. O

Lema 5.8.3. Seja A = | A A®) |. Entdo, parai=1,...,n, oi(AM) < g;(A).

Demonstracdo. Sejam A1) € R™*" ¢ A@) ¢ R™*P. Vamos supor, por contradicio, que

existe k tal que (A1) > o) (A). Considere as melhores aproximacoes de A1) e de A de

posto k — 1 dadas por A,glll e Ap_1. Pelo teorema 4.1.2, temos que

14D — A2 2 > 1A = Agoa o
Usando a defini¢cao de norma de matriz,

sup [[(AD — A Dzlla > sup [[(A = A1) (@, m) |l
llzll2=1 [l (z,y)T]]2=1

No entanto,

sup (A= Ap1)(@, )" lla > sup [(AV = (A1) M)alls,
(@) T [l2=1 lzll2=1
ou seja, (Ak_l)(l) ¢ uma melhor aproximacao de Ay de posto k — 1 que A,(gl_)l, o que é uma

contradicao. Logo, o;(AM) < ¢;(A) para todo i = 1,...,n. O

Teorema 5.8.1. Seja A € R™*™ o matriz original de termos X documentos e D € R"™*P
a matriz cujas colunas correspondem aos p documentos adictonados. Temos que:

oi( [ beste(4) D ])<oi([ A D), i=1,..,m.
Demonstracao. Considere o SVD de A como sendo

I R R I

Para ¢ =1,...,m, temos:

w([4 D]) =< R Y IC I DD

(5.12)
by 0 T
:az-< [ B p,g][ " z;] D][Qk QL 1] )
Pelo lema 5.8.1, a equacao 5.12 é igual a:
by 0
0i< [ By P,j][ 0 2#} DD. (5.13)
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O lema 5.8.2, por sua vez, indica que 5.13 equivale a:
oi( [ P D PEsit ).
Novamente pelo lema 5.8.1, temos:
o([A D)) =oi([ A5Qf D Pist])=oi([ [best(d) D] A5t ]),

Ja que [ besty(A) D | ésubmatrizde [ [ besti(4) D | Pi; |, completamos a prova
usando o lema 5.8.3. O

Para compreender os proximos tépicos, enunciaremos um teorema e dois corolarios impor-
tantes que envolvem matrizes simétricas positivas semi-definidas:

Definigao 5.8.1. Uma matriz A € R™*™ ¢ simétrica positiva semi-definida (SPSD) se A
¢ simétrica e xT Az > 0 para todo © € R™ ndo nulo.

Teorema 5.8.2. Se A € R™™ ¢ SPSD, entio B = XTAX ¢ SPSD, para X € R™*k de
posto completo.

Demonstracdo. Como A é SPSD, entdo, para qualquer z € R™ nao nulo, temos que 27 Az >
0. Assim, 2" XBXTz >0 < (XT2)"B(XT2) > 0. Sey = X"z (note que x # 0 = X'x #
0) conclufmos que y* By > 0 para qualquer y € R¥ nao nulo. ]

Coroldrio 5.8.1. Se A € R™*™ ¢ SPSD, entio B = XTAX ¢é SPSD, para X € R™*k
ortogonal.

Demonstragao. Se X é ortogonal, entao det(X) = £1 # 0. Portanto, toda matriz ortogonal
tem posto completo e a afirmacao é valida pelo teorema 5.8.2. O

Corolario 5.8.2. Se A € R™*™ ¢ SPSD, entdo, todas as suas submatrizes principais sao
SPSD.

Demonstracio. Seja X € R™ % com um elemento igual a 1 em cada coluna e zeros nas
demais posi¢des. Podemos escrever uma submatriz principal A; de A utilizando-se de tal
matriz X, ou seja, A; = XTAX. Pelo corolario 5.8.1, temos que A; é SPSD. O

Mostraremos agora a relacao entre as melhores aproximagoes de [ best(4) D ] e de
[ A D ] de posto k.

Lema 5.8.4. Considere o SVD de A € R™*" dado por A = Zf;”f{m"} oiuvl, onde o; o

17
i-ésimo valor singular de A e u;, v; sdo os i-ésimos vetores singulares de A a esquerda e a
direita, respectivamente. Entao, para p > k, temos:
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min{m,n}
besty(A) = besty (A — Z amw?).

i=p+1

Demonstracao. Basta observarmos que

min{m,n} p
A— Z aiuiv;‘r = E Uiuw;f
i=p+1 i=1
e que p > k. O

Teorema 5.8.3. Seja B = [ A D], B=|bestc(A) D |, onde A€ R™™ e D e R™*P
com m > n+ p. Vamos assumir que:

BTB = X + oI, o >0,

para uma matriz X simétrica positiva semi-definida com posto(X) = k. Desse modo,

A~

besty(B) = besty(B).

Demonstracdo. A idéia é mostrar que as informacoes retiradas quando A é substituida por
besty,(A) também serao eliminadas quando besty(B) é computada de B. Sabemos que:

T A AT ATA ATD
BTB:[ }[A D]:[DTA DTD}

Assim,
DTA DTD — %1

Como posto(X) = k, entdo posto(ATA — 0%I) < k e posto(DTD — 0%I) < k. Considere a
decomposicio por valores singulares de AT A — ¢%I e DT D — 21 abaixo:

PN TpA _ 52 T
X:BTB—O'QIZ[AA O'I AD :|

AT A — 0?1 = Vydiag(¥%,0)VE,  DTD — o*I = Vpdiag(X%h,0)V},

onde ¥4 € RF*k1 ¢ B35 € RF2XF2 com ky < k, ko < k. Podemos escrever a decomposicao
SVD de A da seguinte maneira:

) by 0 T
1

onde ngl) € R™*k1 ¢ t; =n — ky. Por sua vez, o SVD de D pode ser dado por:

. Sp 0 T
D =Updiag(Xp,ol,)VpT = [ Uz(yl) Ug) } [ OD ol } [ V[()l) V1(72) ] ’
2
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com Up € R™*k2 ¢ ty = p — ky. Para prosseguir com a demonstracio, mostraremos as
relacoes de ortogonalidade entre os vetores singulares a esquerda de A e D. Para isso,
considere a matriz V;{ATDVD particionada na seguinte forma:

ko to
Sun S k
A b [ So1 S22 | 11
Seja F' = diag(Va, Vp). Temos que:
T vE oo Vadiag(X%,0)VE ATD Vi O
PXE = T T ; 2 T
L 0 Vp D' A Vp diag(¥%,0)V) 0 Vp

¥4 0 Si S
[ diag(Zi,O) VXATDVD . 0 0 521 SQQ
i VgDTAVA diag(E%,O) ] - SlT1 S2Tl Z% 0
S sL, o o0

Sabemos que X é simétrica positiva semi-definida (SPSD) e que F' é ortogonal. Logo, pelo
coroldrio 5.8.1, FTXF também é SPSD. Sabemos também, pelo coroldrio 5.8.2, que as
submatrizes principais de uma matriz SPSD sao SPSD. Ou seja,

¥4 Sio 0 Sn 0 Sz
SL oo || Sh 23101 SEL 0

sdo SPSD. Por definicdo de SPSD, temos que para qualquer x = [ r1 T ]T

)

DI x
[ 2] =zl ] [ Sé 52 ] [ x; ] >0 © oi¥iz + 27 Shay + 2T Spx0 >0

& ol Shry + 20782 > 0.

Como m{Eixl > 0, temos que S12 = 0. Analogamente, podemos provar que So1 = 0 e
Soa = 0. Além disso, k1 + k2 > posto(X) = k. Com esses resultados e usando o SVD de A
e de D, temos:

: T 1 [ Sn 0
uPss oUR | | UYsy U | = { 3 }

0 0
Ou seja, i i
UPs)TUY sy UPS)TeUS | [ Su 0 ]
o(UDYUESp  o(UD)ToUy 0 0]
Obtemos, assim, as relacoes de ortogonalidade ¢ abaixo:
vProy, oPruy, uvPLiuy.

5Denotamos AL B quando ATB = 0.
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Tais relacoes serao usadas para obtermos a relacao entre B e B. Definimos U como a base

ortonormal de:
s [0 6 ]}l [0 0]}

onde span{.} denota o espago gerado pelas colunas de uma matriz (conforme vimos no
capitulo 2) e span{.}* é o complementar do espaco gerado pelas colunas de uma matriz.
Com isso, podemos escrever B da seguinte forma:

(W\T
3 1%
o o150 0 | o | (VT
B:[A D]:[U UA UD 0 O‘Itl 0 (V(2))T 0
0 0 oI, A
o ()"

onde B € RF*k ¢ que todos os seus valores singulares sao maiores que o. Portanto,

( f(xl))T 0
~ A B 0 2
B =0 v? ] [ 0 ol } VYT |+ U@ [ (V)T o
; vy
=B+oUY [ VT g } :
Assim, pelo lema 5.8.4, temos que bestk(B) = besty B. O

Provamos, dessa maneira, que a adicao de documentos no SVD-Updating ¢ feita adequa-
damente. A demonstracdo para atualizacao de termos é feita de modo andloga. No teorema
5.8.3, tivemos a suposicao de que BTB possui uma estrutura especifica [XK94, XZGK94,
7798]. Sabe-se que tal estrutura é adequada no contexto que trabalhamos. Maiores detalhes
em relacao a isso podem ser obtidos em [ZMS98, ZS99).



Capitulo 6

Resultados Obtidos e Conclusoes

Apesar do cardter desse projeto de iniciagdo cientifica ser essencialmente tedrico, algumas
implementacoes e certos experimentos foram realizados. A maior parte das implementacoes
estao associadas a algoritmos de algebra linear computacional. Elas serviram para melhorar
a compreensao de tais algoritmos, além de permitir observar as dificuldades existentes
apenas na pratica. A seguir, listamos os principais algoritmos implementados, todos em

linguagem Octave .

1. Fatoragao QR por Reflexdes de Householder
Entrada: Uma matriz A € R™*" com m > n.
Saida: Matrizes R € R™*" triangular superior e Q € R™*"™ ortogonal tais
que A = QR.

2. Fatoracao QR por Rotacoes de Givens
Entrada: Uma matriz A € R™*" com m > n.
Saida: Matrizes R € R™*" triangular superior e () € R™*™ ortogonal tais
que A = QR.

3. Fatoracao QR com Pivotamento
Entrada: Uma matriz A € R™*" com m > n.
Saida: Matrizes R € R™*" triangular superior, ) € R™*™ ortogonal e
P € R™" de permutacao, tais que AP = QR.

4. Redugao a Forma Hessenberg
Entrada: Uma matriz A € R™*™ quadrada.
Saida: Uma matriz H € R™*™ no formato Hessenberg superior tal que
H = QT AQ, onde Q é o produto de refletores de Householder.

!Linguagem de computagio numérica semelhante ao popular MATLAB, com a diferenca de ser Software
Livre. Informagoes detalhadas podem ser obtidas na pagina http://www.octave.org.
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10.

Bidiagonalizacao por Golub-Kahan

Entrada: Uma matriz A € R™*" com m > n.

Saida: Matrizes B € R™*" bidiagonal, U € R™*" ¢ V € R™*™ ortogonais
tais que B =UTAV.

Bidiagonalizacao por Lawson-Hanson-Chan

Entrada: Uma matriz A € R™*" com m > n.

Saida: Matrizes B € R™*" bidiagonal, U € R™*" ¢ V € R™*™ ortogonais
tais que B =UTAV.

Bidiagonalizagao em Trés Fases

Entrada: Uma matriz A € R™*" com m > n.

Saida: Matrizes B € R™*™ bidiagonal, U € R™*" e V' € R™*™ ortogonais
tais que B =UTAV.

Algoritmo QR

Entrada: Uma matriz A € R™*™ simétrica e um escalar e, multiplo pequeno
da precisao da maquina.

Saida: Uma matriz B € R™*™ diagonal com os elementos convergindo
para os auto-valores de A.

Golub-Kahan SVD

Entrada: Uma matriz A € R™*™ com m > n sem elementos nulos na diagonal
e na superdiagonal.

Saida: Matrizes B € R™*" bidiagonal, U € R™*"™ ¢ V € R"*" ortogonais
tais que B =UTAV.

Decomposicao por Valores Singulares

Entrada: Uma matriz A € R™*™ com m > n e um escalar ¢, multiplo
pequeno da precisao da maquina.

Saida: Matrizes ¥ € R™*™ diagonal com valores singulares em ordem
decrescente, U € R™*" ¢ V € R™ "™ ortogonais correspondentes aos
vetores singulares a esquerda e a direita de A, respectivamente.

Outras implementagoes visaram a compreensao dos principais resultados de recuperacao
de informagoes com o uso de ferramentas de algebra linear computacional. Em particular,
duas implementacoes em Octave foram uteis para verificarmos a qualidade e a performance
do LSI (Latent Semantic Indexing):

1.

Aproximagao de Posto de Matriz com Fatoragao QR



82

Entrada: Uma matriz de termos X documentos A € R™*™, um vetor de
pesquisa p € R™ e um inteiro positivo k£ que representa a
aproximagao desejada da matriz.

Saida: Vetor de similaridades entre p e as colunas da matriz A original,
vetor de similaridades entre p e as colunas da aproximacao de A
de posto k, e a mudanca relativa entre a matriz de posto k e a
original.

Observacao: Os algoritmos 1, 2 e 3 listados acima puderam ser aproveitados
neste experimento.

2. Aproximagao de Posto de Matriz com Decomposi¢cao SVD

Entrada: Uma matriz de termos X documentos A € R™*™, um vetor de
pesquisa p € R™ e um inteiro positivo k£ que representa a
aproximagcao desejada da matriz.

Saida: Vetor de similaridades entre p e as colunas da matriz A original,
vetor de similaridades entre p e as colunas da aproximacao de A
de posto k, e a mudanca relativa entre a matriz de posto k e a
original.

Observagao: O algoritmo 10 listado acima (juntamente com 5, 6, 7 e 9) pode
ser aproveitado neste experimento.

Utilizando esses programas, alguns experimentos foram realizados com uma matriz de ter-
mos X documentos e algumas pesquisas fornecidas pelo artigo de Berry et al [BDJ99].
Outros, semelhantes a esse, foram criados e os resultados de um deles foram apresentados
nas secgoes 5.3, 5.4 e 5.5 desta monografia. Ademais, adquirimos uma colecao disponivel
no FTP publico da Universidade de Cornell [FTP04], denominado ADI, com 3561 termos,
82 documentos e 35 pesquisas para testes.

Os resultados dos testes com a colecao ADI foram comparados com os obtidos pelo sis-
tema SMART, (System for the Mechanical Analysis and Retrieval of Text) [SM83]. Dessa
forma, verificou-se que o uso de uma aproximacao do banco de dados pode melhorar signifi-
cativamente os resultados. No entanto, alguns resultados obtidos foram dispares em relacao
ao que o SMART oferecia. Isso se torna evidente se levarmos em consideragdo as varias
técnicas e heuristicas que nao foram abordadas no nosso programa.

O SMART - assim como outros sistemas reais de IR - utiliza a maioria das técnicas
que vimos: aproximacao de posto de matriz, agrupamento de termos, agrupamento de
documentos, expansao de pesquisa, folding-in e SVD-Updating. Outras técnicas que nao
foram vistas aqui podem também ser importantes para que tenhamos um sistema de boa
performance. Visto que o objetivo deste trabalho foi a verificagdo de como a Algebra Linear
Computacional pode ser aplicada & Recuperacao de Informacgoes, tanto o estudo tedrico,
quanto os experimentos praticos foram valiosos e bem aproveitados.



Parte 11

Experiéncia Pessoal
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Capitulo 7

O BCC e a Iniciacao Cientifica

7.1 Desafios e Frustracoes

A iniciacao cientifica, realizada de Julho de 2003 a Dezembro de 2004, proporcionou uma
boa experiéncia académica. Inicialmente, o trabalho envolvia relembrar conceitos vistos
na disciplina MACS300 - Métodos Numéricos de /flgebm Linear — e estudar outros tépicos
mais avangados, necessarios para compreender bem o artigo de Berry et al. [BDJ99], que
foi a base de todo o estudo realizado. Essa atividade inicial foi simples e a monitoria que
fazia na época — justamente de MAC300 — facilitou ainda mais tal estudo.

Em seguida, realizei algumas implementacoes de algoritmos de algebra linear compu-
tacional com a linguagem Octave. Isso possibilitou compreender melhor tais algoritmos
e observar as dificuldades existentes apenas na pratica. Com esses programas, algumas
experiéncias que envolviam recuperacao de informacoes tornaram-se vidveis, bem como
comparacoes com o sistema SMART. A primeira frustracao esta justamente relacionada a
esse sistema: nao obtive sucesso em uma simples instalacao do SMART na rede Linux e na
rede IME. O meu orientador ajudou-me nesse processo, mas por algum motivo, a realizacao
s6 foi bem sucedida em seu computador. Para facilitar o andamento do trabalho, ele criou
uma conta para mim em sua maquina.

O préximo desafio ainda estava relacionado ao SMART, desta vez com a sua utilizacao.
A falta de boas documentacoes fizeram com que eu consumisse um tempo consideravel
apenas para descobrir como utilizd-lo. Apds varias pesquisas e abusando da intuicao, ex-
perimentos puderam finalmente ser realizados. Vimos que o uso da aproximacgao do banco
de dados de fato pode melhorar o resultado. Apesar disso, com a cole¢do que usamos,
tal melhora foi pequena. Isso foi um pouco frustrante, mas motivou o estudo de diversas
técnicas e heuristicas utilizadas em sistemas reais de Recuperacao de Informagoes.

Durante o ano de 2004, a iniciacdo basicamente tratava do estudo dessas técnicas.
A partir de cada tépico do artigo base, procurou-se outras referéncias. Era um desafio
encontrar certos artigos ou livros por serem raros ou antigos. Esse problema foi parcialmente
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contornado com a busca por outros textos que possivelmente tratavam do assunto desejado.
Entretanto, nem sempre tais buscas tinham retornos imediatos. Como conseqiiéncia, visitas
a biblioteca do IME e a diversas bibliotecas digitais, que pouco utilizava até entao durante
minha graduacao, tornaram-se freqiientes.

Em relacao aos artigos, notei que nem todos os autores tém a preocupacao de escrever
claramente seu texto. Muitas vezes, no entanto, isso é ocasionado pela quantidade limitada
de paginas a que eles dispoem para publicacao. Foi uma pena ver idéias interessantes, mas
mal escritas. Um artigo em particular foi bem interessante, por envolver uma demonstragao
de trés paginas usando inimeros conceitos de algebra linear computacional, como decom-
posicao SVD, decomposicao por auto-valores, matrizes simétricas definidas semi-positivas e
ortogonalidade. Infelizmente, varios pontos dessa demonstracao foram escritos de maneira
pouco clara, o que exigiu grande esfor¢o para compreendé-la.

Alguns lemas e pontos especificos dessa demonstragao foram provados por mim e outras
tornaram-se possiveis com a ajuda do meu orientador. No entanto, um enunciado em
particular consumiu grande parte do nosso tempo. Muitas vezes, chegdvamos em resultados
quase promissores, faltando apenas um detalhe para o que queriamos. Por fim, depois de
algumas semanas, enviei um e-mail para os autores do artigo e um deles gentilmente me
deu uma pequena dica. Isto foi o suficiente para eu conseguir completar a prova. Toda essa
trajetéria obviamente nao foi feliz, principalmente quando vimos que o detalhe que faltava
era razoavelmente simples. Porém, encarei tudo isso como uma boa experiéncia.

Outro desafio que relato aqui envolve o proprio assunto que trabalhamos. Em uma certa
semana, li um artigo mostrando resultados encorajadores para uma determinada técnica.
Na semana imediatamente apds, li um outro artigo que critica justamente aqueles resul-
tados, mostrando uma metodologia alternativa, que segundo o autor, é melhor. De fato,
sob certos pontos de vista, a abordagem anterior pode ser considerada pior. Observando
de outra forma, entretanto, aquela pode ser considerada melhor que esta. A drea de Recu-
peragao de Informagoes lida com diversas incertezas do banco de dados, probabilidades e
subjetividade dos usudrios do sistema. Todos os modelos e metodologias dependem forte-
mente do tipo de colecao com que se estd trabalhando e do resultado que se quer durante
a pesquisa. E uma 4rea rodeada por “dependes”, nao havendo, portanto, a exatidao que
tanto almejamos.

Finalmente, um dos maiores desafios foi, sem duvida, conciliar as atividades do bacha-
relado em Ciéncia da Computagao com a iniciagdo cientifica. Alguns assuntos poderiam
ter sido estudados com maior profundidade e outros experimentos poderiam ter sido feitos.
Considero que o aprendizado dado por uma iniciacdo é grande, e uma outra frustracao foi
de nao té-la comecado um pouco mais cedo. Antes disso, trabalhei durante um ano fora
do IME e isso prejudicou meu caminho durante a graduacao. Possivelmente, poderia ter
adiantado algumas disciplinas nessa época e com isso teria mais tempo para o projeto no
altimo ano. Fiz algumas escolhas erradas durante a minha graduacao, mas felizmente a
iniciagao cientifica nao foi uma delas.
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7.2 Disciplinas Mais Relevantes

Em meados do primeiro semestre do terceiro ano, procurei meu orientador para uma possivel
iniciacao cientifica envolvendo assuntos vistos em

MAC0300 - Métodos Numéricos de Algebra Linear.

Esta foi a disciplina base do meu projeto. Para compreender bem todos os conceitos vistos
nessa matéria, algumas outras foram particularmente uteis:

MATO111 - Célculo Diferencial e Integral I
MATO0121 - Célculo Diferencial e Integral 11
MATO0139 - Algebra Linear Para a Computacao

Ao contrario da maior parte dos meus colegas, quando entrei no IME as nocoes que tinha de
programacao eram nulas. Por esse motivo, considero as disciplinas bésicas de computacao
essenciais, tanto para o meu projeto (que envolveu programagao em Octave e um pouco
em C), quanto para a minha formagao:

MACO0110 - Introducao a Computacao

MACO0122 - Principios de Desenvolvimento de Algoritmos
MACO0211 - Laboratério de Programacao

MACO0323 - Estrutura de Dados

Na iniciacao cientifica em si, conceitos de diversas disciplinas foram extremamente tteis.
Os estudos do modelo probabilistico, do modelo booleano, das diversas maneiras de se criar
classe de termos semelhantes, do algoritmo do clique para construgao de thesaurus e as
analises de complexidade de tempo e espaco de algoritmos mostraram a importancia das
seguintes matérias:

MAEO121 - Introducao a Probabilidade e a Estatistica 1
MACO0328 - Algoritmos em Grafos

MACO0329 - Algebra Booleana e Aplicagoes

MACO0338 - Anélise de Algoritmos

As disciplinas mencionadas acima foram, de fato, as mais relevantes para a iniciagdo ci-
entifica. Ja as matérias a seguir, apesar de nao estarem relacionadas diretamente ao projeto,
foram certamente essenciais para despertar interesse em um futuro mestrado:
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MACO0315 - Programacao Linear

MACO0427 - Programacgao Nao-Linear (feita como ouvinte)
MACO0453 - Principios de Pesquisa Operacional e Logistica
MACO0325 - Otimizacao Combinatoria

MAC5792 - Otimizagao Global (feita como aluna especial)

De maneira geral, acredito que as disciplinas obrigatdrias do Bacharelado em Ciéncia da
Computagao foram importantes para a minha formagao. Infelizmente, algumas delas po-
deriam ter sido dadas de forma mais adequada, contribuindo mais na formacao de um
cientista. Ter cursado disciplinas optativas em diversas areas também me permitiu ter uma
visao mais ampla dessa ciéncia, além de poder distinguir bem as areas de maior e de menor
interesse. Além disso, com as disciplinas optativas livres, foi possivel conhecer um pouco
algumas areas diferentes. Em particular, a disciplina de Histéria da Fotografia e Arte foi
muito interessante, contribuindo nao na formacao profissional, mas na pessoal.

7.3 Interacao com o Supervisor

A procura de uma iniciacdo cientifica comegou em meados do quinto semestre da minha
graduacao. O interesse por métodos numéricos de dlgebra linear motivou-me a procurar o
professor que havia ministrado essa disciplina para a minha turma. Na primeira conversa
que tive com ele, era clara sua disposicao em me arranjar assuntos relacionados. Um dos
temas em particular me pareceu muito interessante e, em Julho de 2003, o professor Paulo
José da Silva e Silva tornou-se meu orientador.

Desde o comeco da iniciacdo, tive reunides semanais com ele em horérios e dias fixos.
No comeco, era ele que me direcionava aos estudos, estabelecendo os tépicos que eu deveria
abordar durante a semana. Com o tempo, ele acabou me deixando mais livre para que
eu mesma pudesse verificar as atividades. Em relagao a escrita de textos, ajudava-me
com as correcoes e dava-me dicas de como escrever adequadamente um texto cientifico.
Muitas vezes, opinava sobre determinados trechos e indicava seus argumentos, mas sempre
dando liberdade de fazer o que eu julgava melhor. Acredito que essa relacao tenha me
proporcionado maior maturidade em relacao a pesquisa, o que possivelmente me ajudara
no mestrado, no doutorado e na carreira académica que pretendo seguir.

Além de ajudar na organizacao do projeto e na correcao dos textos, discutiamos durante
as reunioes o que eu havia estudado. Algumas reunies eram curtas, devido & facilidade do
tépico estudado. Outras, no entanto, duraram algumas horas. Na maioria das vezes que
isso ocorreu tinhamos demonstragoes de dlgebra linear computacional mais sofisticadas e
ficavamos um bom tempo pensando nelas. Ele mostrava algumas idéias ou solucoes que
nao apareciam nos artigos e livros, e ensinava-me a pensar e a questionar os resultados.

Durante esses trés semestres, ele também me ajudou na escolha de algumas disciplinas
optativas. Foi por sua influéncia que cursei as disciplinas de Pesquisa Operacional, Anélise
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Real (do MAT) e Otimizacao Global (da pds-graduacao). Mesmo antes de decidir minha
area de mestrado, ele me incentivava a assistir semindarios que ajudariam a conhecer um
pouco as diversas areas existentes. Em particular, seu incentivo em assistir semindarios de
Otimizacao Continua estimulou minha escolha por tal area.

O Paulo foi um bom orientador. Sua dedicacao pode ser observada inclusive quando foi
assistir algumas apresentagoes do trabalho de formatura (incluindo a minha). Somando-
se a isso, sua drea de estudo me pareceu bem interessante e por isso continuarei sob sua
orientacao no mestrado a partir do ano que vem.

7.4 Os Préximos Passos

Durante a iniciacao cientifica, alguns tépicos de Recuperacao de Informagoes associados ao
modelo vetorial foram selecionados para estudo. Intimeras outras metodologias e heuristicas
nao foram vistas e algumas ainda estao sendo elaboradas pelos pesquisadores da &rea.
Alguns artigos mais recentes, i.e., dadas a partir do final da década de 90, me pareceram
interessantes para estudo. Alguns desses assuntos sao listados abaixo:

e Métodos probabilisticos de expansao de pesquisa [Din99].
e Técnicas que lidam com a esparsidade da matriz [Ber92].

e Decomposicao SVD para matrizes esparsas: Arnoldi [LS96], Lancsos [Lan50], iteragao
de subspagos [Rut70], minimizacao de trago [Ber92].

Problema dos quadrados minimos em Recuperagao de Informagoes [JB0O].

Filtro de informagoes usando SVD riemanniana (R-SVD) [JB9S|.

Meu interesse pela Recuperacao de Informacoes nao se anula com o término da iniciagao
cientifica. Apesar de querer estudar outras coisas no mestrado, gostaria de ver alguns desses
tépicos ao longo do tempo e pretendo acompanhar, mesmo que nao tao profundamente, as
novidades e tecnologias envolvendo essa area, em particular o Latent Semantic Indexing.
E interessante ver, por exemplo, que essa metodologia estd sendo abordada inclusive em
filtros de spams [Ker04].

7.5 Consideracoes Finais

Até o segundo ano do bacharelado sempre havia dividas se eu tinha escolhido o curso certo.
O pensamento de mudar para o curso de Matematica foi eliminado quando vi que a Ciéncia
da Computacao também engloba dreas mais tedricas. Sem duvida, o curso estimulou muito
o raciocinio, ndo apenas com as disciplinas de matemadtica que tanto gostava, mas também
com as disciplinas de programagao e de sistemas.
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A iniciagao cientifica me permitiu entrar em contato com o meio académico, influencian-
do-me em certas escolhas profissionais. Procurar e ler diversos artigos, escrever textos
cientificos e discutir idéias novas sao apenas algumas dentre tantas coisas que se aprende
durante uma iniciacdo. Apesar do meu tema de mestrado nao envolver diretamente os
assuntos abordados no projeto, a relacao com o orientador despertou meu interesse pela
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