
Introdução

Sokoban é um jogo popular em terceira pessoa, implementado em quase todos os
sistemas operacionais. Foi inventado nos ano 80 no Japão por Hiroyuki Imabayashi. O
jogo consiste em um tabuleiro de tamanho 20X20 ou menos, com salas, passagens e
corredores. Nesse tabuleiro encontram-se caixas, áreas de armazenamento e o
sokoban. O objetivo desse jogo é fazer com que o seu personagem, o sokoban
(carregador de caixas em japonês), empurre todas as caixas para os lugares de
armazenamento. O sokoban (que chamaremos de agente) pode fazer apenas
movimentos básicos como mover-se para cima, para baixo, para direita e para
esquerda. Combinado com esses movimentos, o agente pode também empurrar uma
caixa por vez, para cima, para baixo, para direita e para esquerda, mas nunca puxar
uma caixa. O problema é resolvido se o agente conseguir levar todas as caixas para o
lugar de armazenamento. Existe ainda a noção de solução ótima: a solução encontrada
com o menor número de movimentos do agente e das caixas.

A dificuldade principal em resolver um jogo de sokoban é que movimentos errados
podem levar o agente a colocar caixas em lugares que nunca mais conseguirão ser
retiradas (becos sem saída). Por exemplo: uma caixa localizada num canto do
armazém (figura 1) ou encostada numa parede externa do armazém (figura 2). Além
disso, uma caixa pode eventualmente bloquear a outra, dado que o agente não pode
empurrar mais de uma caixa por vez. Por esse motivo, o agente deve levar em
consideração a ordem em que ele empurra as caixas: idéia fundamental para se
encontrar uma solução ótima ou sub-ótima.

O interessante do sokoban é que apesar da simplicidade de suas regras existem
tabuleiros de grande complexidade. Por esse motivo, este jogo tem despertado a
atenção de pesquisadores na área de jogos em Inteligência Artificial

Algoritmos de Busca

Uma das técnicas fundamentais de IA é a busca. Programas baseados em busca
podem resolver problemas que dizemos que requer inteligência. Podemos pensar que
para resolver uma configuração do sokoban deveríamos fazer uma busca entre todos
os estados existentes daquela configuração para achar o estado solução do nosso
problema, isso parece ser simples.
Seguindo esse raciocínio, poderíamos basear nosso programa em um agente que
baseia suas ações em um mapeamento direto de todos estados e ações. Contudo, um
agente assim não pode operar bem em ambientes para os quais esse mapeamento
seria grande demais para armazenar.
No caso do Sokoban não temos todos os estados existentes dados previamente, ou
seja não temos conhecimento de todos os estados daquela configuração, pois são
tantos estados existentes que não teríamos como armanezá-los na memória de um
computador, além disso, mesmo se tívessemos todos os estados dados e fosse
possível armazená-los de alguma maneira, seria inviável fazer uma busca exaustiva,
ou de força bruta em uma estrutura tão grande como seria a de todos os estados do
sokoban.
O sucesso de uma busca depende de sua habilidade em visitar a maior parte
relevante do espaço de busca do problema. Se o espaço de busca for muito grande ou
o conhecimento de uma heurística para direcionar a busca não é conhecida é
improvável que o sucesso seja alcançado. É necessário focar a busca. Quando isso
acontece geralmente os computadores ainda falham e os humanos tem uma vantagem
considerável, os humanos são melhores em aprender e usar esse conhecimento para
diminuir o espaço de busca e diminuir consideravelmente a complexidade do problema



que está resolvendo.
Algoritmos que não se adaptam a um problema específico mas ao contrário disso são
baseados nas propriedades gerais do domínio ajudam a melhorar a eficiência da busca,
por outro lado são limitados com relação a necessidade de manter o conhecimento
aprendido. Os humanos, tem a habilidade de aprender enquanto estão resolvendo um
problema, isso sugere desenvolver métodos dinâmicos que aprendam aos poucos
coisas específicas do problema que está resolvendo e apliquem esse conhecimento
aprendido, isso ajudaria a eliminar as partes menos relevante do espaço de busca e
com isso diminuir a complexidade do problema. Contudo o conhecimento atual sobre
esses métodos dinâmicos é limitado.
As pesquisas em jogos tem produzido muitas técnicas e métodos úteis para resolver
problemas. Porém para resolver problemas reais as coisas ficam mais complexas, pois
o espaço de busca dos jogos são consideravelmente menores e melhores estruturados
que os espaços de busca de um problema real.

Vários algoritmos foram propostos para percorrer espaços de busca. Serão
apresentados os algoritmos mais relevantes e importantes para resolver o Sokoban.

Busca desinformada

Busca desinformada, sem informação ou busca cega, significa que ela não tem
nenhuma informação adicional sobre os estados, além daquelas fornecidas na definição
do problema. Tudo o que elas podem fazer é gerar sucessores e distinguir um estado
objetivo de um estado não objetivo.

Geração aleatória e caminhada aleatória

Caminhada aleatória faz o que o nome sugere, o algoritmo anda aleatoriamente pelos
estados do espaço de busca, escolhendo qualquer um dos vizinhos. Pode parecer bobo,
mas pode ser uma boa idéia se existirem bastante estados objetivos, se não for
relevante a qualidade da solução encontrada e se tivermos pouco ou nenhum
conhecimento sobre
o domínio do problema que estamos resolvendo. Algoritmos que seguem uma certa
ordem para expandir os estados podem enfrentar problemas como espaço de
memória, ciclos, transposições e caminhos infinitos, problemas que geralmente não
são enfrentados por algoritmos aleatórios. Por outro lado, algoritmos aleatorios são
facilmente superados por algoritmos sistemáticos quando queremos uma solução de
boa qualidade, ou quando o número de estados soluções é baixo ou ainda quando
temos um bom conhecimento do problema disponível.
Algumas pessoas praticam a caminhada aleatória quando tentam achar um certo
produto no super-mercado que nunca compraram antes. Como não sabem onde achar
esse produto geralmente cada passo da pessoa a leva a um lugar aleatório, que
eventualmente será o lugar do produto que ela está procurando.
O algoritmo da caminhada aleatória ao invés de escolher um vizinho, ele escolhe
randomicamente qualquer um dos nós abertos.

Pseudo código da Caminhada aleatória:

caminhadaAleatoria (estadoInicial) {

armanezar( filaAberta, estadoInicial);
sucesso = falso;



faça {
estadoAtual = selecioneRandomicamente(filaAberta);
se (solucao(estadoAtual))

sucesso = true
se não
para cada (filho(estadoAtual)) faça

armazenar (filaAberta, filho(estadoAtual));
} até (sucesso OU vazio(filaAberta));
se (sucesso) returne (estadoAtual);
se não returne (NULO);

}

Busca em Largura

A busca em largura é uma estratégia simples emq ue o nó da raiz é expandido
primeiro, em seguia todos o sucessores do nó raiz são expandidos, depois os
sucessores desses nós e assim pro diante. Em geral, todos os nós em uma dada
profundidade na árvore de busca são expandidos, antes que todos os nós no nível
seguinte sejam expandidos.
Dessa maneira todos os nós que estão mais perto da raiz são expandidos antes de
visitar aqueles que estão mais longe.
Essa estratégia faz sentido e pode ser usada quando esperados que o nosso esteja
objetivo esteja próximo, em uma altura não muito profunda da árvore.

Pseudo código da busca em largura:

buscaEmLargura(estadoInicial) {
armazenar(filaAberta, estadoInicial);
sucesso = false;
faça {

estadoAtual = pegarPrimeiro(filaAberta);
se ( solucao(estadoAtual))

sucesso = true;
se não

para cada ( filho(estadoATual)) faça
armazenar(filaAberta, filho(estadoAtual));

} até ( sucesso OU vazio(filaAberta));
se (sucesso) retorne (estadoAtual);
se não retorne (NULO);

}

Ilustração da busca em largura:



Com esse simples algoritmo, é garantido que a solução achada é ótima, desde que
todas as arestas (ações) tenham o mesmo custo. Caso as ações tenham valores
diferentes um do outro, após ter achado uma solução, é necessário continuar
expandindo todos os estados da fila com custo menores que o da solução atual.

Busca em Profundidade

Essa busca atravessa a árvore de busca de cima abaixo, sempre expande o nó mais
mais profundo na borda atual da árvore de busca. A busca prossegue imediatamente
até o nível mais profundo da árvore de busca, onde os nós não tem sucessores. À
medida em que esses nós são expandidos, eles são retirados da borda, e então a
busca retorna ao nó seguinte mais raso que ainda tem sucessores inexplorados.
A vantagem da busca em profundidade com relação a busca em largura é que ela tem
requisitos de memória muito modestos. Ela só precisa armazenar um único caminho da
raiz até a folha, juntamente com os nós irmãos não expandidos restantes de cada nó
do caminho. Uma vez que um nó é expandido ele pode ser removido da memória, tão
logo todos os seus descendentes tenham sido completamente explorados [Russel &
Norvig, 2006].

Pseudo código da busca em profundidade:

buscaEmProfundidade(estadoInicial) {
inserir(PilhaAberta, estadoInicial);
sucesso = false;
faça {

estadoAtual = pegarTopo(pilhaAberta);
se ( solucao(estadoAtual))

sucesso = true;
se não

para cada ( filho(estadoATual)) faça
inserir(pilhaAberta, filho(estadoAtual));



} até ( sucesso OU vazio(pilhaAberta));
se (sucesso) retorne (estadoAtual);
se não retorne (NULO);

}

Ilustração da busca em profundidade:

Colombo de certa forma usou esse algoritmo para tentar achar a Índia à oeste. Ele não
desperdiçou tempo tentando achar a Índia nas proximidades da Espanha, partiu direto
em direção a oeste.
A desvantagem desse algoritmo é a possibilidade de ciclos e caminhos infinitos.

Busca em profundidade Iterativa

A busca em profundidade iterativa é uma estratégia geral, usada com freqüência em
combinação com a busca em profundidade, em que encontra o melhor limite de
profundidade. Ela faz isso aumentando gradualmente o limite, primeiro 0, depois 1,
depois 2 e assim por diante, até encontrar um estado objetivo. Isso ocorrerá quando o
limite de profundidade alcançar d, a profundidade do nó objetivo mais raso. A busca
em profundidade iterativa combina os benefícios da busca em profundidade e da busca
em largura. Como na busca em profundidade, seus requisitos de memória são muitos
modestos. Como na busca em largura, ele é completo quando o fator de ramificação é
finito, e ótimo quando o custo do caminho é uma função não decrescente da
profundidade do nó.
A busca em profundidade iterativa pode parecer um desperdício, porque os estados
são gerados várias vezes. Na verdade, esse custo não é muito alto porque, em uma
árvore de busca com o mesmo (ou quase mesmo) fator de ramificação em cada nível.



a maior parte dos nós estará no nível inferior, e assim não importa muito se os níveis
superiores são gerados várias vezes.

Busca em largura iterativa

A busca em largura iterativa está para a busca em largura assim como a busca em
profundidade iterativa está para a busca em profundidade. O número de sucessores
explorados em cada nó na árvore é restringido a uma quantidade fixa (ou número fixo)
de todos sucessores. Se nenhuma solução for achada, um número maior de
sucessores serão considerados a cada nó. É importante notar que o tamanho da árvore
de busca é apenas diminuído, porém a árvore continua crescendo exponencialmente.
Essa busca não limita a profundidade que irá buscar, dessa maneira ciclos e caminhos
infinitos podem causar problemas. Para evitar problemas com requisitos de memória,
poderíamos combinar a idéia do algoritmo em largura iterativa com o de profundidade
iterativa. Porém, se uma iteração não achar uma solução, será difícil decidir se o
algoritmo deve aumentar a largura da busca ou a sua profundidade. Poucas pesquisas
foram feitas para investigar mecanismos que podem ser úteis em buscas híbridas.

Buscas Informadas

Buscas informadas funcionam de uma forma diferente das buscas desinformadas.
Todas buscas apresentadas anteriormente não tem muitas informações sobre o estado
atual, a não ser quantos passos ela levou para chegar até aquele estado. Buscas
informadas ao contrário conseguem estimar quantos estados faltam para chegar do
estado atual até um estado solução. Elas fazem isso a partir do seu conhecimento
sobre o domínio. Para fazer a estimativa de quantos estados faltam para chegar no
estado solução, a busca usa uma função de avaliação ou função heurística. Essa função
de avaliação é chamada de admissível se ela nunca superestimar a distância real até o
estado solução.

Para desenvolver uma função heurística admissível basta não usar todas as
informações que temos sobre o domínio do problema, dessa maneira a heurística
retornará uma estimativa
otimista da distância até o estado solução. Porém quanto menos informações do
domínio for fornecida para a função heurística mais ignorante ela será e o erro entre a
distancia real ( h ) e a distância estimada (h*) também será maior.

A eficiência do algoritmo de busca informado depende da qualidade da função
heurística, porém para calcular uma boa função heurística temos que fornecer bastante
informações sobre o domínio, e quanto melhor for essa heurística menor será o erro
entre h e h* e mais caro será para computar essa heurística, mas como ela melhora o
desempenho da busca, os ganhos em eficiência recompensam o custo do cálculo de
uma boa heurística.

---
Mas que tipo de busca usar para resolver o sokoban? será possível resolver um
tabuleiro, não trivial, com uma busca desinformada?
Vamos considerar os tabuleiros de tamanho 20 x 20, em média tabuleiros desse
tamanho tem 113 quadrados nos quais as caixas poderiam se movimentar, mas



apenas 77 desses quadrados não são deadlocks. Então em média o tamanho do espaço
de busca seria de 10^18 em média.

Sokoban é um jogo difícil de resolver, o fator de ramificação é grande, uma solução
pode estar em um ramo profundo da árvore de busca, a sua heurística de limite
inferior é complexa e o espaço de busca é um grafo dirigido e existem estados que não
tem solução.

A essa altura já é bem provável imaginar que não é possível resolver um tabuleiro de
sokoban com uma busca não informada.

Outros trabalhos desenvolvidos para resolver o Sokoban

Vários trabalhos foram desenvolvidos com o intuito de resolver o Sokoban, Mark
James, em sua dissertação de mestrado usou o Sokoban para mostrar que as técnicas
desenvolvidas por ele que funcionavam bem em outros domínios, não funcionam bem
com o Sokoban, seu programa conseguiu resolver apenas o tabuleiro #1 dos 90
propostos após 2 horas de processamento.
Andrew Mayers desenvolveu um programa que consegue resolver 9 problemas dos 90.
O algoritmo de busca usado por ele é o A*, sua heurística de limite inferior era
simples. Ele usa uma tabela de hash para armazenar os estados que já foram
visitados, sua lógica leva em conta tanto o número de vezes que a caixa deve ser
empurrada e o número de movimentos do agente. Esse programa não suporta macro
movimentos e não considera conflitos lineares. Deadlocks de uma área de 3 x 3 são
detectados automaticamente porém não são armazenados automaticamente em uma
tabela de deadlocks.
Stefan Edelkamp durante seu doutorado, desenvolveu um programa que consegue
resolver 13 problemas [16]. O seu programa foca em resolver o problema com um
número ótimo de movimentos de caixas, usa um algoritmo sofisticado para avaliar
deadlocks e também armazena padrões de deadlock em uma estrutura de dados bem
elaborada.
Dentre as soluções que usam heurísticas não admissíveis está o trabalho da
Universidade de Maiji, os estudantes A. Ueno, K. Takayama e T. Hikita desenvolveram
um programa que resolve 25 dos 90 problemas. O programa é baseado no algoritmo
A* e usa uma heurística não admissível. Desta forma, as soluções encontradas não são
ótimas para movimentos de caixas nem para os movimentos do agente.
O laboratório de Sokoban, um projeto feito no Japão para desenvolver novos tabuleiros
de Sokoban, também tem um programa que resolve tabuleiros, esse programa é capaz
de resolver 55 dos 90 problemas propostos. Ele usa uma heurística baseada no
algoritmo best first search, as soluções retornadas por ele não são ótimas para
número de movimentos dos homens nem para o número de movimentos das caixas.
Esse programa é baseado em parte no programa que foi desenvolvido na Universidade
de Meiji.
Finalmente, o melhor programa conhecido até hoje resolve 62 dos 90 problemas. Foi
desenvolvido por uma pessoa que se intitula Deepgreen, seu verdadeiro nome não é
conhecido. Detalhes desse programa também não é conhecido no momento. Tudo
indica que esse programa é baseado em outros desenvolvidos pela comunidade
japonesa do Sokoban.



Técnicas estudadas para resolução do Sokoban

As técnicas estudadas para a resolução do sokoban foram desenvolvidas por Andreas

Junghanns em seu doutorado na Universidade de Alberta, Canadá. Algumas de suas

técnicas foram baseadas em outras, que são usadas para resolver outros problemas,

mas foram melhoradas para funcionar mais adequadamente no domínio do Sokoban.
O trabalho do Andreas foi escolhido para ser estudado pois ele implementou um dos

programas mais competentes até hoje para resolver tabuleiros de Sokoban.

O nome do programa desenvolvido é Rolling Stone e o tipo de solução que ele

otimiza é o que considera o número de empurrões das caixas, o número de

movimentos do agente não é considerado.

No início do projeto, o Rolling Stone tinha sido desenvolvido para em sempre retornar

soluções ótimas, mas com essa escolha o Rolling Stone conseguia resolver uma

quantidade menor de problemas do que quando esse critério foi deixado de lado. Ou

seja, Andreas preferiu resolver mais problemas com soluções não ótimas ao invés de

resolver quantidades menores de tabuleiros.

Andreas acredita que soluções ótimas não têm grande valor se o número de problemas

resolvidos for pequeno, além disso ele percebeu que as pessoas ficam felizes e

motivadas quando encontram uma solução para um problema, não necessariamente

uma solução ótima.

Sobre o Rolling Stone

Algoritmo de busca

O algoritmo de busca escolhido foi o IDA* que é um algoritmo de busca informada. Ele

é o mais apropriado para a resolver o Sokoban pois existem poucos estados solução no

espaço de busca, esses estados solução são localizados em uma profundidade grande

além disso o espaço de busca é muito grande.

Resumo de como o IDA* funciona:

Heurística de limite inferior
Para desenvolver uma heurística de limite inferior foi ignorado as interações entre as

caixas e o agente e a distância das caixas até a meta. Então a heurística conta

somente o número de caixas que não estão nas metas. Essa heurística foi chamada de

Count. Agora ainda ignorando as interações entre o agente e as caixas mas levarmos

em consideração a distância das caixas até a sua meta mais próxima, temos uma outra

heurística que foi chamada de Closest e também é muito barata de ser calculada.

Essas duas heurísticas são muito simples e provavelmente não vão gerar um bom



estimador de limite inferior. A cada variável que colocamos dentro de nossa heurística

de limite inferior, mais próxima da realizade ela vai ficar, porém o custo para calculá-la

será bem maior.

Combinação de menor custo (minmatching)

Em um tabuleiro de sokoban existem n caixas e n metas, ou seja, existe uma caixa

para cada meta. Conseqüentemente existe um número, mínimo, de movimentos que

levam cada caixa para uma meta específica, esse número não considera interações

entre as caixas no tabuleiro ou paredes, como se o tabuleiro estivesse vazio. O

objetivo da combinação de menor custo é achar uma combinação das n caixas até as n

metas que minimiza a distância que teremos que empurrar as caixas para alcançarem

as suas respectivas metas.

Podemos dizer que esse problema é idêntico a resolver um problema para um grafo

bipartido, já que para cada caixa existe uma meta associada, e estamos tentando

achar a combinação da distância mínima entre as caixas e as metas, os pesos da

arestas são as distâncias entre as metas e as caixas. O peso de uma aresta pode ser

infinito caso não exista um caminho entre uma caixas e uma meta.

Um recurso importante da combinação de menor custo é que ela é capaz de detectar

deadlocks, a nossa heurística de limite inferior não é capaz de fazer isso.

Exemplo de combinação de menor custo. [1] Junghanns, A.

Exemplo de deadlock detectado pela combinação de menor custo:

Combinação de menor custo detecta deadlock. [1] Junghanns, A.



O custo para computar a combinação de menor custo é alto, para um grafo com n nós
e m arestas é de O(n * m *log(2+m/n) n). Como o problema trata-se de um grafo
bipartido completo, m = n2/4, e a complexidade é igual a O(n3*log(2+n/4)n). Nota-se
que é uma computação cara.

Melhora da Entrada

Para melhorar a eficiência do cálculo da combinação de menor custo foi feita essa
técnica de melhora de entrada.

As duas caixas devem passar obrigatoriamente por Ce. [1] Junghanns,

A.

Observe a figura acima, para as caixas alcançarem suas metas eas tem que passar
obrigatoriamente pelo quadrado Ce, que chamaremos de entrada, E. Então ao invés da
combinação de menor custo calcular a distância das caixas até suas respectivas metas,
ela calculará a distância das caixas até E, pois a distância real de cada caixa até sua
respectiva meta não importa se a soma das distâncias de cada caixa até sua meta é
uma constante, distancia(P, M) denota a distancia da pedra P até a meta M.
distancia (P1, M1) | distancia (P2, M2) =
(distancia (P1, E) | distancia (E, M1)) + (distancia (P2, E) + distancia (E, M2)) =
= (distancia (P1, E) + distancia (E, M2)) + (distancia (P2, E) + distancia (E, M1)) =
= distancia (P1, M2) + distancia (P2, M1)

Mesmo depois dessa modificação feita, a nossa heurística de limite inferior para single
agent search ainda é a mais custosa da literatura para ser calculada.
Esse truque não melhora a estimativa da nossa heurística, só melhora a performance
da computação.

Posição do Homem

Quando a distância das caixas até suas metas são calculadas um fato muito importante
estava sendo ignorado, a posição do agente no mapa, até agora estava sendo
considerado que o agente poderia mover-se de um lugar para qualquer outro no
tabuleiro, porém a presença de paredes e a existência de caixas restringem o espaço
no qual o agente pode movimentar-se. Quando uma caixa é empurrada para cima, o
agente precisa encontrar espaço no tabuleiro para locomover-se para baixo da caixa e
assim empurrá-la para cima. Além disso existem situações que o agente precisará
empurrar a caixa para fora de sua trajetória ótima para posicionar-se atrás da caixa e
então empurrá-la em direção a uma meta [Junghanns, 1999].



A distância depende da posição do homem. [1] Junghanns, A.

Na figura acima o agente tem que empurrar a caixa dois quadrados para trás e então
empurrá-la na direção da meta. A função combinação de menor custo não levou em
consideração esses dois empurrões para trás que a caixa precisou, a capacidade de
detectar essa necessidade e conseguir melhorar a heurística de limite inferior é
chamada de "conflito deve voltar".

O conflito deve voltar ajuda a melhorar a heurística de limite inferior para
esse problema. [1] Junghanns, A.

Conflitos Lineares

Até agora parar calcular a distância de uma caixa até sua meta sempre consideramos
que conseguimos empurrar a caixa, não é considerado as caixas que estão ao redor da
caixa que estamos tentando movimentar, mas será que ela realmente pode sempre ser
empurrada? Precisamos considerar as caixas ao redor dela?
Observe a figura abaixo:



Exemplo de conflito linear. [1] Junghanns, A.

Para calcular a distância da caixa até a meta a combinação de menor custo empurraria
a caixa da posição Ec para Fc, porém esse movimento é inválido, para conseguir
empurrar a primeira caixa em direção à sua meta temos que tirar a caixa que está no
quadrado Dc de sua trajetória ótima e então continuar com nosso plano. Esse é um
exemplo de conflito linear. Quando uma situação dessas é detectada essa técnica
penaliza o cálculo da heurística em 2, pois elá precisa sair de sua trajetória, e depois
voltar, ou seja, fez dois movimentos a mais que o calculado pela combinação de menor
custo.

Problema com Conflitos Lineares

Quando dois conflitos lineares é encontrado não podemos simplesmente penalizar o
cálculo da heurística em 4. Considere a imagem abaixo:

Problemas com conflitos lineares. [1] Junghanns, A.

Na situação ilustrada a esquerda existem dois conflitos lineares, porém só a caixa do
meio deve sair da sua trajetória ótima, então essa situação seria penalizada em 2, mas
caso a caixa do meio estivesse bloqueada por uma parede em Dd por exemplo, esse
movimento seria impossível e duas caixas deveriam sair de sua trajetória ótima, então
a penalização de 4 seria justa. Mas agora olhe para a situação ilustrada à direita, não
existe mais conflitos lineares por causa da entrada extra que foi colocada embaixo no
tabuleiro. Se a caixa do meio for empurrada para baixo as outras estarão
desbloqueadas. Mas somente uma caixa pode ser empurrada para baixo, pois só existe
uma meta que podemos alcançar nessa posição. Além disso, se outra caixa for
empurrada para baixo, ao invés da caixa do meio, movimentos não ótimos serão
necessários, então o conflito linear tem que ser quebrado empurrando a caixa do meio
para baixo.

Atualizações Dinâmicas

A combinação de menor custo é rodada antes da busca IDA*, essas distâncias
representam a distância de uma caixa até outro quadrado qualquer no tabuleiro, elas



são calculadas de maneira otimista pois não levam em consideração as interações
entre as caixas, só levam em consideração as paredes existentes no tabuleiro.
Quando uma caixa é empurrada para um esquina ela fica lá para sempre, pois as
caixas não podem ser puxadas. Se essa esquina não for uma meta então essa situação
é de deadlock. Por outro lado se essa esquina for uma meta, essa caixa pode ser
considerada como se fosse uma parede. Mas as paredes tem interferência no cálculo
da distância das caixas até outros quadrados, por isso toda vez que uma caixa se torna
fixa, em uma esquina por exemplo, o Rolling Stone recalcula as distâncias das caixas
até os outros quadrados e faz a atualização dessas distâncias dinamicamente.

Exemplo de atualização dinâmica. [1] Junghanns, A.

Resultados do Algoritmo Rolling Stone

A tabela abaixo mostra a eficácia das técnicas desenvolvidas até agora para a
heurística de limite inferior. A tabela mostra os resultados obtidos com a combinação
de menor custo CC,
inclusão do conflito deve voltar CV, inclusão dos conflitos lineares CL, e todas as
técnicas juntas TUDO. O limite superior LM, foi retirado do arquivo global de pontos do
Sokoban, esses resultados representam a melhor solução que um humano conseguiu
encontrar, por isso é um limite superior da solução ótima. A última coluna, Dif,
representa a diferença entre os resultados obtidos com a heurística de limite inferior,
com todas as técnicas adicionadas, e o Limite superior retirado do arquivo global, essa
diferença na realidade pode ser menor, já que existe a possibilidade de uma pessoa
ainda não ter alcançado a solução ótima para aquele tabuleiro. Se a diferença estiver
como 0, quer dizer que a solução ótima para aquele tabuleiro não é conhecida.



Resultados das heurísticas admissíveis do Rolling Stone. [1]

Junghanns, A.



É importante dizer que mesmo depois da adição dessas técnicas avançadas de
heurística de limite inferior, adicionadas a busca IDA*, nenhum dos 90 problemas
propostos foi resolvido.
Um dos principais motivos é a geração de deadlock que não pode ser detectado pelo
estimador e conseqüentemente faz com que a busca gaste muito tempo procurando
soluções em partes gigantes da árvore de busca onde não existe solução.

Tabelas de Hash

Nesse trabalho as tabelas de hash servem para cumprir duas funções, evitar
retrabalho, visitas em estados que já foram visitados, e evitar ciclos. A implementação
dessa tabela tem chaves com tamanho de 64 bit usadas para criar um índice para uma
tabela de hash enorme. Essa tabela de hash é organizada em dois níveis. No primeiro
nível estão os estados que foram buscados profundamente, ou seja, vários filhos e
netos dele já foram gerados e no segundo nível os estados gerados mais
recentemente.
A chave das tabelas contém as posições exatas das caixas, para bater com uma
entrada a chave precisa ser idêntica, como a posição do agente é importante, um
segundo teste é feito. Deve existir um caminho válido entre a posição do agente do
estado que está sendo testado para ser colocado na tabela e o estado que já está na
tabela, as posições do agente não precisam ser idênticas, pois se precisassem menos
estados iriam bater, e menos trabalho seria salvo com essa tabela de hash.
Uma entrada que foi buscada profundamente salvará muito trabalho se outro estado
idêntico for encontrado, por outro lado as chances da busca gerar estados idênticos a
estados que foram armazenados recentemente na árvore são bem maiores, armazenar
esses dois tipos de estados separadamente ajuda usar essa tabela de hash de uma
maneira mais eficiente.

Resultados

Com o acréscimo dessa técnica à busca IDA*, o programa Rolling Stone agora é capaz
de resolver 5 problemas dos 90, foi dado um limite de expandir 20 milhões de nós.
Para expandir 20 milhões de nós um computador leva cerca de 2 - 4 horas. Foi feito
um segundo teste, ao invés de armazenar posições equivalentes do agente, foram
armazenada posições equivalentes, mas com esse teste o número de colisões de
estados caiu para menos de 10% e somente o problema número foi resolvido.

Resultados com o acréscimo das tabelas de hash no
Rolling Stone. [1] Junghanns, A.



A figura acima representa o esforço que o programa fez para resolver os tabuleiros, O
eixo vertical representa o número de nós expandidos para resolver o problema, e o
eixo horizontal o número de problemas que foram resolvidos.
R0 representa o programa Rolling Stone com os estimadores de limite inferior mais a
busca IDA*, R1 = R0 + Tabelas de Hash.

Ordenação de Movimentos

Ao invés de visitar estados sucessores em uma ordem arbitrária, essa técnica permite
visitar os melhores estados sucessores antes dos demais. Dessa maneira podemos
empurrar uma mesma pedra várias vezes seguidas até a área das metas, deixando
mais espaço disponível no tabuleiro para movimentar as caixas restantes.
O esquema de ordenação dos movimentos preserva a inércia do movimento, ele faz
isso da seguinte maneira:

1. Caixas que já estavam em movimento são consideradas antes
2. Então todos os movimentos que diminuem a estimativa de limite inferior,
movimentos ótimos, ordenados pela distância da caixa que foi empurrada até a meta
que ele está designada e com as caixas que estão mais próximas das metas antes, são
consideradas
3. Então todos movimentos não ótimos são tentados e são ordenados como os
movimentos ótimos.

Além disso essa técnica só é usada na última iteração do IDA* pois não faz sentido
gastar processamento ordenando os movimentos dos nós internos já que teremos que
percorrer eles de qualquer maneira, e como o tamanho da árvore cresce
exponencialmente a cada iteração, teremos um grande ganho de performance se
conseguirmos terminar a última iteração o mais cedo possível, por isso os movimentos
da última iteração é que são ordenados.

Tabelas de Deadlock

No início do desenvolvimento do Rolling Stone foi codificado várias lógicas para
detectarem deadlocks que aconteciam enquanto a busca IDA* estava rodando. Porém
essa técnica era capaz de pegar somente deadlocks triviais, além disso, a cada nova
configuração de tabuleiros estava ficando mais difícil de codificar essas lógicas de
detecção de deadlock, dessa maneira outra técnica foi elaborada.
Um programa que roda antes da busca IDA* armazena todos os padrões de deadlock
de tamanho 5x4 em um banco de dados. Esse banco pode ser consultado durante a
busca IDA*. Toda vez que um movimento for gerado o algoritmo procura nesse banco
de dados para checar se na verdade não está gerando um deadlock, se não for esse
movimento é gerado.
Esse programa que roda offline é usado para enumerar todas as combinações de
paredes, caixas e espaços vazios em um tamanho fixo, nesse caso 5x4, para cada
combinação montada, uma busca era feita para verificar se era um padrão de deadlock
ou não. Essa informação é armazenada nas tabelas de deadlock que são
implementadas como árvores de decisão. Nós internos representam sub-padrões com
ponteiros para árvores sucessoras. Essa árvore sucessora representa o padrão do pai
mais uma pedra, um quadrado vazio ou uma parede. Cana nível da árvore de decisão
contém sub-padrões diferentes do mesmo formato. As folhas da árvore representam o
status do padrão se é deadlock ou não.
Duas tabelas de deadlock foram construídas para regiões de 5x4, contendo



aproximadamente 22 milhões de entradas. O que diferencia uma tabela da outra é a
ordem em que os quadrados do tabuleiro são buscados, com duas maneiras diferentes
de criar padrões de deadlock, mais padrões podem ser encontrados, uma vez que
conflitos com quadrados de metas podem às vezes ser evitados.

Como usar as tabelas de deadlock

Quando um movimento Ac - Ad vai ser gerado, o quadrado de destino, Ad, é usado
como base na tabela de deadlock, e a direção que a caixa foi empurrada é usada para
rotacionar a região. Se uma caixa for empurrada do quadrado Fh para o Fg, na figura
abaixa, então a tabela de deadlock deve cobrir a área de 5x4 limitadas por Hh, Hd, Ed
e Eh. Notem que a tabela pode ser usada para fazer a cobertura de outras regiões
também. Para maximizar o uso das tabelas, espelhamentos de padrões assimétricos
são feitos na direção em que a pedra foi empurrada.

Exemplo da cobertura das tabelas de deadlock. [1] Junghanns, A.

Resultados da adição das tabelas de deadlock:



Nós expandidos (vertical) X número de problemas resolvidos
(horizontal)

Limitações

Pode parecer razoável o tamanho dos padrões de deadlock detectados por essa técnica
5x4 já que o tamanho do tabuleiro é 20x20. Mas muitos deadlocks são encontrados
durante a busca IDA* e não são cobertos por essas tabelas, por outro lado é
impraticável construir tabelas de deadlock com padrões maiores.
Grande parte da eficácia dessas tabelas é perdido se um padrão de deadlock cobre
parte de uma área que contem metas. Uma vez que uma caixa está em uma meta ela
não precisa se movimentar mais, além disso muitas regras de deadlock não se aplicam
quando se trata de um quadrado meta.

Macro Túnel

Túnel ou corredor é uma parte do tabuleiro que restringe a mobilidade do agente a
apenas uma direção. A técnica de Macro Túneis trata esses corredores como se fossem
apenas uma única localização, ou seja, como o jogador só pode ir para uma direção
uma vez que entra dentro de um túnel, os movimentos intermediários dentro do túnel
não são gerados, eles são substituídos pelo movimento que leva o jogador até o fim do
túnel.

Túneis unidirecionais
São partes do tabuleiro que são compostas por articulações das paredes, ou seja, uma
vez que uma caixa é empurrada dentro dessa área, elas devem ser empurradas até o
outro lado, pois não existe caminho no tabuleiro que o agente possa fazer para
empurrar a caixa de volta para o lado por onde ela entrou.



Túnel unidirecional

Se uma caixa deve ser empurrada até o fim do túnel quando ela entrar nele, não há
motivos para os movimentos intermediários serem gerados. Na figura acima por
exemplo a técnica de macro túnel substitui os movimentos Dc-Ec, Ec-Fc, Fc-Gc, Gc-Hc,
Ic-Jc, Jc-Kc por Dc-Kc, e o contrário também Jc-Ic... é substituído por Jc-Dc.
Antes de fazer essa substituição uma checagem se o túnel não está vazia é feita, se o
túnel não estiver vazio a substituição não é feita pois seria um movimento inválido.
Além disso o movimento inicial também é apagado pois geraria um deadlock no
tabuleiro e não seria considerado pela busca. O uso dessa técnica além de diminuir a
profundidade da árvore de busca evita a geração de vários deadlocks.

Túneis bidirecionais
Túneis bidirecionais podem ser usados como uma área de armazenamento, ao
contrário dos túneis unidirecionais que não podem, pois há pelo menos dois caminhos
diferentes que ligam suas extremidades, dessa maneira o agente pode deixar a caixa
dentro de um túnel bidirecional, usar o outro caminho alternativo para empurrar a
caixa para o lado por onde ela entrou.

Túnel bidirecional

Como um túnel bidirecional pode ser usado como uma área de armazenamento, pelo
menos uma parada dentro desse túnel deve ser permitida. O lugar mais indicado para
estacionar a caixa dentro do túnel seria a área mais próxima a entrada pois a
estratégia é voltada para tentar fazer o menor número de movimentos com as caixas.
No caso dos túneis bidirecionais também é preciso fazer uma checagem antes de
substituir os movimentos intermediários dentro do túnel por um macro túnel pois uma
caixa já pode estar estacionada dentro dele.

Resultados da adição do macro túnel:



Nós expandidos (vertical) X número de problemas resolvidos
(horizontal)

Com a adição dos macro túneis um problema a mais foi resolvido comparado com a
versão anterior do Rolling Stone.

Links relevantes

Para acessar o trabalho completo de Andreas Junghanns acesse sua página.
http://www.cs.ualberta.ca/~games/Sokoban/

Veja um programa que resolve tabuleiros e mostra a animação da resolução.
http://docs.google.com/Doc?id=ddtqqfbt_26cwxjh9d9&hl=pt_BR

Sokoban Automatic solver, feito por Ken'ichiro Takahashi.
http://www.ic-net.or.jp/home/takaken/e/soko/index.html
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