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1 Introdução

Avanços nos estudos na área de bioinformática têm gerado uma grande

quantidade de dados. Esses dados escondem muitas informações e conheci-

mento que não são facilmente extraídos devido ao grande volume de variáveis.

Um exemplo desse problema é a classi�cação de vírus em pacientes infec-

tados com o HIV. O conhecimento e tecnologias atuais permitem que sejam

obtidas grandes quantidades de sequências genéticas e de proteínas do vírus,

sendo essas sequências importantes por possuírem informações relacionadas

a características especí�cas dos vírus de cada paciente, como a possível re-

sistência do vírus a uma determinada droga e sua suscetibilidade a outras.

Uma ferramenta capaz de detectar a relação entre as sequências de ami-

noácidos e a resistência a uma determinada droga, ou a uma combinação

delas, seria bastante útil na tomada de decisão sobre o tratamento de um

paciente. Essa ferramenta auxiliaria e automatizaria a classi�cação dos ví-

rus, tornando mais rápida e validando a classi�cação realizada pelo médico.

Partindo do conhecimento empírico, as sequências seriam analisadas através

de um algoritmo que devolveria sua classi�cação.

Até o presente momento, essas sequências são interpretadas manualmente

pelos especialistas, que contam com seu conhecimento e experiência para de-

cidir quais drogas são mais adequadas para um paciente, ou seja, a quais

drogas os vírus do paciente provavelmente são suscetíveis ou não e qual tra-

tamento deve ser o mais e�caz no combate à doença.

Com o intuito de gerar uma classi�cação automática, baseado em técnicas

de reconhecimento de padrões, este trabalho aplica métodos de agrupamento
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em dados de pacientes infectados com o vírus HIV em tratamento, reali-

zando a extração de informações importantes desses dados, como a presença

ou ausência de padrões de mutações nos vírus. Essas informações podem con-

tribuir para o desenvolvimento de estudos sobre o HIV e no estabelecimento

de tratamentos contra a doença, bem como a classi�cação automatizada dos

vírus.

Inicialmente são expostos os fundamentos biológicos e de reconhecimento

de padrões necessários para a exploração e estudo do tema, seguidos da pro-

posta de abordagem para o problema, os resultados, a análise dos resultados

e conclusão do trabalho.
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2 Fundamentos Biológicos

2.1 Mutações

Mutações são alterações das sequências de nucleotídeos do DNA, podendo

ocorrer inserções, remoções ou substituições desses nucleotídeos. As muta-

ções são permanentes, ou seja, são propagadas pelo processo de multiplicação

do DNA, no qual são feitas cópias a partir das sequências originais, e podem

gerar alterações na codi�cação de proteínas. As alterações se devem ao fato

de que as sequências de nucleotídeos do DNA contêm a informação necessária

para a determinação dos aminoácidos das proteínas e quando os nucleotídeos

são modi�cados, os aminoácidos também podem ser modi�cados.

A sequência de aminoácidos de uma proteína interfere na interação entre

ligações e posicionamento dos aminoácidos e quando ocorrem mutações é

possível que aconteçam modi�cações na estrutura e consequentemente na

função das proteínas, transformando sua atuação no metabolismo, já que as

funções das proteínas estão altamente ligadas a sua estrutura tridimensional

e as interações dessas com outras moléculas.

2.2 HIV e Resistência

O HIV, vírus da imunode�ciência humana, está suscetível às mutações

que geram diversidade de sequências trazendo a variabilidade genética. Essa

variabilidade possibilita a classi�cação dos vírus em tipos, subtipos e grupos

[1]. Estudos têm sido realizados no sentido de veri�car possíveis relações

existentes entre essas classi�cações e a capacidade de transmissão, patogeni-
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cidade e resposta a tratamentos [2-4].

Com a utilização de agentes antivirais no tratamento de doentes há seleção

de mutantes resistentes à ação de drogas que fazem com que o tratamento

seja ine�ciente. Assim, os vírus resistentes prevalecem, e não há resposta ao

tratamento. Porém, ainda pode haver outras drogas existentes às quais os

vírus são suscetíveis. Se o médico tiver acesso a essa informação o tratamento

pode ser realizado de forma mais especí�ca, resultando em um tratamento

muito mais e�caz.

A veri�cação e entendimento da possível ligação entre o material gené-

tico do vírus e resistência às drogas é uma informação de grande importância

quando considerados os tratamentos antiretrovirais em pessoas infectadas. A

resposta a tratamentos e a resistência de alguns vírus a certas drogas são um

dos maiores obstáculos à supressão do HIV durante a highly active antiretro-

viral therapy (HAART) [5-11], tratamento que utiliza vários medicamentos

em combinação. O surgimento de variantes resistentes às drogas tem limi-

tado a efetividade a longo prazo e com o estabelecimento da relação entre

resistência às drogas e tipos, subtipos ou grupos de HIV seriam possíveis

tratamentos personalizados e mais e�cientes.

Os médicos têm utilizado sua experiência no tratamento de pacientes

para de�nir quais medicamentos cada indivíduo deve tomar. No momento

não há estudos que utilizem métodos de análise de dados para veri�car se

há ou não grupos de mutações que ocorrem juntos, ou seja, que veri�quem a

existência de tipos e subtipos entre os vírus, ou que veri�quem numericamente

a correlação de mutações e resistência às drogas. As predições são dadas

majoritariamente pela intuição do médico. Portanto, é importante que sejam
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desvendadas as relações entre mutações e resistência baseando-se em métodos

de análise de dados.

A terapia contra o vírus da AIDS atualmente é voltada para a inibição da

transcriptase reversa (RT) e da protease (PR) que são de extrema importân-

cia para o vírus em sua replicação. A transcriptase reversa é utilizada para

produção de DNA a partir do RNA do vírus que irá então se incorporar ao

DNA da célula hospedeira. Já a protease é responsável pela clivagem de pro-

teínas, gerando proteínas maduras que estarão presentes no vírion, partícula

viral completa.

Por análises genéticas de vírus resistentes foi identi�cado um grande nú-

mero de mutações nesses genes. A transcriptase reversa é uma das maiores

responsáveis pela taxa de mutação ou variabilidade genética do HIV [12]. A

alta taxa de erros na transcriptase reversa, 1 em 10.000 bases, e grande velo-

cidade de replicação do vírus, 108-109 virions (partícula viral completa) por

dia, favorecem o acontecimento de mutações e a seleção de vírus resistentes.

2.3 Análise das sequências

Para análise da presença ou não de mutações nas proteínas transcriptase

reversa e protease de vírus são realizadas comparações com sequências já

conhecidas e estudadas como a cepa HXB2 (GenBank Accession Number

K03455) que é utilizada como padrão [16]. Essa comparação é feita pelo

alinhamento das sequências, método no qual há comparação dos aminoácidos

e computação de pontos para similaridades e dissimilaridades e o resultado é

o alinhamento com maior valor de pontos. Do alinhamento podemos inferir
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quais mutações estão presentes em cada vírus, sendo possível identi�cá-las

em cada um dos pacientes.

3 Fundamentos de Reconhecimento de padrões

3.1 Agrupamento

A partir da obtenção das sequências de aminoácidos, do alinhamento e

análise da presença ou não de mutações é gerada uma grande quantidade

de dados contendo grande volume de informação. Para que essa informação

seja extraída é necessária a realização da análise de dados, ou seja, a união,

modelagem e transformação a �m de destacar a informação contida nesses

dados.

A análise de dados é utilizada em diversos campos da ciência como a

biologia, a computação e a física e seu objetivo é encontrar características

importantes dos dados distinguindo as informações da aleatoriedade. Pode

ser dividida em exploratória, em que há formulação de hipóteses e tomada

de decisões, ou con�rmatória, em que há validação de modelos [17]. Dentro

da análise exploratória de dados, a técnica de agrupamento é empregada em

casos nos quais não há grande quantidade de informação prévia e existem

poucas hipóteses sobre os dados.

O agrupamento é a organização de uma coleção de padrões (dados), ge-

ralmente representados como vetores de medidas ou pontos no espaço mul-

tidimensional, em grupos baseados em similaridade [17]. Assim, um dado

pode ser representado por um vetor x :
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x = (x1, x2, ..., xn)

n dimensional, sendo n determinado pela quantidade de atributos que carac-

terizam o padrão x e, a partir dessa representação, pode-se tentar estabelecer

similaridades entre os padrões.

Essa técnica em que se procura agrupar dados quando ainda não se tem

grupos estabelecidos é chamada de classi�cação não-supervisionada. Na

classi�cação supervisionada os padrões já estão contidos em grupos pré-

estabelecidos e o objetivo é inserir novos elementos que ainda não estão

agrupados.

Os grupos ou clusters resultantes do processo devem possuir padrões com

propriedades em comum, ou seja, similares, sendo que padrões de um grupo

devem ser mais similares a padrões do mesmo grupo do que de grupos distin-

tos. Assim, a construção dos grupos pode ajudar na identi�cação de outliers

e na sugestão de hipóteses de relacionamentos entre os dados e sua estrutura,

ajudando na análise e extração de informações.

O agrupamento dos dados nesse método é baseado em medidas de dis-

tância ou similaridades. A de�nição de medidas de similaridades abrange

uma ampla variedade de possibilidades e geralmente envolve subjetividade

e escolhas como a natureza (discreta, contínua ou binária), escala (nominal,

ordinal ou intervalar) e outras características [18]. Essas escolhas in�uenciam

na disposição dos dados e, consequentemente, podem in�uenciar nas formas

dos grupos.

A medida de similaridade pode ser feita pela representação na forma

de coe�cientes de correlação, medidas de associação, como, por exemplo,
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frequências ou na forma de medidas de distâncias. O cálculo de distâncias,

que é frequentemente usado, pode ser realizado de várias maneiras:

Sendo x e y pontos n dimensionais:

• Distância de Manhattan: D(x, y) = |x1− y2|+ |x2− y2|+ ...+ |xn− yn|

• Ângulo entre dois vetores: θ = arccos(~x.~y/|~x||~y|)

• Distância Malahanobis: D(x, y) =
√

(~x− ~y)Σ−1(~x− ~y) , sendo Σ−1 a

matriz de covariância

• Medida Euclideana:

D(x, y) =
√

(x1 − y1)2 + (x2 − y2)2 + ...+ (xn − yn)2.

D(x, y) =
√

(x− y)′(x− y).

Além das diferentes representações dos cálculos de medidas de distâncias

também existem diferentes formas e técnicas para a criação dos agrupamen-

tos. Isso porque inerente à técnica do agrupamento há o problema da existên-

cia do grande número de combinações possíveis para a formação dos grupos,

mesmo quando um pequeno número de padrões é considerado. Dessa forma,

não é possível simular todas as combinações possíveis para a escolha de uma

delas e é preciso utilizar outras técnicas.

Os métodos de agrupamento podem então ser divididos em hierárquicos,

e não-hierárquicos. Métodos hierárquicos geram grupos em uma relação que

estabelece uma hierarquia entre os padrões e que pode ser representada na

forma de uma árvore chamada de dendrograma, como na Figura 1. Já os
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métodos não-hierárquicos geram grupos sem relação de hierarquia, com uma

única partição (Figura 2).

Figura 1: Exemplo de dendrograma

Figura 2: Exemplo de agrupamento não-hierárquico

3.2 Métodos Hierárquicos

Dentro dos métodos hierárquicos temos os aglomerativos e os divisivos.

Os aglomerativos iniciam com cada padrão pertencendo a grupos distintos

que são continuamente unidos até que se tenha um único grupo contendo

todos os elementos. Já os divisivos têm, no início, um único grupo contendo
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todos os padrões, e esse grupo é dividido em grupos menores até que se tenha

o mesmo número de elementos e grupos.

As divisões ou uniões de agrupamentos em ambos os casos são realiza-

das de acordo com as medidas de similaridades dos elementos. No caso de

métodos aglomerativos, inicialmente são agrupados os dois elementos mais

similares ou menos distantes, então são recalculadas as medidas como se es-

ses elementos fossem um único e então novamente são unidos os dois mais

similares ou menos distantes e até que se tenha um grupo único. Nos méto-

dos divisivos, o grupo é dividido em dois subgrupos de forma que os novos

subgrupos sejam o menos similar entre si possível, são recalculadas as simila-

ridades ou distâncias, divididos os grupos novamente e assim por diante até

que se tenham as mesmas quantidades de grupos e elementos.

Os passos de junções realizados pelos algoritmos hierárquicos podem ser

visualizados nos dendrogramas gerados. Os �galhos� representam os grupos

que se unem nos nós em diferentes níveis de fusão que indicam as similari-

dades ou distâncias, como podemos veri�car na Figura 1 em que são unidos

{b, c} e {d,e} inicialmente, então em um nível acima o grupo {d,e} é unido

a {f}, para depois ser unido a {b,c} que em somente um nível mais acima é

unido a {a}.

3.2.1 Métodos Aglomerativos Hierárquicos

Os métodos aglomerativos hierárquicos são representados basicamente

pelo Vizinho Mais Próximo (single linkage), o Vizinho Mais Distante (com-

plete linkage) e o método da ligação média não ponderada (average linkage

ou UPGMA (Unweighted Pair Group Method with Arithmetic mean)). Nos

12



três métodos só se distingue a maneira como é calculada a distância entre os

grupos quando é realizada uma junção. No Vizinho Mais Próximo a distância

entre dois grupos é a menor das distâncias entre um elemento de um grupo e

um elemento do outro grupo. No método Vizinho Mais Distante a distância

entre dois grupos é dada pela maior das distâncias entre um elemento de um

grupo e um elemento do outro grupo. Já no método da ligação média não

ponderada as distâncias são dadas pelas distâncias médias entre os pares de

elementos dos grupos.

O algoritmo geral para métodos aglomerativos hierárquicos é dado por

[18]:

1. Comece com N grupos, cada um contendo uma única entidade e uma

matriz simétrica NxN de distâncias (ou similaridades) D = dik.

2. Procure pelo par de grupos mais próximos na matriz de distâncias

(similaridades). Seja duv a distância entre esses grupos U e V .

3. Una os grupos U e V . Nomeie o novo grupo (UV ). Atualize as entradas

da matriz apagando as linhas e colunas correspondentes aos grupos U

e V e adicionando uma linha e uma coluna com as distâncias entre o

grupo (UV ) e os outros grupos.

4. Repita os passos 2 e 3 por N−1 vezes. (Todos os objetos estarão em um

único grupo ao �nal do algoritmo). Guarde a identidade dos grupos

que são unidos e os níveis (distâncias ou similaridades) nos quais as

uniões são realizadas.

Os algoritmos aglomerativos hierárquicos são similares, no entanto não
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produzem resultados idênticos quando utilizados com os mesmos dados e me-

didas de similaridades ou distâncias. O algoritmo do Vizinho Mais Próximo,

por exemplo, não consegue distinguir grupos próximos porque se utiliza da

menor distância para uni-los. Porém, diferentemente da maioria dos outros

métodos, consegue construir grupos de formatos não-elípticos, pois tem ten-

dência a reconhecer grupos alongados, conhecidos como chaining. O chaining

pode in�uenciar no agrupamento uma vez que seus elementos das extremi-

dades podem ser bastante distantes ou pouco similares.

Em oposição ao algoritmo Vizinho Mais Próximo que identi�ca grupos

alongados [19], o algoritmo Vizinho Mais Distante identi�ca grupos forte-

mente ligados ou compactos [20].

Além dessas diferenças, os métodos Vizinho Mais Próximo e Vizinho Mais

Distante não têm seus resultados alterados quando as distâncias ou similari-

dades têm seus valores alterados mantendo-se a ordem relativas dos dados,

ao contrário do que ocorre no método da Ligação Média Não Ponderada em

que o resultado é alterado.

Esses algoritmos não consideram fontes de variações ou erros, como ou-

tliers, podendo ter a determinação dos grupos in�uenciada por esses dados.

Caso ocorra um agrupamento incorreto nas etapas iniciais do algoritmo, não

há correção e se faz necessário um exame cuidadoso dos grupos gerados. Para

se obter maior segurança quanto aos resultados, diversos algoritmos podem

ser testados, bem como formas de cálculo de distâncias ou similaridades,

sendo observadas as consistências das informações obtidas. Ainda, a esta-

bilidade pode ser testada inserindo-se pequenas perturbações aos dados, já

que, se bem distintos, os grupos não devem ser alterados.
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3.3 Métodos Não-Hierárquicos

Algoritmos de agrupamento não-hierárquicos obtêm uma única partição

dos dados ao invés de dendrogramas como nos algoritmos hierárquicos [17].

Nesse método é necessária a de�nição, antecipada ou durante o processo, do

número de grupos que se deseja ter no �nal. Além disso, pelo fato de que não

é necessária a utilização da matriz de distâncias e nem a sua manipulação e

armazenamento, métodos não hierárquicos podem ser utilizados para dados

muito mais numerosos do que métodos hierárquicos.

Métodos não-hierárquicos iniciam de uma partição inicial de itens em

grupos ou de um conjunto inicial de seed points que irão formar os núcleos dos

grupos que devem ser escolhidos de forma não tendenciosa, aleatoriamente.

3.3.1 Método K-Médias

Um dos algoritmos mais populares e comuns entre os não-hierárquicos

é o K-Médias, ou K-Means, que une os padrões de acordo com a maior

proximidade ao centro, também chamado de centróide, de um grupo. Para

tanto, o centro é de�nido como sendo a média aritmética de cada uma das

dimensões das distâncias de todos os pontos do grupo. Os centróides são

de�nidos aleatoriamente no início ou são criados tantos grupos aleatórios

quanto se queira.

O algoritmo geral para o método K-Médias é dado por [18]:

1. Particione os padrões em K grupos iniciais

2. Siga pela lista de itens, inserindo-os ao grupo cujo centróide é o mais

próximo. Recalcule o centróide do grupo recebendo o novo item e
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retirando itens removidos.

3. Repita o passo 2 até que não haja mais inserções a serem feitas

Para testar a estabilidade dos resultados, pode-se executar repetidamente

o algoritmo com partições iniciais distintas. Além disso, as informações ob-

tidas em um primeiro resultado podem ser utilizadas para rearranjar os ele-

mentos em ordem de acordo com os agrupamentos hipotéticos do primeiro

resultado. Outra possibilidade é criar uma tabela com centróides e variâncias

entre grupos.

O K-Médias é fácil de ser implementado e possui complexidade O(n),

sendo n o número de padrões. Porém, é possível perceber que os grupos

obtidos pelo método são dependentes das escolhas iniciais dos grupos ou dos

centróides. Como consequência disso, muitas variantes do algoritmo foram

criadas, inclusive na tentativa de escolher uma boa partição inicial.

Uma forma de variante fornece a possibilidade de se separar ou unir os

grupos resultantes de acordo com distâncias limites pré-determinadas. As-

sim, se dois grupos estão mais próximos do que certa distância eles são unidos,

e caso um grupo tenha elementos mais distantes do que certo valor, ele será

dividido.

Uma segunda desvantagem dos algoritmos não-hierárquicos é a �xação do

número de grupos, que pode interferir caso sejam escolhidos como centróides

dois elementos que devem pertencer a um mesmo grupo ou caso haja um

outlier que pode criar um grupo com itens dispersos. Além disso, mesmo

que haja exatamente K grupos, os dados do menor grupo podem não ser

representativos o su�ciente para se conseguir representar o grupo e um novo
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grupo arti�cial pode ser forçadamente criado.

3.4 Conclusão

Algoritmos hierárquicos são mais versáteis do que não-hierárquicos. Por

exemplo, o Vizinho Mais Próximo funciona bem em dados não-isotrópicos

(não uniformes em todas as direções) com grupos bem separados, em forma

de cadeia e concêntricos. Já algoritmos como o K-Médias funcionam bem com

dados isotrópicos [21]. No entanto, o tempo e complexidade dos algoritmos

não-hierárquicos são menores [22].

Em aplicações em dados biológicos não há experimentos que consolidem

o uso de um método especí�co para agrupamento. Dessa forma, o presente

trabalho aplica diferentes métodos, analisando seus resultados para veri�car

qual o mais adequado para esse tipo especí�co de dados.

4 Atividades Realizadas

4.1 Representação e manipulação dos dados

Numa primeira análise, foram utilizados 14393 dados de pacientes infec-

tados com o vírus HIV contendo sua identi�cação, classi�cação do subtipo

do vírus e sequências parciais da transcriptase reversa e protease. As sequên-

cias de protease e transcriptase reversa tiveram posições pré-selecionadas de

acordo com estudos que caracterizam algumas posições nas sequências de

aminoácidos dessas proteínas como sendo chaves para a classi�cação do vírus

(38 posições da transcriptase reversa e 44 posições da protease).
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Numa segunda análise, 13213 sequências completas de transcriptase re-

versa ( 335 posições ) e protease ( 99 posições ) foram utilizadas com identi-

�cação e classi�cação de subtipo do vírus.

Todas as sequências continham para cada posição os valores # caso a

posição contivesse o mesmo aminoácido da sequência padrão ou a sigla de um

aminoácido caso possuísse outro aminoácido diferente da sequência padrão.

Com intuito de facilitar a análise de dados, foi empregada a representa-

ção binária para as sequências de transcriptase reversa e protease de forma

que quando em uma posição havia a sigla de um aminoácido resultante de

mutação essa posição era representada pelo valor 1 e quando a posição pos-

suía um aminoácido igual ao da sequência padrão esse símbolo era trocado

pelo valor 0. Assim, os dados podem ser interpretados como vetores em um

espaço N dimensional, com N variando com o tamanho das sequências de

aminoácidos, nos quais as coordenadas valem 0 ou 1.

4.2 Medida de Dissimilaridade

A medida de dissimilaridade aplicada nos dados foi a medida Euclideana,

sendo que as sequências eram comparadas duas a duas em cada uma das

posições sendo atribuídos os valores:

D(x, y) =
n∑

j=1

(xj − yj)
2 =

 0 caso xj = yj = 1 ou xj = yj = 0

1 caso xj 6= yj

tal que x e y são sequências binárias de dados N dimensionais, para j va-

18



lendo de 1 a N . As dissimilaridades entre as sequências são então dadas pelo

somatório dos valores atribuídos a cada uma das comparações nas posições.

4.3 Implementação do método Vizinho Mais Próximo

Dentre os métodos de agrupamento hierárquicos foi escolhido o Vizinho

Mais Próximo para implementação. Como toda informação necessária para o

agrupamento com o método Vizinho Mais Próximo está na MST construída

a partir dos dados e algoritmos que encontram a MST são e�cientes para

tal propósito [21], o Vizinho Mais Próximo foi implementado como a busca

pela MST do algoritmo de Kruskal com o armazenamento das informações de

inserção dos vértices na MST (ordem de entrada, aresta utilizada na inserção

e custo da aresta).

No algoritmo as arestas do grafo representam as dissimilaridades entre

os dados que são representados pelos vértices. As arestas são colocadas em

ordem crescente de tamanho e são percorridas nessa ordem, de forma que se o

vértice ainda não pertence a MST (não pertence a nenhum grupo) é inserido

na MST (é inserido no mesmo grupo do outro vértice da aresta). Como se

trata de um grafo completo, todos os elementos pertencem a um único grupo

no �nal da execução do algoritmo e todos os vértices são visitados.

As informações de inserção na MST são importantes para o algoritmo

de agrupamento, pois determinam quais grupos estão sendo unidos ao longo

da execução do algoritmo e qual o valor da dissimilaridade utilizada em tal

união (qual o valor do "galho"no dendrograma).
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Algoritmo para o método Vizinho Mais Próximo com Kruskal:

1. Dados são inseridos no grafo

2. São calculadas as dissimilaridades dos dados

3. São colocadas em uma lista e ordenadas as arestas do grafo

4. Busca-se a aresta de menor custo cujo vértice ainda não esteja na MST

5. O vértice é inserido na MST e a aresta utilizada tem seu custo arma-

zenado

6. Segue-se inserindo os vértices na MST até que todos os vértices sejam

inseridos

Da aplicação do algoritmo sobre os dados foram gerados dendrogramas

com o auxílio do programa Matlab para dados de protease e transcriptase

reversa (Figura 3) , apenas para sequências de protease (Figura 4) e apenas

para sequências de transcriptase reversa (Figura 5).
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Figura 3: Dendrograma para dados de protease e transcriptase reversa
(sequências parciais)
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Figura 4: Dendrograma para dados de protease (sequências parciais)
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Figura 5: Dendrograma para dados de transcriptase reversa (sequências par-
ciais)
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Nota-se que os �galhos� do dendrograma não são muito grandes (as dissi-

milaridades são baixas), o que signi�ca que, com a forma de métrica utilizada,

os dados podem ser representados por pontos próximos uns dos outros e não

há grande dissimilaridade entre eles. Portanto, as sequências de proteínas

são bastante parecidas e conservadas, o que deve ser verdadeiro uma vez que

são bastante importantes para o vírus.

Como em um dendrograma com essa quantidade de elementos a visua-

lização dos grupos é difícil, arquivos de texto ajudaram na exploração dos

agrupamentos gerados pelo algoritmo. Fazendo cortes em diferentes níveis

de um dendrograma obtemos diferentes agrupamentos dos dados (Figura 6),

assim, arquivos foram gerados para cada valor de dissimilaridade. Os arqui-

vos continham a quantidade de grupos em cada nível de dissimilaridade e a

constituição dos grupos (Tabelas 1-5).
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Figura 6: Impressão dos clusters gerados pelo Vizinho Mais Próximo
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Tabela 1: Método Vizinho Mais Próximo com sequências de Transcriptase
Reversa

19 Centróides, 13213 Dados
Dissimilaridade de Corte Quantidades de Grupos Quantidades Elementos

1

12901 1
117 2
3 3
1 4
1 5
1 60

2

12774 1
172 2
6 3
2 4
1 5
1 64

4

12307 1
315 2
16 3
6 4
1 5
1 7
1 65
1 1277

6

11151 1
419 2
28 3
5 4
3 5
1 9
1 53
1 944
1 99
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Tabela 2: Continuação Método Vizinho Mais Próximo com sequências de
Transcriptase Reversa

19 Centróides, 13213 Dados
Dissimilaridade de Corte Quantidades de Grupos Quantidades Elementos

8

8919 1
423 2
28 3
6 4
1 5
1 3335

10

6299 1
314 2
22 3
3 4
1 6208
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Tabela 3: Método Vizinho Mais Próximo com sequências de Protease
13213 Dados

Dissimilaridade de Corte Quantidades de Grupos Quantidades Elementos

1

8913 1
335 2
39 3
11 4
5 5
1 7
1 8
1 14
1 3415

2

86583 1
310 2
37 3
17 4
5 5
2 6
1 7
1 8
3 11
1 64
1 28
1 29
1 5625

4

3005 1
185 2
23 3
4 4
1 9734

6

938 1
44 2
5 3
1 12172

8
212 1
5 2
1 12991

10
40 1
1 13173
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Tabela 4: Método Vizinho Mais Próximo com Sequências Parciais de Prote-
ase e Transcriptase Reversa

14393 Dados
Dissimilaridade de Corte Quantidades de Grupos Quantidades Elementos

1

12243 1
293 2
27 3
6 4
4 5
1 6
1 87
1 1346

2

10466 1
347 2
35 3
12 4
7 5
2 6
2 7
2 8
1 9
1 11
1 2983

4

6563 1
305 2
35 3
9 4
3 5
4 6
1 33
1 7007

6

3246 1
210 2
22 3
2 4
2 5
2 6
1 33
1 10631
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Tabela 5: Continuação Método Vizinho Mais Próximo com Sequências Par-
ciais de Protease e Transcriptase Reversa

14393 Dados
Dissimilaridade de Corte Quantidades de Grupos Quantidades Elementos

8

1197 1
81 2
9 3
3 4
1 5
1 31
1 12959

10

344 1
20 2
2 3
1 14003

Os arquivos gerados mostram que os dados tendem a formar grupos uni-

tários nos níveis menores de dissimilaridade e grupos abrangendo a maioria

das sequências nos níveis maiores de dissimilaridades. Assim, observa-se que

não há formação de grupos com a utilização dessa métrica e essa técnica

para esses dados. Esse resultado pode ter sido in�uenciado pela medida

de similaridade utilizada, não sendo essa capaz de medir adequadamente as

similaridades entre os dados.

No auxílio à análise de dados, também foram construídos grá�cos con-

tendo a frequência de ocorrência de mutações com mudança de aminoácidos

para cada posição. Ou seja, a cada comparação entre duas sequências, eram

veri�cadas quais posições possuíam aminoácidos diferentes, resultando em

um grá�co que mostra quais posições possuem maior variação de aminoáci-

dos.
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Figura 7: Grá�co de disimilaridades por posição com protease e transcriptase
reversa
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Figura 8: Grá�co de disimilaridades por posição com transcriptase reversa
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Figura 9: Grá�co de disimilaridades por posição com protease
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4.4 Implementação do método K-Médias

Como algoritmo não-hierárquico, foi escolhido K-Médias que é um dos

mais utilizados como técnica de agrupamento. A implementação do algoritmo

K-Médias foi dada segundo [18].

A di�culdade da utilização desse método é dada na escolha correta dos

centróides, uma vez que essa decisão interfere no resultado �nal, podendo

gerar agrupamentos arti�ciais caso os centróides não sejam bem escolhidos.

É necessário escolher cuidadosamente os centróides de forma que cada uma

das sequências escolhidas represente bem os grupos existentes.

Como ponto de partida para a escolha dos centróides utilizou-se os re-

sultados do experimento com o método Vizinho Mais Próximo, sendo que

as sequências agrupadas com maiores e sequências com menores valores de

dissimilaridades foram escolhidas como centróides. Com essa escolha de cen-

tróides o agrupamento não foi bem sucedido, pois não formou grupos distintos

e sim um grande grupo abrangendo todos os dados.

Em um segundo experimento, um especialista selecionou algumas sequên-

cias dentre as da tentativa anterior de acordo com sua experiência e conhe-

cimento. Para sequências parciais também não foram obtidos grupos bem

de�nidos nessa tentativa de agrupamento (Tabela 6). Já com as sequências

completas (Tabelas 7 e 8), houve a formação de alguns grupos, mas ainda

não se obteve os grupos esperados.
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Tabela 6: Método K-Médias com Sequências Parciais de Transcriptase Re-
versa e Protease

14393 Dados
Centróides Quantidades de Grupos Quantidades Elementos

XB - 6 centróides 1 13213

XC - 6 centróides
1 14391
1 2

XF - 6 centróides
1 14391
1 2

XXF - 6 centróides 1 13213

XB,XC,XF,XFF - 19 centróides
1 14391
1 2

Tabela 7: Método K-Médias com Sequências de Transcriptase Reversa
13213 Dados

Centróides Quantidades de Grupos Quantidades Elementos

XB - 6 centróides
1 13186
1 2
1 25

XC - 6 centróides 1 13213

XF - 6 centróides
1 2177
1 10977
1 59

XXF - 6 centróides 1 13213

XB,XC,XF,XFF - 19 centróides

1 12648
1 367
1 155
1 24
1 11
1 4
1 2
2 1
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Tabela 8: Método K-Médias com Sequências de Protease
13213 Dados

Centróides Quantidades de Grupos Quantidades Elementos

XB - 6 centróides
1 13206
1 7

XC - 6 centróides 1 13213

XF - 6 centróides
1 6785
1 6411
1 17

XXF - 6 centróides 1 13213

XB,XC,XF,XFF - 19 centróides
1 13203
1 10

Em ambas as aplicações, os dados tenderam a se unir em um único grupo.

Isso pode ter acontecido pelo fato de o tipo de cálculo de dissimilaridade

utilizado não ser o mais adequado para os dados e não expressar bem as

dissimilaridades.

5 Conclusão

Os agrupamentos obtidos dos métodos Vizinho Mais Próximo e K-Médias

podem re�etir a conservação das sequências de transcriptase reversa e prote-

ase na multiplicação do vírus HIV pela importância que essas duas proteínas

possuem para sua replicação. A escolha da medida de Distância Euclideana

pode não ter sido capaz de retratar bem as diferenças entre as sequências e

pode ter impedido a obtenção de agrupamentos verdadeiros.

Na tentativa de se obter grupos consistentes de ambos os métodos, estu-

dos futuros podem utilizar outras métricas de distância ou outros tipos de

cálculos de similaridades a �m de destacar as diferenças entre as sequências.

36



Outra possibilidade é utilizar o cálculo de Distância Euclideana, mas com

pesos diferentes para as diferentes posições de acordo com estudos sobre os

aminoácidos que constituem as sequências dessas proteínas.

As aplicações de outros métodos também podem ser mais bem sucedidas

para esse tipo e distribuição de dados.
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7 Parte Subjetiva

O trabalho de formatura me permitiu ter contato com um estudo acadê-

mico com aplicação prática direta, o que foi bastante motivador, bem como

a temática do HIV que é bastante interessante e importante de ser estudada.

Durante o trabalho, foi de grande importância a interação entre o orien-

tador, a orientada e a especialista na área médica. Como as duas áreas são

bastante distintas, é necessário que haja disposição e determinação para que

se consiga entender os conceitos e os diferentes pontos de vista.

Várias disciplinas lecionadas ao decorrer do curso foram importantes para

o desenvolvimento desse estudo, tais como:

1. MAC0110 - Introdução à Computação, MAC0122 - Princípios de De-

senvolvimento de Algoritmos e MAC 323 - Estruturas de Dados que

forneceram os fundamentos para programação

2. MAC0211 - Laboratório de Programação I e MAC0242 - Laboratório de

Programação II que mostraram utilidade de ferramentas como o Latex

e mostraram na prática como acontece o desenvolvimento de programas

3. MAC0460 � Aprendizagem computacional: modelos, algoritmos e apli-

cações que mostrou algumas abordagens para problemas de classi�ca-

ção e clusterização

4. MAC0328 - Algoritmos em Grafos que introduziu o conceito de grafos

e a aplicação em diferentes problemas

Apesar de ainda não ter sido atingido os resultados exatamente como
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desejado, os ajustes de alguns parâmetros e a utilização de outros métodos

poderão auxiliar na obtenção do objetivo almejado.

No momento, esse estudo está sendo explorado com a aplicação de outros

métodos e abordagens, como por exemplo a utilização de árvores binárias nas

quais os nós internos representam a presença ou não de certas mutações nas

sequências e nos níveis das folhas se tem a formação de diferentes grupos.

Outro método de análise que está sendo aplicado é a utilização da repre-

sentação dos dados como sequências binárias ordenadas. Esta análise permite

levar em consideração a posição em que ocorre a mutação e pode auxiliar na

elucidação dos agrupamentos existentes.

A bioinformática, a análise de dados e o reconhecimento de padrões se

mostraram áreas de pesquisa bastante interessantes e uma direção interes-

sante a ser tomada no futuro.
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