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Resumo

Eduardo do Nascimento Evaristo. Técnicas de aprendizado de máquina para predi-
ção de fenótipos em bactérias. Monogra�a (Bacharelado). Instituto de Matemática e

Estatística, Universidade de São Paulo, São Paulo, 2021.

A metagenômica é o estudo do material genético obtido a partir de amostras ambientais, conhecido

como metagenoma. Os MAGs, metagenome-assembled genomes, são genomas montados de amostras

metagenômicas que podem representar novas unidades taxonômicas. O fato de serem novas unidades

di�culta as compreensões de suas capacidades metabólicas, e portanto justi�cam o uso de aprendizado de

máquina para facilitar tal compreensão. Fenótipos podem ser entendidos como as características de um

organismo. Para este estudo tivemos dois fenótipos de interesse:

• Temperatura de crescimento, que caracteriza as temperaturas ótimas, mínimas e máximas de cresci-

mento de um organismo. Exemplos desse fenótipo são seres psicró�los (15°C 20°C), mesó�los (20°C

45°C) e termó�los (50°C 122°C).

• Tipo de metabolismo do organismo. Por exemplo �xação de nitrogênio, que diz respeito à capaci-

dade de um organismo converter nitrogênio gasoso em amônia ( N2 → NH3) ou outro composto

nitrogenado. Exemplos de bactérias �xadoras de nitrogênio são as rizóbias, quando �xadas nas raízes

de leguminosas, e as cianobactérias. Outros exemplos de metabolismo são redutores de sulfato e

redutores de nitrato.

Este trabalho teve como objetivo predizer as capacidades fenotípicas acima através de técnicas e al-

goritmos de aprendizado de máquina, a partir de sequências codi�cadoras de proteínas identi�cadas dos

organismos utilizados. Foram consideradas para predição técnicas como redes neurais, support vector machines
(SVM) e regressão logística.

Palavras-chave: Machine-learning. Predição de fenótipos. Grupos Ortólogos





Abstract

Eduardo do Nascimento Evaristo. Título do trabalho. Capstone Project Report (Ba-

chelor). Institute of Mathematics and Statistics, University of São Paulo, São Paulo,

2021.

Metagenomics is the study of genetic material obtained from environmental samples, known as metage-

noma. MAGs, metagenome-assembled genomes, are genomes assembled from metagenomic samples that

may represent new taxonomic units. The fact that they are new units makes it di�cult to understand their

metabolic capabilities, and therefore justify the use of machine learning to facilitate such an understanding.

Phenotypes can be understood as the characteristics of an organism. For this study we had two phenotypes

of interest:

• Growth temperature, which characterizes the optimal, minimum and maximum growth temperatures

of an organism. Examples of this phenotype are psychrophilic beings (15 ° C 20 ° C), mesophiles (20

° C 45 ° C) and thermophiles (50 ° C 122 ° C).

• Nitrogen �xation, which refers to the ability of an organism to convert gaseous nitrogen into ammonia

(N2 → NH3) or another nitrogenous compound. Examples of nitrogen-�xing bacteria are rhizobia,

when attached to the roots of legumes, and cyanobacteria.

This work aimed to predict the phenotypic capabilities above through machine learning techniques and

algorithms, from coding sequences of proteins identi�ed from the organisms used. Techniques such as neural

networks, support vector machines (SVM) and logistic regression were considered for prediction.

Keywords: Machine-learning. Phenotype prediction. Ortholog Groups
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Capítulo 1

Introdução

1.1 Contextualização

A bioinformática é o estudo da aplicação de técnicas da informática, matemática e
estatística para análise de dados, geração e gerenciamento de informação na biologia. A
bioinformática auxilia na obtenção e comparação de dados genéticos, na compreensão
da árvore evolutiva, no sequenciamento e anotação de genomas entre muitas outras
coisas.

1.2 Justi�cativa

A metagenômica é o estudo do material genético obtido a partir de amostras ambientais,
conhecido como metagenoma. Os MAGs, metagenome-assembled genomes, são genomas
montados de amostras metagenômicas que podem representar novas unidades taxonô-
micas. O fato de serem novas unidades di�culta as compreensões de suas capacidades
metabólicas, uma vez que não é possível relacioná-las com outras unidades taxonômicas
e portanto justi�cam o uso de técnicas de aprendizado de máquina para facilitar tal
compreensão.

1.3 Motivações

Decidi trabalhar com esse tema devido à sua natureza, pois sempre tive interesse
em aplicar o conhecimento obtido na computação em outras áreas e tive o prazer de
trabalhar um pouco com a bioinformática. Nos últimos anos do curso me interessei pela
Inteligência Arti�cial e fazer este trabalho de conclusão de curso foi uma oportunidade
para me aprofundar na área e descobrir um pouco mais sobre bioinformática.
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1.4 Objetivos
Este trabalho teve como objetivo testar métodos para predição dos fenótipos tem-

peratura de crescimento e tipo de metabolismo em bactérias a partir de seu genoma,
especi�camente analisando suas sequências codi�cadoras de proteínas com técnicas de
aprendizado de máquina.
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Capítulo 2

Conceitos

Para um entendimento completo deste trabalho, abaixo serão explicados alguns con-
ceitos importantes tanto da computação quanto da biologia e bioinformática.

2.1 Biologia e Bioinformática

2.1.1 Genética

DNA e RNA

O ácido desoxirribonucleico, conhecido como DNA (deoxyribonucleic acid), é um com-
posto orgânico no qual encontra-se as informações necessárias para o desenvolvimento,
funcionamento e transmissão de características hereditárias do ser vivo. Em seres eucariotos
o DNA se encontra dentro do núcleo e em seres procariotos o DNA se encontra disperso no
citoplasma. Já o ácido ribonucleico, conhecido como RNA (ribonucleic acid), é responsável
codi�cação e descodi�cação durante o processo de tradução de proteínas.

Tanto o DNA quanto o RNA são compostos por uma cadeia de nucleotídeos ligados
em combinações especí�cas. Um nucleotídeo é formado por um grupo fosfato, um açúcar
(desoxirribose no caso do DNA e ribose no RNA) e uma base nitrogenada, que pode ser
uma das quatro: adenina (A), citosina (C), guanina (G) ou timina (T), para o DNA, ou
uracila (U), para o RNA.
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Figura 2.1: Estrutura de RNA e DNA DNA e RNA

Genes e Cromossomos

Um gene pode ser de�nido como "a unidade física e funcional fundamental da heredi-
tariedade. Um gene é uma sequência ordenada de nucleotídeos localizada em uma posição
particular em um cromossomo particular que codi�ca um produto funcional especí�co
(isto é, uma proteína ou molécula de RNA)."2.

Um cromossomo é uma estrutura compacta que contém informação genética , isto é,
vários genes e sequências de nucleotídeos com funções especí�cas nas células dos seres
vivos, ele é formado por uma única molécula de DNA.3 A ordem dos nucleotídeos de
uma molécula de DNA pode ser determinada através dos métodos de sequenciamento de
DNA.

Figura 2.2: Cromossomo

https://commons.wikimedia.org/wiki/File:Difference_DNA_RNA-EN_BW.svg
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Homologia

A homologia é o compartilhamento de uma estrutura biológica entre organismos
diferentes que possuem origem comum, pois foi herdada de um ancestral em comum. Os
genes de organismos distintos que foram herdados a partir do mesmo ancestral são ditos
genes homólogos. Podemos citar três tipos de homologia entre genes: ortólogos, parálogos
e xenólogos, nosso interesse aqui é na ortologia.

Genes que divergiram pelo processo de especiação e a história do gene re�ete a história
da espécie são chamados de ortólogos. Genes ortólogos tendem a conservar função.4.

A identi�cação de ortólogos constitui uma das tarefas fundamentais da biologia mole-
cular e evolucionária,5diversos bancos de dados que fornecem relações ortólogas foram
desenvolvidos ao longo dos anos e têm sido utilizados para diversas funções. Entre elas
para a comparação de organismos por categorias funcionais.6

2.2 Computação

2.2.1 Aprendizado de máquina
No aprendizado de máquina supervisionado, algoritmos são utilizados para gerar

modelos preditivos a partir da observação de um conjunto de dados rotulados, isto é, dados
já classi�cados, este conjunto é mais conhecido como conjunto de treinamento. Nesse
caso os rótulos do conjunto de treinamento utilizado são referentes ao fenótipo, como
"alta temperatura", "baixa temperatura"etc.. Dessa forma, um algoritmo de classi�cação
buscará produzir um modelo preditivo generalizador, baseado nas informações contidas
no conjunto de treinamento, que seja capaz de classi�car dados cujo rótulo é desconhecido.
Quando os valores a serem preditos são limitados e discreto, temos um problema de
classi�cação, quando estes valores são contínuos, temos um problema de regressão. 7. Para
a predição dos fenótipos neste projeto foram utilizadas redes neurais e regressão logística,
que serão explicadas abaixo.

2.2.2 Redes Neurais
"Redes Neurais Arti�ciais são técnicas computacionais que apresentam um modelo

matemático inspirado na estrutura neural de organismos inteligentes e que adquirem
conhecimento através da experiência."8. Uma rede neural é composta por várias unidades
de processamento, que recebem valores de entrada e realizam uma operação sobre eles, pro-
duzindo então uma saída que pode servir de entrada para outra unidade de processamento
em uma camada adiante.

Normalmente cada valor de entrada é multiplicado por um peso e somado ao produto
seguinte e ao �nal é aplicada uma função de ativação.
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Figura 2.3: Unidade de processamento de uma rede neural Redes Neurais

Na maioria dos modelos esses pesos são atualizados de acordo com uma função custo
a cada iteração, isto é, a cada exemplo fornecido para a rede.

A arquitetura de uma rede neural é normalmente organizada em camadas, que podem
ser divididas em camada de entrada, camadas intermediárias e camada de saída.

Figura 2.4: Arquitetura de uma rede neural genérica Redes Neurais

2.2.3 Regressão Logística
A regressão logística é um algoritmo de classi�cação utilizado para predizer um con-

junto de classes discretas, é um método de análise preditiva baseada em probabilidade. A
lei da função logística é descrita por:

p(i) = 1
1 + e(b0 + b1x1, i + ... + bnxn, i)

(2.1)

Como podemos ver função de probabilidade nada mais é que uma combinação linear da
entrada xi , ..., xn e b0, ..., bn são seus pesos. A função custo utilizada para atualização do
vetor de pesos no caso da regressão logística multinomial é:

Llog(yi , pi) = −(yi log(pi) + (1 − yi) log(1 − pi)) (2.2)

Onde yi é o rótulo do dado i e pi é a predição dada pela regressão logística do dado
i.

https://sites.icmc.usp.br/andre/research/neural/
https://sites.icmc.usp.br/andre/research/neural/
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Capítulo 3

Implementação e
Desenvolvimento

Neste capítulo será descrito todo o processo que foi feito para obtenção dos resultados,
tendo como partida dois fenótipos de interesse: temperatura de crescimento e �xação de
nitrogênio.

3.1 Lista de organismos
Para iniciar todo o processo foi necessário obter uma lista de organismos que possuem

os fenótipos de interesse. Para isso, foi realizada uma busca no banco de dados online
GOLD (Genomes Online Database)9 utilizando os �ltros adequados para selecionar os
organismos corretos.

Para a temperatura de crescimento, a busca resultou em:

• 80 organismos hipertermó�los;

• 624 organismos termó�los;

• 33 organismos termotolerantes;

• 765 organismos mesó�los;

• 196 organismos psicrotolerantes;

• 201 organismos psicró�los.

Totalizando 1899 bactérias. Para o tipo de metabolismo a busca resultou em:

• 117 organismos redutores de sulfato;

• 304 organismos �xadores de nitrogênio;

• 117 organismos redutores de nitrato;

• 96 organismos metanogênicos.
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Totalizando 634 bactérias referentes ao fenótipo tipo de metabolismo.

3.2 Download de sequências
Com a lista de organismos em mãos era necessário então baixar as sequências de

aminoácidos referentes à proteínas identi�cadas em regiões codi�cantes do DNA de um
gene, contidos em um arquivo de formato .faa (FASTA amino acid).

Figura 3.1: Exemplo de um arquivo .faa

Para isso, foi realizado um script que lê a lista de organismos obtida em 3.1, procura seu
identi�cador e realiza o download do arquivo .faa no banco de dados do NCBI (National
Center for Biotechnology Information)10, disponível online.

Deve-se ressaltar que nem todos os organismos obtidos em 3.1 estavam possuíam geno-
mas disponíveis no banco de dados do NCBI, uma série de fatores podem ser responsáveis
pela sua ausência no banco 11, como baixa qualidade da sequência, baixa contagem de
genes etc. Portanto ao �nal desta etapa tínhamos (a contagem de organismos de cada tipo
segue em parênteses):

• Hipertermó�los (18);

• Termó�los (310);

• Termotolerantes (22);

• Mesó�los (269);

• Psicrotolerantes (131) ;

• Psicró�los (270).

Totalizando 1020 bactérias referentes à temperatura de crescimento. E (a contagem de
organismos de cada tipo segue em parênteses):

• Fixadoras de nitrogênio (90);

• Redutoras de nitrato (85);

• Redutoras de sultato (92);

• Metanogênicas (53).

Totalizando 320 bactérias referentes ao metabolismo.

Pudemos observar que a distribuição de organismos por grupo na temperatura de
crescimento era desproporcional e poderia di�cultar ou mesmo impossibilitar a classi�cação
de grupos pouco representados, como hipertermó�los e termotolerantes. A distribuição de
organismos por grupo referentes ao metabolismo foi uniforme o su�ciente para seguir
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inalterada. Foi decidido então, para facilitar o treinamento dos dados e obter melhores
resultados, reduzir o número de grupos referentes à temperatura de crescimento para três
da seguinte forma:

• Alta temperatura (350): Hipertermó�los, Termó�los e Termotolerantes;

• Mesó�los (269);

• Baixa temperatura (401): Psicrotolerantes e Psicró�los.

3.3 Grupos ortólogos
Esta etapa consistiu em extrair uma medida de proximidade entre os organismos. Isso

foi feito através da busca por grupos ortólogos entre as proteínas, para isso foi necessário
utilizar o programa HMMER12, mais especi�camente seu comando hmmsearch em conjunto
com o banco de dados eggNOG13 que contém 206782 grupos ortólogos baseados em
genomas procarióticos para busca e comparação com as proteínas.

A ideia deste comando é realizar uma busca de cada família de proteínas representada
no arquivo .hmm no arquivo de sequências fornecido (.faa), produzindo como saída os
melhores resultados, isto é, uma tabela de valores indicativos do pertencimento de uma
sequência à uma família.

Essa parte provou-se a mais custosa por motivos computacionais, de armazenamento
e tempo: o comando hmmsearch utilizado junto ao banco de dados eggNOG pode durar
até 9 horas (dependendo do tamanho do arquivo de sequências), na maioria das vezes
a saída era produzida dentre 2 a 4 horas. Para isso foi necessário utilizar as máquinas
do Laboratório de Bioinformática do Instituto de Química da USP, permitindo rodar 15
arquivos de sequências por vez.

Figura 3.2: Exemplo de um trecho de um arquivo .out produzido por hmmsearch

3.4 Transformação dos dados
Para utilizar a saída produzida pelo processo, foi necessário realizar uma extração das

informações relevantes contidas no arquivo, que consistia em obter o E-value de melhor
bit score de cada uma das famílias de proteínas.

"Um bit score é uma pontuação de razão logit (base dois) comparando a probabilidade
do per�l HMM com a probabilidade de uma hipótese nula (um modelo de sequência
aleatória distribuída de forma idêntica e independente, como no BLAST). Um E-value é o
número de resultados esperados por atingir este bit score ou maior por "acaso", ou seja, se



10

3 | IMPLEMENTAÇÃO E DESENVOLVIMENTO

a busca tivesse sido feita em um banco de dados de tamanho idêntico composto apenas de
sequências não homólogas aleatórias."(Finn, 2011, tradução nossa)

Em seguida foram aplicadas duas funções a cada E-value obtido para utilizar na seção
de treinamento dos dados. A primeira função f consistia numa transformação simples da
seguinte forma:

f (Eval) =

⎧⎪⎪⎪
⎨⎪⎪⎪⎩

1, para Eval ≤ 1.10−20
0.5, para 1.10−20 ≤ Eval ≤ 0.001
0, para Eval > 0.001

(3.1)

A segunda função g foi de�nida como:

g(Eval) = − log Eval (3.2)

Figura 3.3: Exemplo de um trecho de um arquivo aplicando f

Figura 3.4: Exemplo de um trecho de um arquivo aplicando g

Ao �nal disso tudo, temos um arquivo simples onde cada linha representa um identi�-
cador de um grupo ortólogo cadastrado na base eggNOG e seu valor correspondente.

3.5 Aprendizado de máquina
Com os arquivos em mãos, iniciou-se a parte �nal do processo. A plataforma escolhida

para desenvolver e aplicar as técnicas de computação foi o Google Colab, utilizando a
linguagem de programação Python. Foram utilizadas também as bibliotecas scikit-learn
para métricas de avaliação, regressão logística e pré-processamento de dados e keras para
construção das redes neurais.

Inicialmente foi cogitado utilizar SVM, mas em resultados preliminares não apresentou
números satisfatórios, por este motivo a técnica foi descartada.
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Capítulo 4

Resultados

4.1 Temperatura de Crescimento
Devido a transformação da variável categórica temperatura de crescimento, foram

determinados os seguintes labels para classi�cação: 0 = Alta temperatura; 1 = Média
temperatura; 2 = Baixa temperatura.

4.1.1 Redes Neurais
A melhor combinação de parâmetros para uma rede neural de três camadas apresentou

os seguintes resultados:
Métricas:

Figura 4.1: Métricas precisão, recall, f1-score e support (quantidade)
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4 | RESULTADOS

Matriz de confusão:

Figura 4.2: Matriz de confusão

4.1.2 Regressão Logística
Métricas:

Figura 4.3: Métricas precisão, recall, f1-score e support (quantidade)



4.2 | TIPO DE METABOLISMO

13

Matriz de confusão:

Figura 4.4: Matriz de confusão

4.2 Tipo de Metabolismo
Devido a transformação da variável categórica temperatura de crescimento, foram

determinados os seguintes labels para classi�cação: 0 = Metanogênicos 1= Redutores de
nitrato; 2 = Fixadores de Nitrogênio; 3 = Redutores de sulfato.

4.2.1 Redes Neurais
A melhor combinação de parâmetros para uma rede neural de três camadas apresentou

os seguintes resultados:
Métricas:

Figura 4.5: Métricas precisão, recall, f1-score e support (quantidade)
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Matriz de confusão:

Figura 4.6: Matriz de confusão

4.2.2 Regressão Logística
Métricas:

Figura 4.7: Métricas precisão, recall, f1-score e support (quantidade)
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Matriz de confusão:

Figura 4.8: Matriz de confusão

4.3 Análise
Pudemos observar que para ambos os fenótipos o método de aprendizado por regressão

logística apresentou resultados mais satisfatórios: 78% de acurácia em temperatura de
crescimento e 94% de acurácia em tipo de metabolismo. Podemos notar também que o tipo
de metabolismo apresentou resultados superiores à temperatura de crescimento em ambos
os métodos de predição.
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Capítulo 5

Conclusão e Considerações
Finais

Levando-se em conta que este trabalho teve como objetivo testar métodos para predição
dos fenótipos, este trabalho cumpriu seu objetivo. Todavia, existe espaço para aperfeiçoa-
mento e desdobramentos.

A quantidade de organismos disponíveis para treinamento após obter a lista pelo GOLD,
utilizando os �ltros adequados, e ter realizado os downloads pelo NCBI foi consideravel-
mente baixa (ver 3.2), especialmente para o fenótipo tipo de metabolismo. Esse fator deve
ser considerado e limita conclusões referentes aos desempenho das técnicas empregadas,
já que o conjunto de dados para teste também é muito pequeno.

Outro fator a ser considerado foi a dimensionalidade dos dados. Mesmo aplicando
pré-processamento nos dados, o conjunto ainda apresentou alta dimensionalidade (ver
3.5). Este é um fator que afeta o treinamento, uma vez que possui uma maior quantidade
de combinações de valores de entrada.

Possíveis sugestões para aperfeiçoamentos e desdobramentos são: elaborar uma lista de
organismos utilizando múltiplas bases de dados, buscando aumentar o número de espécies;
utilizar algum outro banco de dados de grupos ortólogos; utilizar outras ferramentas além
do HMMER; utilizar outras técnicas de aprendizado de máquina.

Considerando agora as motivações e objetivos pessoais, posso a�rmar que este trabalho
excedeu-se. No �nal, foram utilizados não só técnicas e conceitos da inteligência arti�cial,
que era o esperado, como também da computação paralela e bash script que se mostraram
essenciais. Este trabalho foi uma grande fonte de aprendizado.
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